
书书书

第
!"

卷第
#

期

$%&"

年
&$

月

振动!测试与诊断

'()*+,-(./01*,20(+

"

34,5)*464+27 80,

9

+(505

/(-:!";(:#

84<:$%&"

!"#

#

&%:&#=>%

$

?

:<+@0:055+:&%%=A#B%&:$%&":%#:%&"

深度学习融合模型在机械故障诊断中的应用
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摘要
"

为了解决浅层学习与传统深度学习模型因机械装备结构复杂!工作环境噪声和大数据等因素引起的诊断困

难问题"提出了一种基于降噪自编码器和深度信念网络的融合模型"来实现高效准确的故障诊断'首先"降噪自编

码器用于处理原始信号的随机噪声并学习低层特征(其次"深度信念网络用基于所学习的低层特征来学习深层特

征(最后"将深度特征输入粒子群支持向量机中"对诊断模型进行训练'所提出的方法被应用于滚动轴承的故障诊

断"结果表明与现有方法相比"该方法更加有效和鲁棒'

关键词
"

故障诊断(深度信念网络(降噪自编码器(自适应学习率(鲁棒性(支持向量机

中图分类号
"
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引
"

言

机械装备的故障诊断是通过其监测数据来分析

装备状态的健康状况"确定是否对其进行维护'现

代武器装备系统中各个部分相互耦合"故障模式复

杂多样"使故障诊断具有很大的难度和不确定性"对

于复杂系统快速有效的故障诊断是装备保障的重要

课题'传统的智能诊断方法在机械故障诊断中得到

了广泛的应用"但仍存在
!

个固有的缺陷#

,:

诊断性

能很大程度上依赖于专家经验所提取特征的质量(

1:

在不同的诊断问题中选择敏感的特征费时费力(

<:

神经网络%

+4)*,-+42F(*@

"简称
;;

&和支持向量

机%

5)

GG

(*2H4<2(*6,<I0+4

"简称
J/3

&等属于浅层

学习模型"难以有效学习复杂的非线性关系'因此"

有必要构建自动学习特征和精确故障诊断的深度学

习架构'

为了克服浅层模型的缺点"

D0+2(+

首先提出了

深度学习理论"此后深度学习引起了广泛的关注"并

取得了大量成功的应用)

&

*

'深度学习强大的非线性

映射能力以及多隐含层使其与
;;

"

J/3

等浅层学

习模型相比"能够更加有效!灵活地学习故障诊断问

题中的复杂关系'赵光权等)

$

*将深度信念网络

%

K44

G

14-04.+42F(*@

"简称
8L;

&用于轴承的故障

诊断"该模型从原始时域信号中逐层提取故障特征"

输入
J(.26,M

分类器"获得了较高的诊断精度'

N)(

等)

!

*采用堆栈降噪自编码机%

52,<@4KK4+(050+

9

,)2(4+<(K4*

"简称
J8OP

&来实现旋转机械故障诊

断'采用原始数据训练模型"通过与不同级别的随

机噪声结合组成新的数据进行测试"取得了较好的

结果"证明了该模型在自动提取特征的同时能有效

处理原始信号的噪声'这些应用仍然存在以下局限

性#

,:

没有充分利用不同的模型来提高特征学习能

力和抗干扰性(

1:

标准的深度学习算法存在误差振

荡"收敛速度慢'

笔者提出了利用降噪自动编码器和自适应高斯

深度信念网络结合提取故障特征"粒子群支持向量

机%

G

,*20<-45F,*6(

G

2060Q,20(+J/3

"简称
RJSA

J/3

&进行分类的诊断系统'利用不同基础模型的

优点"在提取信号特征的同时进行去噪"并采用自适

应学习率有效提高网络的诊断精度和收敛速度'

$

"

深度神经网络模型简介

$:$

"

降噪自编码器

""

降噪自编码器%

K4+(050+

9

,)2(4+<(K4*

"简称

8OP

&是对普通自动编码器%

,)2(4+<(K4*

"简称
OP

&

的有效改进)

=

*

"为使
OP

隐含层学习到的特征更具

鲁棒性"在训练样本中加入随机噪声来污染输入数

据"之后送到网络中进行编码和解码"

8OP

从损坏

的数据来重建未损的数据"以此提高模型的抽象能

!
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力"得到对原始数据更加鲁棒的表达'

图
&

说明了
8OP

的结构与训练过程"主要目

标是最小化重构误差"定义为
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其中#

"

为原始输入样本(

#

"

为损坏的样本(
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9

6

表

示
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6(0K

函数(

!

为一个
$

%

&

的矩阵'

在训练过程中"

8OP

被迫捕获数据中的隐含不

变量"在诊断经常受噪声影响的振动信号时"抵抗噪

声的鲁棒性是非常重要的特性'

图
&

"

降噪自编码器的编码和解码过程
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高斯受限玻尔兹曼机

受限玻尔兹曼机%

*452*0<24K1(2-Q6,++ 6,

A

<I0+4

"简称
VL3

&是一个由可见层和隐含层组成

的双层神经网络)

>

*

'可见单元和隐藏单元之间存在

加权连接"但是其同层节点之间无连接"见图
$

'

图
$

"

VL3

的结构
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CI452*)<2)*4(.VL3

在
VL3

中"各节点是二进制值"而故障信号是

连续数值'因此笔者采用了高斯受限玻尔兹曼机

%

N,)550,+VL3

"简称
NVL3

&"将二进制的可视层

节点值替换为具有高斯分布的连续实数"使输入层

能够接受连续型信号"隐含层仍采用服从伯努利分

布的二值神经元节点"

NVL3

的能量函数为
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模型参数为
!
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为

可见单元
(

与隐藏单元
)

之间的权重(

,

+

和
/

-

分别

为它们的偏置(

&

和
$

分别为可视层和隐含层单元

的数量'

基于该能量函数"得到
(

"
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联合概率
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为归一化

因子'

由于隐藏层和可视层内部没有连接"同层的节

点间相互独立"当给定可见层单元状态
(

时"隐含层

第
-

个单元
)
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的激活概率为
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可视单元
(
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的激活概率为
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其中#
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#

% &

" 为
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函数(
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"
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&表

示均值为
#

!方差为
"

$ 的高斯分布'

NVL3

的训练采用由
D0+2(+

)

#

*提出的
T8

算

法#从训练样本的任一状态出发"按照式%

=

&计算出

隐含单元的概率"然后固定隐含单元"按照式%

>

&重

构出 可 视 单 元'这 样"得 到 模 型 参 数
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其中#-

.

/

K,2,

为由样本数据决定的期望(-

.

/

*4<(+

为

重构数据的期望(

$

为学习率'

训练样本一般被分为多个小子集"每个子集训

练完成后"再更新模型的参数'

$%'

"

高斯深度信念网络

高斯深度信念网络%

N,)550,+8L;

"简称
N8

A

L;

&是通过层叠几个
NVL3

构建的'具有
!

个堆

叠的
NVL3

的
N8L;

体系结构如图
!

所示'

N8L;

特征提取过程采用逐层无监督贪婪预

训练)

E

*

"将数据输入到第
&

个
NVL3

的可见层中"

并使用激活函数将其转换为隐藏层"前
&

个
NVL3

学到的特征作为下
&

个的输入"直到最后
&

个

NVL3

"无监督预训练结束"

N8L;

从原始数据自

动学习的特征被送入分类器中'

&

"

自适应学习率

学习率是影响
N8L;

收敛速度和提取特征性

$E$&

振
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图
!

"

N8L;

结构
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CI452*)<2)*4(.N8L;

能的决定性因素)

B

*

'标准
NVL3

的学习算法中采

用固定的学习率来训练网络"确定后"学习率在整个

训练过程中保持不变"自适应性差'如果学习率过

大"很可能会越过最优值"在局部最优点附近来回跳

动(而如果学习率过小"优化的效率可能过低"算法长

时间无法收敛"所以学习率对于算法性能至关重要'

为了获得更好的故障诊断性能并加速网络的学

习过程"在传统
8L;

算法基础上"引入一种基于重

构误差的自适应学习率算法"可以在训练中每一步

自适应调整学习速率'重构误差是
VL3

学习规则

中应用最广泛的判断标准"定义为
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其中#
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为可见层输入样本(

(

%

+

为由隐含层得到的

重构数据(

4

为样本数'

可以在
VL3

训练规则中的每个时期调整学习

速率'动态调整学习率为
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其中#
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&为增减因子"用来调整学习率(

$

(-K

为原来的学习率(

$

+(F

为更新后的学习率(

' *

P**

(-K

#

P**

+(F

'

对比连续的重构误差
P**

+(F

与
P**

(-K

"当重构

误差减小时"加大学习率(当误差增大时"则减小学

习率'

'

"

基于
()*

和
+(,-

的融合模型

深层神经网络在构造时非常强调模型的混

合)

"

*

"目前的深度学习模型大都是由一些简单而相

同的基本模型构建"不能同时充分利用不同基础模

型的优点'为了进一步提高模型的特征学习能力"

有必要结合不同深度学习模型"设计一种混合模型'

受限玻尔兹曼机和自编码器是构成深度神经网络的

基本单元"文献)

&%

*指出"自编码器擅长于扩充数

据"而受限玻尔兹曼机擅长投影数据"并基于此提出

了基于
8L;

和
JOP

的融合模型"较好地解决了作

曲家分类问题"也证明了参数传递在自编码器和深

度置信网络这两个模型间是可行并有效的'

降噪自编码器可以从损坏的输入中学习有用的

信息并从隐含层重建干净的数据"具有保持原始数

据的可恢复性的作用"这对于初级特征的提取非常

重要)

&%

*

'对于第
&

层网络"原始数据被映射到一个

高维的空间能够增加数据的可分性"并且在这个投

影过程中数据的可恢复性能够确保投影结果的相对

稳定性"而
VL3

投影的结果依赖于隐节点的概率

分布)

&%

*

"因此网络的第
&

层由降噪自编码器来构

建"学习原始振动数据的鲁棒重构'

笔者结合
8OP

和
8L;

的优势进一步提高特

征学习能力"

8OP

用于处理原始信号的随机噪声并

学习低层特征"

8L;

用于基于所学习的低层特征来

学习深层特征'

.

"

基于深度学习融合模型的故障诊断

方法

""

诊断模型以降噪自动编码器和自适应高斯深度

信念网络来提取故障特征"利用
RJSAJ/3

作为分

类器"如图
=

所示'

图
=

"

改进的故障诊断模型
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其步骤如下#

&

&利用传感器采集装备在不同故障状态下的

监测信号(
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$

&对采集到的数据进行等分样本段后线性归

一化"划分训练集和测试集"对模型进行训练(

!

&建立单隐层的
8OP

对输入数据提取低层故

障特征(

=

&将
8OP

的隐含层作为第
&

个
NVL3

的可

视层"建立多隐层自适应高斯深度信念网络"无监督

逐层预训练"提取故障深层特征(

>

&将深度网络提取到的故障特征输入
RJSA

J/3

进行训练"得到训练好的诊断模型(

#

&将测试集数据输入训练好的模型"输出识别

结果"完成故障诊断'

/

"

实例分析

滚动轴承是机械装备的核心部件"其健康状况

对装备的机械性能!稳定性和寿命有重要的影响'

笔者通过轴承故障诊断实验来验证所提算法的机械

故障特征提取及诊断能力'

/%$

"

仿真信号描述

振动信号通常包含大量的信息"因此"基于振动

信号的状态监测技术已被广泛应用'凯斯西储大学

%

TWVX

&轴承数据中心以
&$@DQ

采样频率从电机

驱动机械系统的加速度计获得的轴承状态数据集有

以下
=

种故障类型#正常!球故障!内圈故障和外圈

故障"每种故障类型分别包含
%:&EEB

"

%:!>>#

和

%:>!!=66

这
!

种故障直径"共有
&%

个故障条件'

将采集的振动信号以相等的窗口长度划分"每个样

本包含
&%$=

个数据点"数据集
6

"

7

和
8

分别包含

不同负载下的
E%

个训练样本和
!%

个测试样本"数

据集
9

包含所有
!

个负载的
$&%

个训练样本和
"%

个测试样本'将这些时域振动信号的频谱直接作为

特征向量来表示轴承的故障类型"数据集的每个样

本都包含
>&$

个样本点'表
&

描述了所有数据集的

细节"其中#

VU

"

YU

和
SU

分别代表滚珠!轴承内圈

和外圈故障(

V

U&

"

VU

!

代表不同的故障深度'

/%&

"

实验步骤

&

&原始数据是
>&$

维的"所以
8OP

输入层节

点数为
>&$

"隐含层将原始数据映射到高维度的空

间"实验得到最优节点数为两倍空间即
&%$=

左右(

将
8OP

的隐含层作为
N8L;

第
&

个
NVL3

的可

见层"之后依次通过节点数为
>%%

和
!%%

的隐层对

数据进行压缩"提取深层特征'

8OP

噪声系数取

%:>

"经反复实验得到自适应学习率增减因子最优值

表
$

"

轴承故障数据

012%$

"

31456!161"72819#:

;

71456

故障

位置

类别

标签

故障

深度

数据集
6

"

7

"

8

数据集
9

训练 测试 训练 测试

无 正常
% E% !% $&% "%

VU

&

%:&EEB E% !% $&% "%

滚珠
VU

$

%:!>># E% !% $&% "%

VU

!

%:>!!= E% !% $&% "%

YU

&

%:&EEB E% !% $&% "%

内圈
YU

$

%:!>># E% !% $&% "%

YU

!

%:>!!= E% !% $&% "%

SU

&

%:&EEB E% !% $&% "%

外圈
SU

$

%:!>># E% !% $&% "%

SU

!

%:>!!= E% !% $&% "%

&

*

%:E

"训练迭代次数为
&%%

'

$

&将提取到的特征输入
RJSAJ/3

"初始化

RJS

参数为#最大进化代数为
$%%

"种群数量为
$%

"

学习因子
;

&

为
&:>

"学习因子
;

$

为
&:E

"训练和测试

模型(

!

&为了验证所提方法的优越性与鲁棒性"将本

研究方法与标准
N8L;

!标准
J8OP

!自适应
N8L;

在相同的网络结构和
RJSAJ/3

参数下的诊断精

度进行对比"标准
N8L;

学习率为
&

"

8OP

噪声系

数取
%:>

'

/%'

"

仿真结果分析

>:!:&

"

特征提取能力分析

为了观察深度学习的特征提取能力"利用非线

性降维算法%

2

A

K052*01)24K52(<I,520<+40

9

I1(*46

A

14KK0+

9

"简称
2

A

J;P

&将笔者所提融合模型学习到

数据集
6

的故障特征转换映射"显示为二维散点

图"分别命名为
2

A

J;P

&

和
2

A

J;P

$

"见图
>

"

图
E

'

可以看出"提出的模型能够对不同故障深度和

故障类型的数据进行较好的特征提取"并且各原始

特征点似乎是同心圆"经过深层学习模型后被线性

分割"这展现深度学习强大的非线性映射能力'

>:!:$

"

收敛性分析

在实践中通常用平均重构误差来表示
VL3

对

原始输入数据的似然度"并反映训练过程中收敛速

度的快慢'图
B

给出了自适应学习率和固定学习率

性能的对比'

可以看出"

$*

&

时重构误差一开始呈现急速下

降趋势"引起了算法不稳定(

$*

%:>

时收敛速度较

慢(采用自适应学习率时"迭代到第
$%

次时已基本

达到稳定 并且重构误差最小"证明了所提出的自适

应策略在提高收敛速度和重构精度方面的有效性'

=E$&
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图
>

"

原始数据特征分布可

视化

U0

9

:>

"

/05),-0Q,20(+(.2I4

*,FK,2,H0,2

A

J;P

图
#

"

8OP

提取低层特征分

布可视化

U0

9

:#

"

/05),-0Q,20(+(.2I4

Z(F

A

-4H4-.4,2)*4K05

A

2*01)20(+ 4M2*,<24K 1

[

8OPH0,2

A

J;P

图
E

"

N8L;

提取深层特征

分布可视化

U0

9

:E

"

/05),-0Q,20(+(.2I4

844

G

A

-4H4-.4,2)*4K05

A

2*01)20(+ 4M2*,<24K 1

[

N8L;H0,2

A

J;P

图
B

"

最后
&

个
VL3

的重构

误差

U0

9

:B

"

V4<(+52*)<20(+4**(*

(.2I4-,52VL3

>:!:!

"

故障诊断能力分析

利用各诊断模型分别进行
&%

次实验"取最好的

&

次测试结果表征模型的诊断精度'图
"

具体显示

了本研究方法在数据集
6

的每个故障状态的识别

准确度"数据集
6

的训练集全部被正确识别"测试

集的两个样本识别错误'

表
$

为
=

种不同方法在
=

类数据集下的测试结

果'分析得出"

=

种方法的诊断时间相差不多"这是

因为
=

种方法的特征提取网络结构和分类器都比较

相似"处理的时间也相近'在不同的负载下笔者提

出的融合模型的诊断精度都高于其他
!

种传统模

型"并且自适应
N8L;

的性能优于标准
N8L;

'

图
"

"

训练结果与测试结果

U0

9

:"

"

C*,0+0+

9

*45)-25,+K2452*45)-25

表
&

"

不同模型的诊断结果

012%&

"

(#1

;

:"<#<98<456<1=":

;

!#77898:6="!85<

数据集
本研究方法 标准

J8OP

自适应
N8L;

标准
N8L;

诊断时间$
5

精确度$
\

诊断时间$
5

精确度$
\

诊断时间$
5

精确度$
\

诊断时间$
5

精确度$
\

6 &#!:# "":! &E%:> "#:E &=>:# "B:% &>!:= "#:%

7 &>%:! &%%:% &B!:E "E:! &E>:= &%%:% &BE:# "#:!

8 &>>:" "":% &#>:E "=:! &=E:= "!:! &=":# "&:!

9 &">:# "=:B &"%:> "$:% $%%:! "!:% $&%:$ "&:$

>:!:=

"

鲁棒性分析

为了验证所提方法处理随机噪声的能力"进一

步证明所提出方法的优越性"实验中模型由原始数

据进行训练"然后对含噪声的数据进行测试'数据

集
6

的信号在时域中与加性高斯白噪声合成不同

信噪比的信号"并在此之后转换为频率信号"定义为

J;V

KL

*

&%-(

9

&%

2

509+,-

2

% &

+(054

%

&&

&

其中#

2

50

9

+,-

和
2

+(054

分别为信号功率和噪声功率'

图
&%

给出了信号与噪声混合示例'

噪声信号范围为
]=

"

&%KL

"比较本方法与自

适应
N8L;

!标准
J8OP

"图
&&

显示了不同噪声干

扰水平下
!

种模型的故障识别精度"可以看出所提

方法略优于
J8OP

'与传统
N8L;

相比"随着噪声

水平的增加"所提方法的优越性变得明显"表明该方

法对一定范围的噪声水平具有鲁棒性'

>

"

结束语

提出了一种基于降噪自编码器和自适应高斯深

度信念网络的深度学习融合模型来解决机械装备故

障诊断问题'该模型直接处理原始振动信号"无需

耗时的手工特征提取过程"并采用自适应学习率提

>E$&"
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图
&%

"

信噪混合示例

U0

9

:&%

"

J0

9

+,-

A

2(

A

+(05460M0+

9

4M,6

G

-4

图
&&

"

不同模型在不同噪声环境下分类精度

U0

9

:&&

"

T-,550.0<,20(+,<<)*,<

[

(.K0..4*4+26(K4-50+K0.

A

.4*4+2+(0544+H0*(+64+25

高了网络的收敛速度和诊断精度"优于传统单一的

深度学习模型"并且在噪声环境下工作良好'
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