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基于混合域相对特征和FOA⁃XGBoost滚动轴承退化评估
∗
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摘要 针对使用多域特征进行滚动轴承退化评估建模时准确度较低的问题，提出一种基于果蝇优化算法（fruit fly
optimization algorithms，简称 FOA）集成极限梯度提升树（extreme gradient boosting，简称 XGBoost）的轴承退化状态

评估方法。提取滚动轴承全寿命周期的时域、频域及时频域等多维特征参数，构建混合域相对特征集，利用相对方

均根值初始化轴承退化相应参数，进而利用混合域特征训练 XGBoost模型并结合 FOA算法对退化评估模型进行参

数调优。结果表明：所构建的退化评估模型比常用的支持向量回归（support vactor regerssion，简称 SVR）模型在 2
个数据集上的性能分别提高了 27.15%和 34.96%，所提方法可以准确有效地评估轴承退化状态。
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引 言

旋转机械是工业生产中最为常用的机械之一，

广泛应用于电力、化工、冶金等行业。轴承是旋转机

械中的重要组成零部件，恶劣的工作环境及工况变

化引起的交变载荷极易使轴承发生故障，若不及时

采取措施将引发严重事故并造成重大损失［1］。准确

地对轴承运行状态进行评估有利于避免恶性事故的

发生，为提高大型旋转机械的安全性、稳定性及可靠

性提供有效的科学手段。

由于滚动轴承故障机理复杂，单个特征或单域

特征无法准确表征轴承性能退化全周期过程，构建

混合域故障特征集成为近年来轴承故障特征提取的

发展趋势之一［2］。丰富的多域特征虽然能够综合地

表征全周期轴承的性能退化过程，但非敏感特征和

干扰特征的存在将严重影响评估效果。因此，实现

对轴承退化较敏感特征的有效选取对轴承的退化评

估至关重要。刘鹏等［3］使用补偿距离评估技术对混

合域特征进行特征选择，应用灰色关联分析，对轴承

故障程度进行识别。燕晨耀［4］提取时域、频域、时频

域及熵特征构建多维故障特征集，并利用主成分分

析对特征集进行降维，结合支持向量回归模型实现

轴承的退化状态评估。Zhang等［5］提出了 3种与退

化特征相关的评估标准，分别是相关性、单调性以及

鲁棒性指标，将其加权线性组合后作为退化特征的

重要性指标。

虽然现有的特征选择方法均取得了不错的应用

效果，但这些方法通常用于解决故障分类问题，针对

退化过程的特征选择方法研究较少。此外特征选择

与退化评估模型建立分步进行也将对所建模型的精

度产生较大的影响。近年来，XGBoost作为一种新

兴的机器学习算法已经在工程领域得到了广泛的应

用，该算法具有精度高、运行速度快及泛化能力强等

优点，同时该算法为了在训练过程中提高建模效率，

会在每轮迭代时给出各个特征的重要度评分，从而

可以自动计算特征的重要性并选择最优特征用于模

型的训练［6］。张钰等［7］提出将 XGBoost应用于轴承

故障诊断中，研究结果表明相比其他传统分类器，该

算法能够有效提高故障诊断精度和效率。Zhang
等［8］提取风力发电机振动信号的多维特征，使用

XGBoost算法建立故障分类模型，结果表明此方法

比支持向量机具有更好的诊断效果。XGBoost算法

的参数选取对模型的性能影响较大，常用的调参方

法往往是基于经验的手动调参，步骤繁多且无法保

证多个参数同时达到最优［9］。很多学者对此提出了

改进方法，例如，利用网格搜索或贝叶斯最优化等算
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法对 XGBoost模型进行参数寻优，结果均表明改进

方法要优于人工调优和穷举法［10⁃11］。

基于上述情况，笔者提出采用 XGBoost模型集

成果蝇优化算法进行滚动轴承退化评估，通过提取

滚动轴承振动信号的时域、频域以及时频域的混合

域相对特征集，标定退化评估值，使用 XGBoost建
立滚动轴承退化评估模型，并结合 FOA算法对其参

数进行优化，实现对滚动轴承退化状态的评估。

1 原 理

1.1 特征选取

滚动轴承的振动信号包含丰富的状态信息，当

轴承性能发生退化时，其时域信号的幅值和概率分

布、频域中不同频率的能量和主能量谱峰位置以及

时频结构中能量分布都会发生变化。因此文中构造

了 37维时域、频域以及时频域的混合域故障特征

集。时域指标包括均方值、方差、标准差、方根幅值、

平均幅值、均方幅值、峰值、峰峰值、偏斜度指标、峭

度指标、波形指标、峰值指标、脉冲指标和裕度指

标。在频域，文中提取了 13个频谱的特征参数［12］。

熵值指标包括时域信息熵和频域信息熵 2个信息熵

参数［4］。在时频域，文中提取了信号的 8维小波包

能量谱特征［13］。

Ej= ∑
k= 1

M

||wj ( k )
2

（1）

其中：wj ( k )为对振动信号进行小波包分解 3层后各

节点的重构信号。

小波包能量谱在时频对信号能量进行划分，能

够同时反映信号在时域与频域上的能量分布特征。

单一特征或单域特征难以全面刻画轴承运行状态，

而混合域特征集中的非敏感特征和干扰特征等无效

信息将对后续模型的建立造成困难，因此有必要在

建模时对特征集中的特征进行筛选。

1.2 XGBoost算法

极限梯度提升树算法是对传统的梯度提升决策

树算法的改进。它的基本思想是把多个准确率较低

的模型组合起来构建一个准确率相对更高的模型。

该模型可以不断进行迭代计算，每次迭代生成一个

新的模型拟合之前模型的误差，这个过程被称为梯

度提升。简单而言，提升算法是首先使用简单的模

型得到一个比较一般的结果，然后不断地向模型中

添加简单模型，从而提升模型的准确率。

XGBoost模型由多棵决策回归树（classification
and regression tree，简称 CART）集成，算法原理推

导［14］如下。

假设模型已有 t-1棵决策树，则第 t棵决策树

可以表示为

ŷ ( t )i = ∑
k= 1

t

fk ( xi ) = ŷ ( t- 1)i + ft ( xi ) （2）

其中：t为树的数目；f为一棵具体的 CART树；ŷ i为

预测值；xi为输入的第 i个样本。

目标优化函数为

Obj( t ) = ∑
i= 1

n

l ( yi，ŷ ( t )i )+ ∑
k= 1

t

Ω ( fk )=

∑
i= 1

n

l ( yi，ŷ ( t- 1)i + ft ( xi ) )+ Ω ( ft )+ c （3）

其中：l为定义的损失函数；Ω ( ft )为模型的复杂度

（正则项）。

在一般情况下，将损失函数的泰勒级数推广到

2阶并移出常数项，则第 t步的目标函数变为

O ( t ) = ∑
i= 1

n

[ gi ft ( xi )+
1
2 hi f

2
t ( xi ) ] + Ω ( ft )（4）

其中：gi= ∂ ŷ ( t- 1)i
l ( yi，ŷ ( )t- 1

i )；hi= ∂2ŷ ( t- 1)i
l ( yi，ŷ ( )t- 1

i )；gj

和 h i分别为 1阶和 2阶导数。

对于一棵决策树，其复杂度可以定义为

Ω ( f )= γT + 1
2 λ ω 2

（5）

其中：T为叶节点的个数；ω为叶节点上的分值。

对于第 t棵决策树，当确定一个树结构时可以

对目标函数进行求解，得到

ω *j =-
∑
i∈ Ij

g i

∑
i∈ Ij

h i+ λ
（6）

O * =- 1
2 ∑j= 1

T
( ∑
i∈ Ij

g i )2

∑
i∈ Ij

h i+ λ
+ γT （7）

其中：Ij为第 j个叶子节点上的样本集合。

因此，只需要找到使目标函数最小的树结构即

可完成第 t棵决策树模型的建立。

XGBoost采用与决策树类似的信息增益算法实

现树结构的确定，即按式（8）遍历计算所有特征的所

有切分节点的信息增益，在信息增益最大的切分界

点进行分叉，此过程可以并行计算。
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G= 1
2 [

( ∑
i∈ IL

gi )2

∑
i∈ IL

hi+ λ
+
( ∑
i∈ IR

gi )2

∑
i∈ IR

hi+ λ
-
( ∑
i∈ I
g i )2

∑
i∈ I
h i+ λ

]- γ

（8）
其中：I为分割前的集合；IL 和 IR 为分割后左和右节

点的集合。

模型在训练过程中会自动计算各特征被使用的

次数总和作为特征的重要性指标。

从以上的原理推导可知，XGBoost算法会随着

模型的迭代而不断修正误差，使得该模型拥有很高

的精度，同时加入的正则项可以有效地防止模型过

拟合。此外，XGBoost算法具有特征选择的功能，可

在训练过程中给出特征向量各个特征的评分并优先

使用最佳特征进行训练和测试。

1.3 果蝇优化算法

果蝇优化算法是文献［15］提出的一种基于果蝇

觅食行为的新型智能优化算法，其基本思想是根据

果蝇的位置计算其附近的食物味道浓度，然后向食

物味道浓度最大（极大值）或最小（极小值）的地方飞

去，通过反复迭代食物味道浓度来求取目标函数的

极值。此算法的流程如图 1所示。

果蝇优化算法的具体步骤如下：

1）随机初始化果蝇群体的个数 m、种群迭代次

数N和果蝇初始位置 X及Y。

2）分配果蝇个体搜寻食物的随机方向与距离，

式中 rand（）表示随机数。

X ( i )= X + rand ( )，Y ( i )= Y + rand ( )
3）由于无法得知食物位置，因此先估计与原点

间的距离 D，再以 D的倒数作为味道浓度判定值带

入判定函数，计算味道浓度值即目标函数 S，并更新

每只果蝇的 S。
D ( i )= ( X ( i )2 + Y ( i )2 )1/2

S= F ( 1
D ( i ) )

4）求出果蝇群中 S最低的一只，如果其值比上

一代最佳浓度值 SB要小，则保留其最佳浓度值与坐

标，其他果蝇群体向该位置飞去。

5）迭代寻优步骤 2~4，直到最后一代为止。

文中将采用 FOA 算法对轴承退化评估 XG⁃
Boost模型的参数进行寻优。

2 滚动轴承退化评估方法

2.1 轴承性能退化指标选取

轴承退化起始时间和轴承退化指标是轴承运行

状态评估的关键参数。

国际标准 ISO2372中给出机械振动的行业标准：

中型机械振动信号的方均根值（root mean square，简
称RMS）达到 2.0~2.2 g时，设备将处于危险状态。

轴承个体差异对 RMS的影响较大，即使在相同

实验条件下不同轴承的 RMS也存在较大的差异。

如图 2所示，正常工作阶段的实验 1轴承 RMS明显

大于实验 2轴承。利用原始的 RMS无法准确地对

不同轴承进行状态评估，因此需要对 RMS进行标准

化处理。具体流程如下：首先，选取轴承正常工作期

内一段趋势平稳 RMS，将该段 RMS平均值定为标

准值；然后，计算原始 RMS与标准值之比，得到相对

方 均 根 值 （relative root mean square，简 称

RRMS）［16］。

从图 3可知，RRMS不受轴承个体差异的影响，

图 2 实验 1和 2失效轴承 图 3 实验 1和 2失效轴承

RMS值对比 RRMS值对比

Fig.2 Comparison of RMS Fig.3 Comparison of RRMS
values of failed bearings values of failed bearings
in test 1 and test 2 in test 1 and test 2

图 1 果蝇优化算法流程图

Fig.1 Flow chart of fruit fly optimization algorithm
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具有较好的通用性。

笔者使用上述特征标准化方法对滚动轴承全寿

命周期振动数据混合域特征进行标准化处理，计算

其相对特征来构建混合域相对特征集。

2.2 基于 FOA和XGBoost的轴承退化评估方法

文中所提轴承退化评估方法流程如图 4所示，

具体步骤如下：①提取滚动轴承振动信号多域相对

特 征 ，构 造 混 合 域 故 障 特 征 集 ；②根 据 轴 承 的

RRMS值确定轴承的退化起始时间；③标定轴承退

化评估值作为训练样本与验证样本的标签；④使用

XGBoost算法建立轴承性能退化评估模型，并使用

FOA算法对模型参数进行寻优；⑤将待诊断信号输

入到训练好的模型中，根据模型输出对待诊断轴承

退化性能进行评估。

3 数据验证及分析

3.1 滚动轴承实验台介绍

文中滚动轴承全寿命周期实验数据来源于

IEEE PHM2012 Data Challenge，由 FEMTO⁃ST机

构提供［17］，实验平台如图 5所示。通过运行在不同

负载条件下的加速退化实验，在垂直与水平方向获

取了多组从良好到失效的轴承全寿命振动信号。振

动信号的采样频率设置为 25 600 Hz，每次采集数据

的时间间隔为 10 s，采样时间为 0.1 s，每个样本包含

2 560个数据点。文中利用工况 1（1 800 r·min-1/
4 kN）下轴承 1⁃1振动数据作为训练样本，数据长

度 2 803，轴承 1⁃3的振动数据作为验证样本，数据

长度 2 375。

3.2 特征提取及数据预处理

3.2.1 特征提取及确定退化起止时间

根据前文介绍的特征提取方法对轴承 1⁃1和轴

承 1⁃3振动信号进行特征提取，构成 37维混合域特

征集。根据不同轴承的 RRMS值计算轴承退化起

始时间。定义 RRMS值 1.1为轴承退化的起始时

间，定义失效时间为最终失效前 500 s，避免了轴承

失效时振动不稳定造成的影响。图 6和图 7分别为

轴承 1⁃1和轴承 1⁃3的 RRMS曲线，图中的红线分别

表示轴承的退化起始时间及最终失效时间，其中：轴

承 1⁃1的退化起始时间为 13 250 s，最终失效时间为

27 530 s，退化数据长度为 1 429；轴承 1⁃3的退化起

始时间为 11 010 s，最终失效时间为 23 250 s，退化

数据长度为 1 225。

3.2.2 计算退化评估值

由于不同轴承的退化时间不同，因此无法将时

间直接作为退化评估值。文中的退化评估值由式

图 4 方法流程图

Fig.4 Method flow chart

图 5 加速寿命实验台

Fig.5 The setting of accelerated degradation test

图 6 轴承 1-1的 RRMS 图 7 轴承 1-3的 RRMS
波形图 波形图

Fig.6 The RRMS waveform Fig.7 The RRMS waveform
of bearing 1-1 of bearing 1-3
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（9）定义

S= 100- t- t0
t1 - t0

（9）

其中：S为退化评估值；t为当前时刻；t0为退化起始

时间；t1为最终失效时间。

在轴承 1⁃1退化数据中均匀选取 100个点，表示

轴承运行状态从 100到 1的退化过程。为了避免随

机误差造成的影响，同时选取上述 100个点的前一

个点与后一个点作为训练数据。因此训练数据为

100×3组，标签分别为 100~1。
对轴承 1⁃3退化数据同样均匀选取 100个点作

为验证数据，用前文所述方法计算退化评估值作为

验证标签进行后续模型的验证。

3.3 实验数据验证

将训练数据及其退化评估值作为训练样本训练

XGBoost模型并使用验证数据对模型进行验证，同

时使用 SVR模型进行效果对比，结果如图 8所示。

为了对模型效果进行定量比较，采用式 10所示均方

根误差（root mean squard error，简称 RMSE）对验证

结果进行评价

RMSE= 1
N ∑i= 1

N

( yi- ŷ i )2 （10）

其中：yi和 ŷ i分别为真实值和模型输出值；N为验证

样本的总个数。

从图 8可知，XGBoost模型的输出结果相比于

SVR模型的输出结果更贴近实际评估值曲线。计

算得到的 2个模型的 RMSE值，SVR模型的 RMSE
为 6.607，而 XGBoost模型的 RMSE为 4.629。从定

义可知，模型效果越好 RMSE就越接近 0，表明 XG⁃
Boost模型在轴承退化评估方面要明显优于 SVR模

型，效果提高了 29.94%。

图 9所示为 XGBoost模型训练时各特征的评

分，分别挑选其中评分最高和最低的 4个特征进行

分析。

通过模型训练给出的 4个评分最高的特征分别

为标准化后的方根幅值、频域第 10维特征、峰值和

方均根值。从图 10可知，信号很好地反映了滚动轴

承 1⁃1在全生命周期里的整体性能变化趋势，信号

具有良好的单调性且噪音干扰少，十分适合退化评

估的分析。

4个评分最低的特征分别为标准化后的频域第

3维特征、小波包能量谱第 7维特征、频域第 4维特

征和频域第 1维特征。从图 11可知，信号含有很强

的噪音干扰或者与退化趋势毫无关系，不能很好地

反映轴承的退化状态信息。

为了证明特征选择的有效性，按照特征重要程

度逐渐增加特征维数输入到 XGBoost模型进行训

练与测试，计算每次输出值的 RMSE值，结果如图

12所示。从图中可知，在输入约 9维特征时，模型

RMSE值达到 4.6左右的稳定值。分别对输入 9维
特征时与输入 37维特征时的建模时间进行计算，得

到输入 37维特征时，训练与验证时间为 0.128 66 s；

图 8 SVR模型与 XGBoost模型输出结果对比

Fig.8 Comparison of output results between SVR model
and XGBoost model

图 9 特征评分

Fig.9 Feature score

图 10 4个最优特征波形图

Fig.10 Four best feature waveforms
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输入 9维特征时，训练与验证时间为 0.042 89 s。可

见，在保证算法性能的情况下，计算效率得到了显著

提高。

XGBoost算法使用了十几个参数，参数的调整

对于提高模型性能十分重要，手动调参不能保证多

个参数同时达到最优，因此有必要采用智能优化算

法对相关参数进行动态选取与调整。文中采用果蝇

优 化 算 法 对 XGBoost 模 型 5 个 重 要 参 数 进 行 调

优［9］，参数的详细信息如表 1所示。其中：学习率指

后一个学习器对前一个学习器产生误差的学习步

长；最小损失函数指信息增益 Gain小于多少时停止

分裂，最小叶子节点权重和即算法原理中的∑
i∈ Ii

g i。

将训练样本中的前 200个样本作为训练数据，

后 100个样本作为测试数据，使用 RMSE值作为适

应度函数对 XGBoost模型参数进行调优。设置果

蝇种群数量为 30，迭代次数为 100。图 13所示为

FOA算法优化 XGBoost模型的迭代收敛过程。从

图中可知，FOA算法在迭代前期适应度函数值急剧

下降，在迭代 50次左右时达到收敛值。将 FOA算

法优化前后的 XGBoost模型进行对比，同时使用

FOA算法对 SVR模型的惩罚因子 C和核函数参数

σ进行优化后与 FOA⁃XGBoost模型进行对比。经

过优化后的 SVR模型参数为 C=4.012，σ =0.257。

使用 FOA算法进行参数优化前后的 XGBoost
模型的输出结果对比如图 14所示。从图中可知，

FOA⁃XGBoost模型的输出更加接近实际退化评估

曲线。图 15所示为 FOA⁃SVR 模型与 FOA⁃XG⁃
Boost模型的输出结果对比。从图中看出，FOA⁃
XGBoost模型具有更好的输出结果。通过计算，

FOA⁃SVR模型输出值的 RMSE为 5.092，比 FOA

图 13 FOA收敛过程

Fig.13 Convergence process of FOA

表 1 XGBoost算法的主要参数及说明

Tab.1 Main parameters and description of XG⁃
Boost algorithm

序号

1
2
3
4
5

参数名称

learning_rate
Gamma
reg_lambda
reg_alpha
min_child_weight

中文含义

学习率

最小损失函数值

正则项中的 λ

正则项中的 γ

最小叶子节点权重和

优化后

参数值

0.423
0.108
0.371
0.452
0.800

图 14 XGBoost模型与 FOA-XGBoost模型输出结果对比

Fig.14 Comparison of output results between XGBoost
model and FOA-XGBoost model

图 11 4个最差特征波形图

Fig.11 Four worst feature waveforms

图 12 模型输出误差与特征维数关系图

Fig.12 The relationship between model output error and
characteristic dimension
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模型效果提高了 22.93%，FOA⁃XGBoost模型输出

值的 RMSE为 3.710，比 XGBoost模型效果提高了

19.86%，说明 FOA算法可以有效地对模型参数优

化。FOA⁃XGBoost模型比 FOA⁃SVR模型的效果

提高了 27.15%，说明 XGBoost模型比传统的 SVR
模型更加适合滚动轴承的退化性能评估。

为了进一步验证该方法的通用性，使用西安交

通大学与昇阳科技共同成立的机械装备健康监测联

合实验室提供的 XJTU⁃SY轴承数据集对模型进行

验证［18］。该数据集包含 3类实验工况，每类工况各

测试 5个轴承，共 15个轴承的全寿命周期信号。采

样间隔为 1 min，采样频率为 25.6 kHz，采样时间为

1.28 s。表 2列出了文中选用数据的详细信息。

同样采取之前的方法对实验轴承进行数据选

取，将失效前两分钟设为轴承最终失效时间，由于退

化数据长度较短，因此轴承 1⁃1选取 50个点，轴承 1⁃
2选取 100个点，轴承 1⁃3选取 50个点，轴承 1⁃5选取

10个点。将轴承 1⁃1，1⁃3，1⁃5的退化数据作为训练

集并在其中随机选取 1/3的数据集作为验证集进行

交叉验证实现参数调优，轴承 1⁃2的退化数据作为

验证集进行模型验证，参数优化后的模型效果对比

如图 16所示。可以看出，FOA⁃XGBoost模型相比

于 FOA⁃SVR模型更加接近实际退化评估曲线。计

算得到 FOA⁃SVR模型与 FOA⁃XGBoost模型输出

值的 RMSE分别为 13.268 7和 8.629 7，效果提高了

34.96%。结果表明，FOA⁃XGBoost模型可以准确

地对滚动轴承退化状态进行评估。

4 结束语

针对利用多域特征进行轴承退化评估建模时准

确度较低的问题，笔者提出了基于混合域相对特征

和 FOA⁃XGBoost模型的滚动轴承退化状态评估方

法。在两个不同的数据集上的实际测试结果表明，

该方法输出误差小、泛化能力强，能够更准确地评估

滚动轴承退化状态，所提方法具有以下特点：①标准

化后的相对特征消除了轴承个体差异的影响，能更

准确地表征轴承的运行状态；②XGBoost算法可以

在训练时优先选取较好的特征进行建模，避免了无

效特征及干扰特征的影响；使用果蝇优化算法对模

型参数进行调优，可以有效地提高模型的性能；③通

过与 FOA⁃SVR模型的对比，FOA⁃XGBoost模型可

以准确有效地评估轴承的退化状态。
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