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摘要 针对飞机液压泵工作强度高、工作环境复杂而导致传统性能预测方法对飞机液压泵性能变化趋势预测精度

不高的问题，提出了一种基于自回归积分滑动平均⁃长短期记忆（autoregressive integrated moving average⁃long short⁃
term memory，简称ARIMA⁃LSTM）网络的飞机液压泵性能趋势预测方法。首先，将获取的飞机液压泵性能表征参

数回油流量数据进行线性分解，得到趋势项数据和细节项数据；其次，采用自回归积分滑动平均（autoregressive
integrated moving average ，简称 ARIMA）方法对趋势项数据进行预测，同时采用长短期记忆（long short term
memory，简称 LSTM）网络方法对归一化处理后的细节项数据进行预测；最后，将两部分预测结果进行叠加，得到最

终的性能趋势预测结果。研究结果表明，采用ARIMA⁃LSTM的联合预测方法对飞机液压泵性能变化趋势的预测

效果明显优于单一的ARIMA与 LSTM预测方法，为飞机液压泵性能变化趋势预测的工程应用提供了一种新方法。
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引 言

飞机液压系统是飞机上以油液为驱动介质、为

飞机提供驱动力的整套装置［1］。飞机液压泵具有脉

动频率低、体积小、转速高和散热性能良好等优点，

能够满足飞机在高空严酷工作环境下及高强度飞行

任务对液压泵性能的要求。飞机液压泵受体积与重

量的限制，液压泵传感器网络相比于工业液压泵来

说网络布局较为简单，无法完全监测液压泵所有物

理参数［2］，不能对其工作状态和性能变化进行准确

预测，故采用数据驱动的分析手段成为飞机液压泵

故障预测诊断及趋势变化分析的有效工具［3］。采集

能有效表征飞机液压泵性能变化趋势的参数，进行

飞机性能变化趋势预测分析，对飞机视情维修及事

后保障都有重大意义。

目前，在工程中应用较为广泛的性能趋势预测

分析方法中，多项式拟合法模型建立较简单，但预测

准确度较低［4］。人工神经网络对于数据量比较少的

样本信息的适用能力较弱，网络结构不易确定且冗

余过大，模型的训练时间难以把控，实时性较差［5］。

支持向量机则容易因参数的优化问题无法输出最优

解，模型还有待改进［6］。针对上述问题，笔者将长短

期记忆神经网络和自回归积分滑动平均模型结合起

来，对飞机液压泵回油流量数据进行了预测，建立性

能趋势预测模型，提升预测精度的同时避免了陷入

局部最小值的风险。经实验验证，该模型的精确性

和稳定性都高于传统模型，能够较好地实现对液压

泵性能变化趋势的预测，有一定的工程实际意义。

1 ARIMA预测模型

时间序列也称为动态数列，是一种定量预测分

析参数未来可能值的方法，通过对时间序列数据的

分析，根据事物发展的连续性规律，通过统计分析来

建立趋势外推的数学模型［7］。时间序列分析法也称

为时间序列预测法、历史外推法或外推法［8］。ARI⁃
MA模型作为时间序列分析法的一种，因其简便性

与稳定性得到了广泛的使用。

该模型首先将非平稳时间序列转化为平稳的时

间序列，然后仅对因变量的现值和滞后值以及随机

误差项的现值和滞后值进行回归运算并建立模

型［9］。使用该模型的前提条件是需要进行分析的时

间序列必须是平稳的非白噪声序列。若序列非平稳

则需要进行差分处理，直到得到平稳序列。
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ARIMA模型通用表达式为

Φ ( L ) ( 1- L )d yt= ε+ Θ ( L ) εt （1）
其中：Φ ( L )= 1- λ1L- λ2L-⋯- λp Lp，为 p阶自

回 归 系 数 多 项 式 ；Θ ( L )= 1+ θ1L+ θ2L+⋯+
θq Lq，为 p阶移动平均系数多项式；L为滞后算子；λ
和 θ分别为各自变量的估计值；yt= c+ yt- 1 + μt，
为 d 阶 单 整 序 列 ；c 为 常 数 ；μt 为 平 稳 序 列 ；t=
1，2，⋯，T；εt为均值是 0、方差为 σ 2的白噪声序。

2 LSTM预测模型理论

与传统的前馈神经网络模型相比，循环神经网络

（recurrent neural network，简称 RNN）将隐含层的节

点相互连接起来，使从输入层到隐含层的信息在隐含

层实现定向循环，即隐藏层的输入不仅包括来自输入

层的输出，还有来自上一时刻隐藏层的输出，有效提

高了处理时间相关性大数据的能力［10］。但是，在当前

信息与先前信息时间间隔较大时，不可避免地会出现

梯度消失的问题，而LSTM可有效解决该问题。

2.1 LSTM网络模型结构

LSTM网络作为新型深度学习网络，属于 RNN
的一种。相比于传统的 RNN，LSTM网络在每一个

隐含层神经元中加入了 1个由 1个储存单元和 3个
逻辑门组成的记忆模块，能够实现读取、写入和保存

的功能，使网络在梯度传播的过程中具有保存反馈

误差的功能，大大提高了网络收敛性，使网络不易陷

入局部最优解［11］。3个逻辑门分别为输入门、遗忘门

和输出门。LSTM网络记忆单元结构如图 1所示。

2.2 LSTM网络数学模型

图 1中的神经元即为循环神经网络中的隐含层

神经元，加入长短期记忆模块结构后，使网络具备了

学习长期信息的能力。该记忆模块的 3个逻辑门会

同时接收当前时刻来自输入层的状态信息和上一个

记忆模块的输出结果，并加入了当前记忆单元的状

态，由逻辑函数（S型函数）进行激活计算。

该神经元状态的输出为

ct= ft ct- 1 + it tanh (W xc xt+Whcht- 1 + bc )（2）
其中：ct- 1为第 t- 1个神经元的输出；ft和 it分别为遗

忘门和输入门的输出结果；W xc为从网络的输入层到

当前隐含层的网络权重系数；Whc为从上一个记忆模

块到当前记忆模块的网络权重系数；ht- 1为上一个记

忆模块的输出结果；bc为当前记忆模块的偏置。

信息在 3个逻辑门中的计算过程［12］如下。

1）输入门。输入门接收来自输入层的当前信

息 xt 和上一时刻的隐藏状态 ht- 1，通过 S型函数对

不同来源的信息进行计算，决定其是否激活。输入

门输出的计算公式为

it= s (Wxi xt+Whiht- 1 +Wcict- 1 + bi ) （3）
其中：s ( • )为输入门的激活函数；Wxi为网络输入层

到隐含层中当前记忆模块的权重；Whi 为上一个记

忆模块到当前记忆模块输入门的权重；ht- 1为上一

个记忆模块的输出；Wci 为上一个神经元状态到当

前输入门的权重；bi为输入门的偏置。

2）遗忘门。遗忘门的主要功能是对记忆单元

的数据进行处理，并选择是否保留上一个记忆单元

的状态，然后将处理结果与输入门处理过的状态信

息相叠加，形成新的记忆单元状态。遗忘门输出的

计算公式为

ft= s (Wxf xt+Whfht- 1 +Wcfct- 1 + bf ) （4）
其中：Wxf为从网络输入层到隐含层当前记忆模块

中遗忘门的网络权重；Whf为上一个（即第 t- 1个）

记忆模块输出到当前记忆模块遗忘门的权重；Wcf

为上一个状态神经元到当前记忆模块遗忘门的网络

权重；bf为遗忘门的偏置。

3）输出门。输出门主要依据上一个记忆单元的

输出，并结合当前遗忘门的动态控制来决定当前

LSTM记忆模块的输出。输出门输出的计算公式为

ot= s (Wxo xt+Whoht- 1 +Wcoct+ bo ) （5）
其中：Wxo 为输入层到当前隐含层输出门的网络权

重；Who 为上一个记忆模块到当前记忆模块输出门

的网络权重；Wco 为上一个状态神经元到当前输出

门的网络权重；bo为当前输出门的偏置。

3 飞机液压泵性能趋势预测模型的

建立

3.1 数据的来源与分析

笔者以某型飞机液压泵为研究对象，对飞机液

压泵的性能变化趋势开展预测研究。首先，通过专

图 1 LSTM网络记忆单元结构图

Fig.1 LSTM network memory unit structure
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用实验平台中的传感器网络获取该液压泵的性能表

征参数；其次，结合工程经验分析采集的参数数据，

得知液压泵长期工作在高强度的环境中，由于油液

污染和颗粒磨损等原因，液压泵的内泄漏量逐渐增

大，导致回油流量随时间不断增大，使飞机液压泵出

口压力和流量逐渐减小，飞机液压泵性能也随之降

低［13］，直到回油流量值大于某一阈值（一般为 2.8L/
min）时，飞机液压泵的工作性能将会进入失效状态，

剩余使用寿命快速减少，严重影响飞机的正常运行。

因此，笔者以回油流量作为飞机液压泵性能表征参

数，对该型号飞机液压泵的性能变化趋势进行研究。

结合实际工程经验分析数据结构可知，回油流

量数据序列随着时间呈逐渐上升的趋势，是一个非

平稳、带有近似线性趋势的序列｛xt｝，可以将其分解

为趋势项｛xt1｝和细节项｛xt2｝，分别进行预测研究。

具体线性分解公式为

xt1 =

ì

í

î

ï
ï
ï
ï

1
t ∑j= 0

t

x t

1
k ∑j= t- k

t

xt

( t≤ k )

( k< t≤ n )
（6）

xt2 = xt- xt1 （7）
其中：k为光滑系数，多次实验后取 k= 25。

在分解数据后，通过研究分析可知，趋势项数据

变化趋势较为平缓，数据的波动性不强，故采用对近

线性时间序列适应性更好的 ARIMA预测模型对其

进行预测分析。细节项数据主要由回油流量数据中

的随机部分组成，数据呈现较为明显的波动性，故采

用对随机信息处理能力强的 LSTM深度学习模型

进行预测。

3.2 基于ARIMA⁃LSTM预测模型的建立

图 2为基于 ARIMA⁃LSTM液压泵性能变化趋

势预测流程。使用分解后的趋势项数据和细节项数

据分别建立 ARIMA预测模型和 LSTM预测模型，

并对分解后的数据进行预测。将 2个模型得到的结

果进行叠加，得到最终的预测结果，具体流程如图 2
所示。

采用 ARIMA⁃LSTM方法对飞机液压泵性能

变化趋势进行预测，可分为以下 3个部分。

3.2.1 对趋势项数据进行预测

趋势项数据的预测分为 4个步骤。

1）数据平稳性检验。数据的平稳性对时间序

列分析结果有着重要影响，一般使用时序图检验法

和自相关以及偏相关系数图对数据的平稳性进行检

验。若数据不平稳，则需要对其进行适当的差分处

理并重新检验，直到数据平稳为止。其中，差分处理

的次数就是 ARIMA（p，d，q）中的阶数［14］。通过时

序图检验法检验得知，细节项数据为非平稳数据，需

要进行差分处理。

2）模型的识别与定阶。模型的识别是指根据

时间序列的自相关函数和偏自相关函数的截尾和拖

尾性来初步判断适合的模型类型。模型的识别判定

方法如表 1所示。

依据模型自相关函数的特性，确定模型的阶数，

图 2 基于ARIMA-LSTM液压泵性能变化趋势预测流程

Fig.2 Hydraulic pump performance change trend prediction
process based on ARIMA-LSTM

表 1 模型的识别判定方法

Tab.1 Model identification method

模型

AR(p)
MA(q)
ARMA(p, q)

自相关函数

拖尾性

截尾性

拖尾性

偏自相关函数

截尾性

拖尾性

拖尾性
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使用模型识别后得到赤池信息准则（akaike informa⁃
tion criterion，简 称 AIC）统 计 量 、许 瓦 兹 检 验

（schwarz criterion，简称 SC）统计量以及异方差准则

（heteroskedasticity criterion，简称 HC）统计量，并依

据最小信息准则来比较 3种统计量的大小，最终确定

模型为ARIMA（5，1，5），其中AIC值为-9.213 9。
3）模型的参数估计与检验。模型的参数估计通

常使用最小二乘估计法和极大似然估计法等。由于

最小二乘估计法计算量较小，且精度满足估计要求，

故笔者采用最小二乘估计法对参数进行估计［15］。模

型的残差检验主要是判断残差序列是否能够通过白

噪声序列检验。若通过检验，则模型可以对未来的

数据进行预测；若模型不通过检验，则需要重新拟合

直至残差序列能够通过白噪声检验为止［16］。

4）趋势项预测。将 520个趋势项数据分为 52
组，每组 10个，将前 50组数据作为训练数据，对后 2
组数据值进行预测，得到趋势项预测结果。

3.2.2 对细节项数据进行预测

细节项数据的预测分为 5个步骤。

1）数据归一化。为提升神经网络模型的训练

效果，需要将数据进行归一化处理，使归一化后的数

据在-1~1之间。

2）构成训练数据与测试数据。细节项数据共

有 520个，将前 500个数据作为模型的训练数据，向

后预测 20个数据，第 501~520原始数据作为对比数

据。对 500组数据分别进行相空间重构，重构嵌入

维度为 12，得到模型输入数据矩阵维度为 480×12，
重构后的训练模型输出数据矩阵维度为 480×5，输
入输出数据同时输入到网络中进行训练。

3）构建网络。LSTM输入神经元个数为 12，输
出神经元个数为 5，隐含层神经元个数为 18，模型迭

代次数为 500。在模型训练过程中，通过计算模型

的适应度函数值来判断模型是否达到精度要求。当

模型达到精度要求时，则输出构建好的 LSTM网

络；若模型未达到精度要求，则需通过误差反向传递

更新不断修正模型，直到模型达到预测精度的要求。

4）细节项预测。将重构后前 500个输入输出数

据同时代入 LSTM进行训练，得到细节项的 LSTM
预测模型。将后 20个数据的输入代入预测模型，得

到细节项预测结果。

5）反归一化。将得到的 LSTM模型预测结果

反归一化，还原细节项的预测结果。

3.2.3 得到最终预测结果

将趋势项预测结果与细节项预测结果叠加，得

到最终ARIMA⁃LSTM组合预测结果。

4 实验验证

4.1 数据的预处理

在实验中，对所获取的参数数据进行预处理，剔

除干扰数据，选择其中时间关联性较强的数据作为

实验数据，以此来保证实验数据的有效性。在整个

实验过程中，在实验连续时间内获取回油流量数据，

采集 250个数据。由于数据量较小，且只能观测单

一指标的时间序列，无法有效寻找数据间的潜在关

系［17］，故笔者对数据进行插值处理，将数据扩大为

500个。将数据进行分解后，选择适当的嵌入维度

对趋势项数据进行相空间重构。将原始的一维时间

序列转化为多维相空间矩阵，利用重构好的矩阵数

据进行网络建模和测试。

4.2 实验结果

为了验证 ARIMA⁃LSTM模型的预测效果，笔

者将 ARIMA⁃LSTM模型、单一的 ARIMA模型和

单一的 LSTM模型对回油流量的预测结果与真实

值进行对比。ARIMA⁃LSTM模型与单一模型预测

效果对比如图 3所示。可以看出，飞机液压泵的回

油流量随着采样点数的增加而逐渐增大，呈近线性、

非平稳上升的趋势。这说明随着回油流量的增加，

飞机液压泵的性能逐渐下降，3种预测模型均可描

述飞机液压泵性能变化趋势，实现了预测的效能。

通过对 2种模型预测值与真实值接近程度的比

较，可以看出 ARIMA⁃LSTM模型对回油流量的预

测曲线与真实值曲线的贴合程度明显优于单一的

ARIMA 模 型 和 单 一 的 LSTM 模 型 。 ARIMA ⁃
LSTM模型的预测效果更好，其细节项预测模型预

测均方误差如图 4所示。由图 4可以看出，LSTM
细节项预测模型在迭代到约 900时，达到了收敛，模

型实现了预测精度最优化。

趋势项预测模型全部样本预测误差如图 5所
示。从图 5可以看出，ARIMA趋势项预测模型的预

图 3 ARIMA-LSTM模型与单一模型预测效果对比

Fig.3 Comparison of ARIMA-LSTM model and single mod⁃
el prediction
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测误差值维持在 0.1以下，对趋势项数据实现了较

为准确的预测。

基于 ARIMA⁃LSTM模型的第 51，52组数据预

测结果如图 6所示。可以看出，ARIMA⁃LSTM模

型预测得到的回油流量曲线和回油流量真实值曲线

的贴合程度很高，证明了 ARIMA⁃LSTM模型对回

油流量数据预测效果良好，具有较高的预测精度，适

用于液压泵性能变化趋势的预测。

3种模型最后 2组测试样本的预测结果如表 2

所示。3种预测模型的相对平均误差如表 3所示。

通过计算 3种模型的预测结果与相对平均误差

可以看出，ARIMA⁃LSTM模型的预测精度达到了

约 95.01%，高于单一 ARIMA模型的精度 80.74%
和单一 LSTM模型的精度 93.72%，对液压泵回油

流量数据预测效果更好。

5 结束语

实验结果表明，ARIMA⁃LSTM预测模型通过

将飞机液压泵回油流量数据拆分为趋势项数据和细

节项数据，分别建立 ARIMA预测模型和 LSTM网

络模型来对数据进行预测。将趋势项和细节项预测

结果叠加，得到最终回油流量预测结果，采用某型飞

机液压泵真实实验数据与预测结果进行对比验证。

结果表明，相比于单一的 LSTM和 ARIMA预测模

型，ARIMA⁃LSTM模型有针对性地处理了具有非

平稳特性的回油流量数据的不同组成部分，使飞机

液压泵性能参数变化趋势的预测精度明显提升，能

有效分析飞机液压泵的性能变化趋势，具有较高的

工程实用价值。
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