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摘要 针对以人工特征为输入的旋转机械故障的传统智能识别方法的精度较低及深度学习方法对数据量依赖性强

的问题，鉴于Hu不变矩具有伸缩、平移及旋转不变性的特点及无监督深度学习模型在小样本数据特征提取方面的

优势，提出了一种融合 Hu不变矩及深度卷积自动编码特征的故障诊断模型（deep convolutional auto‑encoder fault
diagnosis model，简称 DCAE‑FDM）。首先，采用有效奇异值法对原始振动信号进行提纯，得到提纯的轴心轨迹集，

并按一定比例划分为训练集和测试集，分别计算出它们的Hu不变矩特征；其次，利用所构造的 DCAE‑FDM模型对

轴心轨迹进行自适应特征提取，得到深度自动编码特征；然后，将Hu不变矩与深度自动编码特征进行融合，并将训

练集的融合特征作为输入对 BP神经网络进行训练；最后，采用测试集的融合特征对训练好的模型进行测试。试验

结果表明，所提方法的识别效果明显优于深度学习方法及传统识别方法，所提方法的平均准确率达 98.5%，比次优

模型高出约 6个百分点。
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引 言

汽轮机、压缩机、风机及轧机等旋转机械的转

子轴心轨迹包含了机械装备运行状态的丰富信息，

其形状与故障类型紧密相关，如椭圆形、香蕉形、外

8形、内 8形及花瓣形等分别与转子的不平衡、弱不

对中、强不对中、油膜涡动及碰磨故障相对应［1］。因

此，对轴心轨迹进行分析研究，对旋转机械的状态监

测与故障诊断及延长其生命周期具有重要意义。

轴心轨迹的识别是旋转机械智能诊断的重要手

段，其本质是二维图形的模式识别问题，通常包括特

征提取和分类识别两个相对独立的阶段［2］。常用的

轴心轨迹特征包括描述子、几何参数特征及矩特征

等，将这类可通过理论计算得到且具有明确物理意

义的特征统称为人工特征，对其向量化序列进行学

习训练后，利用人工神经网络［3］、D‑S证据理论［4］、模

糊聚类［5］、灰色关联分析［6］和支持向量机（support
vector machine，简称 SVM）［7］等模式识别方法完成分

类任务。袁喜来等［3］以改进不变矩为特征向量作为

概率神经网络的输入进行训练，成功识别了水电机

组不同工况下的轴心轨迹。袁倩等［4］以轴心轨迹的

不变矩和傅里叶描述子为特征，提出了一种基于D‑S
证据理论的轴心轨迹自动识别方法，并成功应用于

磁轴承转子的轴心轨迹识别。李辉等［5］以多重分形

谱特征为输入，借助模糊 C‑均值聚类方法实现轴心

轨迹的分类识别。李友平等［6］以不变矩作为特征向

量，采用关联度分析方法实现轴心轨迹的自动识别。

何刘海等［7］以不变矩作为特征向量，采用 SVM决策

树有效识别了航空发动机转子的轴心轨迹。

上述基于人工特征的传统智能识别方法不仅步

骤繁琐，而且依赖于专家经验且精度也有待提高［8］。

近年来，深度学习的兴起，为解决上述问题提供了新

的解决方案。深度学习模型特有的多隐层结构，使

其不仅具有比传统神经网络更强的特征学习能力和

非线性映射能力，而且能够满足机械设备监测数据

的自适应特征提取的要求，减少对专家分析经验的

依赖并提高模式识别的精度［9］。基于此，堆栈去噪

自 编 码 机（stack denoising auto‑encoder，简 称
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SDAE）、深度置信网络（deep belief networks，简称

DBN）、卷 积 神 经 网 络（convolutional neural net‑
work ，简称 CNN）以及卷积自动编码器（convolu‑
tional auto‑encode，简称 CAE）等深度学习模型已成

功应用于滚动轴承、齿轮箱等机械故障诊断领域。

李松柏等［8］提出了一种集成多传感器信息及 SDAE
的齿轮故障诊断模型，具有比传统故障诊断方法更

高的抗噪性及鲁棒性。李巍华等［10］利用 DBN对轴

承的原始振动信号进行自适应特征提取，增强了识

别过程的智能性。刘星辰等［11］提出一种一维深度卷

积神经网络，实现了原始轴承及齿轮箱振动信号的

自适应特征学习与故障诊断。李东东等［12］利用改

进的 CAE实现了行星齿轮箱的故障特征提取与检

测。上述深度学习模型中，CAE综合了 CNN在图

像处理方面的优势及自动编码器（auto encoder，简
称 AE）高效的无监督学习能力，特别适用于本研究

的转子轴心轨迹图像的识别。

综上所述，特征提取是轴心轨迹识别的关键，所

提取的特征可概括为人工特征（如不变矩、傅里叶描

述子等）及深度特征（通过深度学习模型得到的特

征）。 不管是何种特征，其所包含的信息都是有限

的，这在一定程度上限制了故障诊断识别精度的提

高。同时，传统的模式识别方法还面临着如何解决

小样本、非线性等难题。基于此，笔者将人工特征与

深度特征进行融合，提出一种融合 Hu不变矩及深

度 卷 积 自 动 编 码 特 征 的 故 障 诊 断 模 型（DCAE ‑
FDM）用于轴心轨迹识别，效果明显优于单独采用

人工特征或深度特征的方法。

1 轴心轨迹获取

轴心轨迹是旋转机械的重要图形特征，包含了

丰富的设备运行状态信息，如椭圆形对应不平衡、

香蕉形对应弱不对中、外 8形对应强不对中及花瓣

形对应碰磨故障等［1‑7］。本研究的轴心轨迹数据来

源于课题组研发的大型滑动轴承试验台，如图 1所
示，其主要由转子及其两端的滑动轴承、滑动轴承

座、液压顶升装置、伺服电机和二级减振平台等部

分组成。轴心轨迹可通过转子同一轴截面相互垂

直的两个位移传感器 d1和 d2进行测量，测得的信号

分别为 D1和 D2，如图 2所示。其他试验参数如表 1
所示。

图 3（a）为由信号 D1和 D2直接合成得到的原始

轴心轨迹图，由图可知，轴心轨迹混成一团，既不能

直接判别设备的状态，也无法直接输入深度学习模

型进行自动识别。因此，笔者采用有效奇异值法［13］

进行轴心轨迹提纯，结果如图 3（b）所示。由图 3（b）
可知，轴心轨迹为外 8字形，说明转子存在严重的不

对中故障，这一点和原始信号的频谱特征相吻合

图 1 滑动轴承试验台

Fig.1 Sliding bearing test rig

图 2 实测转子位移信号

Fig.2 The measured rotor displacement signals

表 1 试验基本参数

Tab.1 Basic test parameters

参数

转速/(r·min-1)
转子质量/N
采样频率/Hz
采样点数

数值

0~4 000
50 000
2 048
4 096

图 3 原始轴心轨迹

Fig.3 Raw shaft orbit
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（1x，2x的幅值都较大）。

采用不同的轴承试验件，在试验台主轴的工作

转速范围内逐渐改变转速并采集对应的振动信号，

获得大量的试验数据。采用有效奇异值法［12］获得 4
类提纯的轴心轨迹图各 100张，随机选取每类轴心

轨迹中的 80%作为训练集，剩下 20%为测试集，具

体如表 2所示。图 4为其中的部分图形。

2 Hu不变矩及其性质

由于信号的振幅、初相位及频率成分等不同，使

得轴心轨迹形状各异，表现为其位置、方向及大小等

也会不一样。为了实现轴心轨迹识别，需要提取到

它的不变特征，其中图形的 Hu不变矩特征就是其

中最具代表性的一种，它因具有平移、旋转和伸缩不

变 性 等 特 点 ，已 在 模 式 识 别 领 域 得 到 了 广 泛

应用［3，6‑7］。

假设 f（x，y）为图像在 R2平面上的灰度密度函

数，则其 s+t阶几何矩定义为

mst=-∫+∞
-∞
xs yt f ( x，y ) dxdy （1）

其中：mst为图形的 s+t阶几何矩，为分段连续函数；

x，y为图形的像素点坐标。

实际应用中，通常采用其离散形式，具体如

式（2）所示

mst= ∑
x
∑
y

f ( x，y ) xs yt （2）

对轴心轨迹图进行二值化处理之后，灰度值函

数 f（x，y）的取值只能为 0或 1，其中轴心轨迹线经过

的坐标点灰度值取 1，其余情况取 0。故可将式（2）
简化为

mst= ∑
x
∑
y

xs y t （3）

1）平移不变性。由式（3）可以看出，mst随着图

形坐标的改变而变化，并不满足不变性的要求。为

获得平移不变性，需将灰度函数进行零均值化处理

得到 s+t阶中心距 μst，其表达式为

μst= ∑
x
∑
y

( x- x̄ )s ( y- ȳ )t （4）

其中：x̄和 ȳ为图形的质心坐标，表达式为

{x̄= m 10/m 00

ȳ= m 01/m 00
（5）

2）伸缩不变性。为了使中心距 μst进一步具备

伸缩不变性，需对其进行归一化处理为 ηst，其表达

式为

ηst=
ηst

μ1+
s+ t
2

00

( s+ t≥ 2 ) （6）

3）旋转不变性。为了使归一化中心距 ηst进一

步具备旋转不变性，Hu利用二阶和三阶归一化中心

距构造出了 7个不变矩M1~M7，具体表达式为

ì

í

î

ï

ï

ï

ï

ï

ï

ï

ï

ï
ïï
ï
ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï
ïï
ï
ï

ï

ï

ï

M 1 = η20 + η02
M 2 = ( η20 - η02 )2 + 4η11
M 3 = ( η30 - 3η12 )2 + 3( η21 + η03 )2

M 4 = ( η30 + η12 )2 +( η21 + η03 )2

M 5 = ( η20 - 3η12 ) ( η30 + η12 ) [ ( η30 + η12 )2 - 3( η21 +
η03 )2 ]+ 3( η21 - η03 ) ( η21 + η03 ) [ 3( η30 + η12 )2 -
( η21 + η03 )2 ]

M 6 = ( η20 - η02 ) [ ( η30 + η12 )2 -( η21 + η03 )2 ]+
4η11 ( η30 + η12 ) ( η21 + η03 )

M 7 = ( 3η12 - η30 ) ( η30 + η12 ) [ ( η30 + η12 )2 - 3( η21 +
η03 )2 ]+ 3( η21 - η03 ) ( η21 - η03 ) [ 3( η30 + η12 )2 -
( η21 + η03 )2 ]

（7）
通过式（7）计算得到的 Hu不变矩同时具有平

移、旋转及伸缩不变性，可作为轴心轨迹的特征，部

分计算结果如表 3所示。

由表 3可知，同类轴心轨迹图的各阶不变矩的

数值变化较大，不同类轴心轨迹图对应的各阶不变

矩的数值较为接近。因此，无法直接根据上述 Hu
不变矩特征识别出轴心轨迹图的类型。

表 2 轴心轨迹数据集

Tab.2 Data set of axis trajectory

轨迹形状

椭圆

香蕉

外 8
花瓣

转子状态

不平衡

弱不对中

强不对中

晃荡

训练集

80
80
80
80

测试集

20
20
20
20

样本标签

0
1
2
3

图 4 提纯轴心轨迹

Fig.4 Purified axis orbits
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3 深度卷积自编码故障诊断模型

AE是一种无监督的深度学习模型，即使在样

本量较少的情况下也能自动提取到数据高阶特征的

简明表达，从而提高数据的分类精度［14］，但是它会忽

略图像的局部特征；而 CNN因具有局部感受野特

性，且对图像的位移、旋转、缩放等变化具有很好的

适应性，故在图像的局部特征提取方面具有优势，但

它忽略了图像中的高阶统计特性［15］。笔者综合考虑

AE和 CNN两者的优势，将 CNN与 AE模型相结

合，构建一种 DCAE‑FDM模型，如图 5所示。由图

可知，该模型包括输入模块、编码模块、解码模块及

输出模块。

3.1 输入模块

输入模块主要功能是对输入图像进行预处

理。首先，对输入数据集进行色彩空间转换，在

python中调用 opencv中的 cv2.cvtColor（）函数将其

统一处理为灰度图像。此过程的阈值 θ 可由式

（8）计算

θ= ∑
i= 1

r

∑
j= 1

c

hij （8）

其中：r为像素矩阵的行数；c为像素矩阵的列数；本

研究中取 r=c=32；hij为灰度值。

根据式（8）计算得到 θ，进一步将图像换转为二

值图像，表达式为

kij= {1 ( hij> θ )
0 ( hij≤ θ )

（9）

其次，调用 cv2.resize（）函数，将二值图像统一

缩放为 32×32尺寸，并采用最近邻算法对图像的边

缘特征进行增强。

3.2 编码模块

编码模块由卷积层和 ReLU激活函数交替组

成，其中卷积层充当输入轴心轨迹图的特征提取器

的功能，而 ReLU激活函数将提取到的特征进行非

线性映射。卷积层的输出可表示为

C 1 = x kj = f ( ∑
i∉ Sj

x k- 1j *w k
ij+ bkj ) （10）

其中：C1为卷积层的输出结果，x'kj，x'k- 1j 分别为第 k
层及其前 1层中的第 j个神经元对应的输入向量；Sj
为卷积核的感受区域，w k

ij为前 1层输入映射到第 k
层的第 j个卷积核的第 i个权值系数；bkj 为与卷积核

相关的偏置项；*表示卷积操作。

f为 ReLU激活函数，其表达式为

f ( xi )= {x ( xi> 0 )0 ( xi≤ 0 )
（11）

其中：xi为对应的输入值。

表 3 轴心轨迹图的不变矩

Tab.3 Invariant moments of shaft orbits

标签

0
0
0
1
1
1
2
2
2
3
3
3

M1

3.18
3.18
3.18
3.16
3.17
3.16
3.16
3.16
3.16
3.17
3.17
3.17

M2

11.28
10.80
11.48
10.59
11.29
10.66
10.33
10.57
10.26
11.91
10.84
10.77

M3

17.41
15.02
16.33
14.50
15.26
14.52
14.24
14.75
14.28
15.26
17.90
17.03

M4

15.41
16.21
16.38
15.52
15.11
15.32
16.21
16.13
15.68
15.93
15.65
17.72

M5

-32.13
31.94
33.86

-31.06
30.30

-30.44
31.52

-32.82
31.31

-31.54
32.57
35.12

M6

21.05
22.30

-22.95
-20.94
21.07

-20.86
21.39
21.90
20.91
22.60

-21.56
-23.19

M7

31.88
-32.03
32.74

-30.55
32.17
30.36

-31.70
31.57

-30.67
-32.43
-32.56
35.52

图 5 DCAE-FDM模型

Fig5 Model of DCAE-FDM
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通过编码模块可将输入的轴心轨迹图编码到 7
维空间，表 4为提取到的部分编码特征。

由表 4可知，对于轴心轨迹图，相同类型的各阶

编码特征差异较大，不同类型对应各阶编码特征的

数值较为接近。因此，无法直接根据上述编码特征

识别出轴心轨迹图的类型。

3.3 解码模块

解码模块由反卷积层和激活函数交替组成，该

模块的作用是从编码特征中恢复出原始输入的近似

表达。反卷积层的输出表示为

C 2 = x 'kj = f ( ∑
i∉ Sj

x k- 1j ⊗ w'kij+ b'kj ) （12）

其中：C2为反卷积层的输出结果；x'kj，x'k- 1j 分别表示

第 k层及其前 1层中的第 j个神经元对应的输入向

量；w'kij为前 1层输入映射到第 k层的第 j个反卷积核

的第 i个权值系数；b'kj 为与反卷积核相关的偏置项；

⊗表示反卷积操作；f为 ReLU激活函数，其表达式

与式（11）相同。

3.4 输出模块

解码模块由反卷积层和激活函数交替组成，该

模块的作用是从编码特征中恢复出原始输入的近似

表达。反卷积层的输出表示为

softmax ( yi )= exp ( yi ) ∑
j= 1

n

exp ( yi ) （13）

其中：yi 为神经网络的原始输出。

网络训练的目标函数采用交叉熵损失函数，其

计算式为

L (m，n )=-∑
x

m ( x )log n ( x ) （14）

其中：m为样本理想输出的概率分布；n为预测结果

的概率分布；L (m，n )为两者之间的距离。

4 试验分析

本研究的轴心轨迹识别流程具体步骤如下。

1）样本集构造。采用有效奇异值法［13］对采集到

的振动信号进行降噪提纯，并进一步合成得到提纯

轴心轨迹，具体结果如表 2所示。随机选取每类轴心

轨迹中的 80%作为训练集，剩下 20%为测试集。

2）特征融合。首先，按照式（7）计算出训练集

数据的 7个 Hu不变矩，部分计算结果如表 3所示；

其次，采用图 7中的模型提取训练集的自动编码特

征，部分计算结果如表 4所示；最后，将两种 特征进

行拼接得到训练集的融合特征。对测试集采用同样

的步骤计算得到测试集的融合特征。

3）分类器训练与测试。首先，采用训练集的融合

特征对输出模块中的 BP神经网络进行训练，并保存

训练好的模型；其次，利用测试集的融合特征对训练

好的模型进行测试，根据相关指标对模型进行评估。

4.1 评估指标

常用的 4个分类模型评价指标［15］分别为准确率

（Accurary）、精确率（Precision）、召回率（Recall）和

F1得分值，它们可分别由式（15）~（18）计算得到

Acc= Tn+ TP
TP+ FN+ TN+ FP （15）

Pre= TP/( TP+ FP ) （16）
Rec= TP/( TP+ FN ) （17）

表 4 轴心轨迹图的编码特征

Tab.4 Encoding features of shaft orbits

标签

0
0
0
1
1
1
2
2
2
3
3
3

f1
170.89
170.45
170.40
169.97
170.49
170.83
168.96
169.49
169.66
170.25
169.92
169.82

f2
268.42
268.07
267.69
264.66
265.81
265.38
263.28
263.39
264.32
266.22
265.48
266.30

f3
-5.74
-5.49
-5.52
-6.22
-6.19
-6.35
-6.35
-6.20
-6.19
-5.95
-5.86
-5.88

f4
219.16
218.62
218.93
216.44
217.41
217.37
215.31
215.91
216.48
217.69
217.25
217.09

f5
-177.33
-176.94
-176.78
-174.24
-175.21
-175.54
-174.39
-173.56
-174.32
-175.89
-175.48
-176.10

f6
86.07
85.77
85.87
86.48
86.49
85.76
85.02
86.05
85.89
85.71
85.26
85.40

f7
-164.28
-164.35
-163.96
-161.91
-162.63
-161.97
-160.14
-161.23
-161.70
-162.80
-162.31
-162.55
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F 1 = 2*
Pre*Rec
Pre+ Rec （18）

其中：TP，FN分别为正类样本被正确或错误识别

的数量；FP为负类被判定为正类的数量；TN为负

类样本被判定为负类的数量。

上述 4个指标中，Pre和 Rec指标通常不单独使

用，而 F1指标是两者的加权调和平均，且能够使得

两者取值最大化，是常用的模型评估指标。此外，

Acc表示的是正确识别样本的数量与总样本数量的

比值，也常用于模型评估。

4.2 试验结果

按照试验步骤分别得到训练集和测试集的融合特

征，采用前者训练BP神经网路作为分类器，结果如图 6
所示。图 6（a）为损失值变化曲线，由图可知，随着训练

次数的增加，损失值不断降低，最终衰减到接近 0。图 6
（b）为准确率变化曲线，由图可知，随着训练次数的增

加，准确率不断上升，当训练次数接近 40时，准确率达

到 100%。此后保持恒定，说明此时的模型已经收敛。

采用测试集的融合特征对上述训练好的分类器

进行测试，并与其他方法进行比较。表 5为使用笔

者 所 提 方 法 、深 度 学 习 方 法（DAE+BP，DAE+
SVM）及传统识别方法（Hu+SVM，Hu+BP）进行

10次试验的各指标的平均值。

由表 5可以看出，笔者所提方法的各指标均明显

优于其他方法，传统识别方法次之，深度学习方法效

果最差。其原因在于所提方法融合了传统识别方法

计算得到的人工特征及深度学习方法自适应提取的

深度编码特征，不仅使得轴心轨迹的特征维度得到

扩展，且使得融合的特征当中包含了更丰富的数据

信息；传统识别方法计算得到的Hu不变矩具有明确

的物理含义，对分类器的性能要求不高，通过合适调

参可获得一定的效果；深度学习方法对输入数据量

较为敏感，样本容量越大识别效果越好，而本研究的

样本量较小，这是导致其识别效果差的主要原因。

图 7为上述方法的准确率及 F1得分值的对比情

况。由图可知，所提方法的准确率和得分值在各次

式验中均大于其他方法，而传统识别方法的这两个

值比深度学习的大，这也验证了前文的分析结果。

5 结束语

本研究针对采用单一的人工特征或者深度特征

为输入的滑动轴承转子轴心轨迹的识别方法精度较

低的问题，提出了一种融合Hu不变矩及深度卷积自

动编码特征的故障诊断模型。首先，计算出轴心轨

迹的具有旋转、平移及伸缩不变性的 Hu不变矩特

征；其次，利用所构造的 DCAE‑FDM模型自适应提

取轴心轨迹的深度自动编码特征；最后，将 Hu不变

矩与深度自动编码特征进行融合，并将融合特征作

为输入对 BP神经网络进行训练。试验结果表明，所

提方法在精确率、召回率、F1得分值及准确率等方面

均 明 显 优 于 深 度 学 习 方 法（DAE+BP，DAE+
SVM）及传统识别方法（Hu+SVM，Hu+BP）。
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