
第 42 卷第 3 期
2022 年 6 月

振动、测试与诊断 Vol. 42 No. 3
Jun.2022Journal of Vibration，Measurement & Diagnosis

基于卷积GRU注意力的设备剩余寿命预测
∗

赵志宏 1,2， 李 晴 1， 李春秀 1

（1.石家庄铁道大学信息科学与技术学院 石家庄，050043）
（2.石家庄铁道大学省部共建交通工程结构力学行为与系统安全国家重点实验室 石家庄，050043）

摘要 为了直接利用神经网络从采集的全寿命振动信号中自动提取特征信息，避免对人工提取特征的依赖，提出了

一种基于卷积门控循环单元（convolutional gated recurrent unit，简称 ConvGRU）注意力的剩余寿命预测方法。首

先，对于采集的设备振动信号预处理，输入 ConvGRU注意力模型，ConvGRU通过卷积神经网络（convolutional
neural networks，简称 CNN）提取设备状态的空间局部特征，门控循环神经单元（gate recurrent unit，简称 GRU）提取

时序特征信息，从而有效提取设备状态特征；其次，利用注意力机制对特征信息分配不同的权重；然后，进行中间网

络层特征输出的可视化实验，验证了本研究方法特征提取的有效性；最后，进行了 2个机械设备数据集 PHM2012轴
承数据集和NASA发动机数据集的实验，并与已有方法进行对比。实验结果表明，笔者提出的基于 ConvGRU注意

力的剩余寿命预测方法预测准确性更好，并具有较好的泛化性。
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引 言

当今工业行业亟待解决的问题是面临繁重的机

械设备健康维护管理工作时如何提高机械设备的安

全性和稳定性，提高工作效率，降低维护成本［1］。故障

预测与健康管理系统包括设备故障检测、实时监测和

剩余寿命（remaining useful life，简称 RUL）预测等。

RUL是预测机械设备从当前时刻到无法正常工作的

运行时间［2］。现有的剩余寿命预测方法主要分为基于

失效机理的方法、基于数据驱动的方法和两者融合的

方法［3］。基于失效机理的方法需要针对研究对象建立

失效退化模型，一般不具有泛化性。由于工况复杂多

变，机械设备愈加复杂，退化机理不同，获得失效模型

过程复杂，预测效果难以保证［4］。基于数据驱动的方

法是通过机器学习和统计学的方法从传感器采集的

数据中探究与剩余寿命之间的关系［5］。传统的基于数

据驱动的方法（例如支持向量机［6］、贝叶斯［7］、神经网

络［8］等）在剩余寿命预测方面获得一定的成果，但随着

机械设备的复杂化和集成化，采集的传感器数据愈加

庞大，其中蕴含的特征关系难以获取，剩余寿命预测

结果准确性存在一定的误差。

深度学习具有强大的非线性映射能力和提取特

征能力，被越来越多地应用在剩余寿命预测和健康

监测领域［9］。Ren等［10］应用 CNN的轴承剩余寿命预

测方法，通过 CNN提取特征向量，利用深度神经网

络预测剩余寿命。王奉涛等［11］应用基于长短期记忆

网络（long short⁃term memory，简称 LSTM）预测模

型，将提取到的退化特征输入到 LSTM中预测滚动

轴承的剩余寿命，并取得了较好的预测结果。肖

丽［12］将 GRU应用到滚动轴承的剩余寿命预测研究

中，将 GRU与粒子滤波器相结合预测轴承的 RUL，
有效提高了预测的精度。王玉静等［13］将 CNN和

LSTM相结合，提出了一种新的网络结构预测滚动

轴承的剩余寿命，提高了预测的准确度和稳定性。

以上方法从振动信号中提取空间特征或时序特征，

只是利用了一方面的特征信息，会造成特征信息的

丢失。部分研究者开始从振动信号中同时提取空间

特征和时序特征。王久健等［14］将卷积长短期记忆网

络（convolutional long short⁃term memory，简称 Con⁃
vLSTM）应用于轴承 RUL预测方法，通过 CNN提

取局部特征信息，LSTM提取时间信息，获取退化

程度的特征。ConvLSTM存在的问题是参数量太

大，为了进一步减少 ConvLSTM的参数量并提高泛

化能力，Shi等［15］提出一种 CNN与GRU结合的时空
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序列网络结构 ConvGRU。Chen等［16］提出一种基于

注意力机制的 RUL预测模型，利用 LSTM提取与

时间有关的特征，通过注意力为不同传感器特征和

时间步加权，进一步提高剩余寿命预测的准确性。

ConvGRU 门 控 单 元 数 目 和 参 数 量 少 于 ConvL⁃
STM，提高了计算性能；注意力机制能对重要的特

征信息分配更大权重。

基于以上考虑，笔者提出一种基于 ConvGRU
注 意 力 的 剩 余 寿 命 预 测 模 型 。 ConvGRU 作 为

CNN和 GRU结合体，既通过 CNN提取设备状态

的空间局部特征，又利用 GRU提取时序特征，可更

有效地提取设备状态特征；通过注意力机制对于特

征信息分配不同的权重，有效利用特征信息。实验

表明，本研究方法在剩余寿命预测方面取得了较好

结果。

1 理论分析

1.1 GRU
LSTM解决了 RNN存在的长期依赖的问题，

LSTM通过 3个门控结构（输入门、输出门和遗忘

门）控制网络的输入值、输出值和记忆值。文献［17］
提出了一种不同于 LSTM的结构 GRU，对 LSTM
进行简化，它只包含 2个门：更新门和重置门，其参

数少于 LSTM，提高了网络计算效率。GRU广泛应

用于时间序列分类和预测问题［18］。GRU网络单元

结构如图 1所示。

GRU的计算公式如式（1）~（4）所示

Rt= σ ( XtWxr+ Ht- 1Whr+ br ) （1）
Zt= σ ( XtWxz+ Ht- 1Whz+ bz ) （2）
H͂ t= tanh ( XtWxh+( Rt⊙Ht- 1 )Whh+ bh ) （3）
Ht= Zt⊙Ht- 1 +(1- Zt )⊙H͂ t （4）

其中：σ为激活函数；Xt为 t时刻网络层的输入；Ht- 1

为 t-1时刻隐藏状态；Rt 为重置门，用于控制 t-1
时刻的状态信息被传入 t时刻候选集 H͂ t的数量，t-
1时刻的状态信息传入 t时刻候选集 H͂ t的数量越少，

则重置门越小；Zt为更新门，用于控制 t-1时刻的状

态信息更新至 t时刻的情况，t-1时刻的状态信息更

新至 t时刻越少，更新门越小。

1.2 ConvGRU
Shi等［15］提出的 ConvGRU的门控循环机制与

GRU相同，不同之处在于特征计算时 ConvGRU采

用卷积网络结构，而 GRU采用全连接结构。Con⁃
vGRU与 ConvLSTM相比，结构更加简单，参数量

更少，计算速度更快，网络收敛速度更快［15］。Con⁃
vGRU同时具有 CNN与 GRU的优点，通过 CNN提

取空间局部特征，利用 GRU提取时序特征，从而可

以同时提取时间序列中的时空特征信息。Con⁃
vGRU内部结构如图 2所示。

ConvGRU的计算公式如式（5）~（8）所示

Rt= σ ( Xt∗Wxr+ Ht- 1∗Whr+ br ) （5）
Zt= σ ( Xt∗Wxz+ Ht- 1∗Whz+ bz ) （6）
H͂ t=tanh ( Xt∗Wxh+( Rt⊙Ht- 1 ) ∗Whh+ bh )（7）
Ht= Zt⊙Ht- 1 +(1- Zt )⊙H͂ t （8）

其中：σ为激活函数；*表示卷积操作；⊙表示元素

相乘；Rt 为重置门；Zt 为更新门；Xt 为 t时刻网络

层 的 输 入 ；H t- 1 为 t-1 时 刻 隐 藏 状 态 ；H͂ t 为 候

选集。

1.3 注意力机制

注意力机制［19］最初应用于机器翻译领域，随着

注意力机制的快速发展，已广泛应用于时序信息处

理的各个方面。在深度学习模型中，通过注意力对

提取到的特征信息赋予不同的权重，突出重要信

息。笔者所使用的注意力分配权重过程如图 3所
示，计算过程分为 3个阶段。

1）通过点积运算计算输入特征向量Q，Ki的相

图 1 GRU网络单元结构

Fig.1 structure of GRU network

图 2 ConvGRU内部结构

Fig.2 Internal structure of ConvGRU

图 3 注意力分配权重过程

Fig.3 Attention weight allocation process
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关性，得到权重系数，计算公式为

P similarity (Q，Ki )= Q ⋅Ki （9）
2）在 Dense层利用 Softmax函数对上一步得到

的权重系数进行归一化处理，数值转换得到wi

wi= Soft max ( P similarity (Q，Ki ) ) （10）
3）通过wi，Vi加权求和，得到对应的注意力权

重值，计算公式为

A (Q，Ki )=∑
i= 1

n

wi ⋅Vi （11）

其中：Q为注意力层输入；( Ki，Vi )为一组数据对，通

过计算与Q的相似性得到Ki对应的Vi。

2 寿命预测模型

笔者提出的剩余寿命预测模型 ConvGRU注意

力模型网络结构如图 4所示，主要由 ConvGRU层、

批处理化层（BatchNormalization，简称 BN）层、注意

力层、平铺层和全连接层组成。寿命预测的具体步

骤如下：

1）对于输入的原始数据序列首先经过数据转

换 ，得 到 n 个 特 征 向 量 {x 1，x2，⋯，xn}，将 其 作 为

ConvGRU注意力网络结构的输入特征序列；

2）通过 2层 ConvGRU隐藏层特征矩阵 H 1，H 1

经过 BN层进行正则化；

3）将经过正则化后的特征矩阵H 2输入到注意

力机制进行加权，在注意力机制中，首先通过输入

矩阵的点积运算得到对应的权重，将得到的权重经

过 Softmax函数对生成的权重归一化，最后将得到

的权重和对应的值加权求和生成新的特征矩阵

序列；

4）由于预测目标与输入维数不同 ，将预测

网 络 中 的 所 有 状 态 经 过 平 铺 层 连 接 起 来 ，并 将

其输入到 2 个全连接层以多对一的形式输出预

测 结 果 ，即 为 当 前 剩 余 寿 命 与 全 寿 命 结 果 的

比值。

3 实验与分析

3.1 数据集介绍

在公开的数据集［20］上进行实验验证笔者所提

出的基于 ConvGRU注意力的剩余寿命预测模型的

性能。该数据集包含 3个工况，17个轴承的全寿命

数据。前 2种工况各包括 7个轴承，命名分别为轴

承 1⁃1~轴承 1⁃7，轴承 2⁃1~轴承 2⁃7。第 3种工况包

括 3个轴承，命名为轴承 3⁃1~轴承 3⁃3。该数据集

每间隔 10 s采集一次水平和垂直 2个方向的传感器

数 据 ，每 次 采 集 记 录 时 间 为 0.1 s，采 样 频 率 为

25.6 kHz。笔者采用水平方向采集的数据。实验选

用 11个轴承的数据作为训练集，剩余 6个轴承数据

作为测试集。以轴承 1~3为例，水平方向采集全寿

命周期原始信号如图 5所示。

3.2 数据预处理

将轴承方向的原始数据整合处理，对于整合的

轴承数据在输入模型之前采用最大最小标准化进行

图 4 ConvGRU注意力模型网络结构

Fig.4 Network structure of ConvGRU-attention model

图 5 轴承全寿命周期原始信号

Fig.5 Full life cycle original signal of bearing
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数据预处理，缩小数据范围，将数据集最小值和最大

值转化至［0，1］之间，以提高模型计算速度，计算公

式为

-
Xt=

Xt- Xmin

Xmax - Xmin
（12）

其中：Xt为数据集 t时刻的输入；Xmin为数据集的最

小值；Xmax为数据集的最大值；
-
Xt为 t时刻通过数据

标准化后的值。

对于每行数据进行标签化处理，每行数据的标签

为轴承对应的剩余寿命和全寿命的比值 Zi，Zi计算公

式为

Zi=
L- i
L- 1 （13）

其中：L为每个轴承整合后的行数，即为轴承的实际

全寿命长度；i为当前行。

对剩余寿命标签进行归一化处理，可以降低轴

承不同工况和剩余寿命不同等因素的影响，提高剩

余寿命预测的准确性。

3.3 剩余寿命计算步骤

利用一次线性回归预测，得到 t时刻对应的剩

余寿命 RUL t，其计算步骤如下：

1）通过线性回归建立预测，得到当前剩余寿命

与全寿命结果之间的线性方程为

t= ayt+ b （14）
2）计算轴承的全寿命周期，当 yt= 0时，轴承

剩余寿命为 0，其全寿命周期为

m= ayt+ b= b （15）
3）计算轴承任意时刻 t的剩余寿命为

RUL t= L- t （16）
其中：t为轴承已运行时间；yt为预测的当前剩余寿

命与全寿命结果的比值；L为轴承的全寿命周期；

RUL t为 t时刻轴承的剩余寿命。

3.4 实验分析

3.4.1 轴承 RUL预测结果对比

为验证笔者提出的基于 ConvGRU注意力的剩

余寿命预测模型的有效性，利用 PHM2012数据集

的误差百分比进行评价。误差百分比的计算公

式为

Er i=
RULacti-RUL i

RULacti
× 100% （17）

其中：RULacti 为第 i组测试数据的实际 RUL；RUL i

为第 i组测试数据的预测 RUL。
不同预测方法对比如表 1所示。可以看出，以

轴承 1~3为例，本研究方法与 ConvGRU相比误差

降 低 了 79.87%；与 ConvLSTM 相 比 误 差 降 低 了

45.61%；与基于自组织映射（self⁃organizing map，
简称 SOM）的健康指数（health index，简称 HI）［21］

相比误差降低了 43.32%；与 CNN⁃HI相比误差降

低 了 62.21%；与 RNN⁃HI［22］ 相 比 误 差 降 低 了

57.67%。因此，笔者基于 ConvGRU 注意力的剩

余寿命预测模型具有更低的误差率，表明了该模

型的有效性。

3.4.2 与 ConvLSTM注意力比较

ConvGRU注意力和 ConvLSTM注意力模型的

参数量和运行时间对比如表 2所示。其中，2个模型

的层数相同且训练次数均为 100。运行的硬件设备

参数：内存为 64G；处理器为 Intel Xeon（R）Silver
4110 CPU @ 2.10GHz *16；操作系统为 64位。从

表 2 可 以 看 出 ，ConvGRU 注 意 力 模 型 与 ConvL⁃
STM注意力模型相比，参数量降低了 22.51%，运行

时间减少了 15.56%。

表 1 不同预测方法对比

Tab.1 Comparison of different prediction methods

测试集

轴承 1⁃3
轴承 1⁃4
轴承 1⁃6
轴承 1⁃7
轴承 2⁃5
轴承 2⁃6

当前

时刻

1 801
1 138
2 301
1 501
2 001
571

实际

寿命

573
290
146
757
309
129

预测

寿命

678
216
175
649
421
139

ConvGRU
注意力

-18.32
25.52

-19.86
14.27

-36.25
-8.33

ConvGRU

-89.53
-44.21
-29.17
34.87

-60.84
34.88

ConvLSTM [14]

33.68
47.24
23.28
-3.30
-39.80
8.52

CNN⁃HI[14]

48.52
53.57
19.39
16.27
56.13

-18.65

SOM⁃HI[21]

-31.76
62.76

-32.88
-11.09
68.61

-51.94

RNN⁃HI[22]

43.28
67.55
21.23
17.83
54.37

-13.95

表 2 参数量和运行时间对比

Tab.2 Comparison of parameters and running time

模型

ConvLSTM注意力

ConvGRU注意力

参数量

25 539
19 789

运行时间/s
22 500
19 000
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以轴承 1~3为例，ConvLSTM 注意力和 Con⁃
vGRU注意力的预测结果如图 6所示。可以看出，

ConvGRU注意力方法的实际 RUL和预测 RUL相

比，波动小于 ConvLSTM注意力方法。

3.4.3 可视化分析

为进一步验证笔者所提的基于 ConvGRU 注

意力剩余寿命预测模型的有效性，对该模型不同

层所提取的特征可视化。选取可视化的层分别

为输入层、ConvGRU_2层输出，注意力层输出和

Dense_2层输出。隐藏层特征可视化如图 7所示，

图中的每个点表示不同时刻 t的特征，颜色则为

对应点的剩余寿命和全寿命的比值 Zi。根据图 7

可知，随着模型的深入，所提取的特征由输入层

的杂乱无序，经过 ConvGRU_2层后的逐渐分离，

至注意力层输出的逐渐有序，到 Dense_2层的有

序排列，反映了该模型较好的提取特征能力。

3.5 C‑MAPSS数据集实验

为 验 证 笔 者 提 出 模 型 的 泛 化 能 力 ，使 用

NASA 仿真 C⁃MAPSS 数据集。该数据集包括 4
个子集，具体情况如表 3所示。每个子集包括对

应 的 训 练 集 、测 试 集 以 及 测 试 集 对 应 的 实 际 剩

图 7 隐藏层特征可视化

Fig.7 Visualization of hidden layer features

图 6 轴承实际 RUL和预测 RUL对比

Fig.6 Comparison of actual RUL and predicted RUL of bearing
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余 寿 命 。 该 数 据 集 使 用 的 评 价 指 标 为 ：评 分 函

数（PHM 2008 数 据 挑 战 评 价 标 准 中 评 分 函 数）

和 均 方 根 误 差（root mean square error，简 称

RMSE）。

评分函数计算公式为

S=

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

∑
i= 1

n

e
-( )d13 - 1 ( d< 0 )

∑
i= 1

n

e( )d10 - 1 ( d≥ 0 )
（18）

其 中 ：n 为 每 个 测 试 集 中 的 发 动 机 个 数 ；d=
RULestimated - RULreal。

RMSE具有无偏性，用于衡量实际值和预测值

之间的偏差，计算公式为

RMSE= 1
n∑i= 1

n

( yi- ŷ i )2 （19）

其中：yi为实际值；ŷ i为预测值。

FD001~FD004子集测试集中剩余寿命实际值

与预测值对比如图 8所示，按照从小到大对发动机

索引排序。由图 8可知，FD001与 FD003对应的剩

余寿命预测结果与实际寿命相比，波动幅度小于

FD002与 FD004，说明 FD001与 FD003剩余寿命预

测结果更准确。

如 表 4 所 示 ，为 验 证 笔 者 所 提 的 基 于 Con⁃
vGRU注意力的剩余寿命预测模型的有效性，与

已有的使用 C⁃MAPSS数据集 RUL预测方法进行

对 比 。 方 法 包 括 双 向 长 短 期 记 忆 网 络

（bi⁃directional long⁃short term memory， 简 称

Bi⁃LSTM）［23］、长 短 期 记 忆 网 络（long⁃short term
memory，简 称 LSTM）［24］ 、梯 度 提 升（gradient
boosting，简称 GB）［25］、随机森林（random forest，简
称 RF）［25］、支持向量机（support vector machine，简
称 SVM）［25］、基于时间窗神经网络（time window
based neural network，简称 TWBNN）［26］、深度卷积

神经网络（deep convolutional neural network，简称

DCNN）［27］。从表 4可以看出，笔者基于 ConvGRU

注意力的剩余寿命预测模型与已有的方法相比，

评分函数和 RMSE都取得了较好的结果。其中：

和 Bi⁃LSTM比较，子集 FD001的评分函数降低了

3.25%，RMSE减少了 6.26%；子集 FD002的评分

函数降低了 50.65%，RMSE减少了 23.48%；子集

FD003的评分函数降低了 47.54%，RMSE减少了

1.84%；子 集 FD004 的 评 分 函 数 降 低 了 15.26%，

RMSE减少了 25.10%。

表 3 C‑MAPSS数据集

Tab.3 C‑MAPSS data set

参数设置

训练发动机单元个数

测试发动机单元个数

操作条件

故障类型

数据集

FD001
100
100
1
1

FD002
260
259
6
1

FD003
100
100
1
2

FD004
249
248
6
2

图 8 FD001~FD004子集测试集中剩余寿命实际值与预测

值对比

Fig.8 FD001~FD004 subset test set remaining useful life
actual value and predicted value comparison
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4 结 论

1）针对 ConvLSTM参数量大的问题，笔者采

用 ConvGRU网络结构，既利用 CNN提取空间局部

特征，又通过 GRU提取时序特征，直接从采集的全

寿命振动信号中提取时空特征信息，从而全面有效

地获取具有一定趋势的退化特征信息。

2）针对不同特征信息对于剩余寿命的影响不同，

笔者引入注意力机制，对提取的特征信息分配不同的

权重，突出重要信息。通过特征可视化实验，说明了

注意力机制的有效性，提高了RUL预测的准确性。

3）笔者所提模型在 2个不同数据集上进行实

验验证，并与其他已有的方法进行对比。结果表明，

基于 ConvGRU注意力的剩余寿命预测模型在设备

剩余寿命预测方面更加有效，且具有较好的泛化性。
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