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摘要 针对引起机内测试系统（ＢＩＴ）虚警的间歇故障，提出了一种基于经验模态分解（ＥＭＤ）和隐马尔科夫模型

（ＨＭＭ）的间歇故障诊断方法以抑制虚警。首先对原始信号进行ＥＭＤ分解，选择能量最大的几个固有模式分量函

数（ＩＭＦ）进行特征提取，作为系统状态的观测值；然后将观测值输入到训练好的ＨＭＭ 中进行决策，求取最大似然

概率值作为识别结果。结果表明，利用ＥＭＤ进行特征提取并与ＨＭＭ方法相结合能很好地分类出各种状态，有效地

诊断出间歇故障。
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引 言

机内测试技术已成为改善装备或系统测试性能

与诊断能力的重要手段，并大量应用于军用装备和

航空航天系统中［１］
，但高虚警率始终阻碍着ＢＩＴ充

分发挥效能和更广泛地应用［１２］
。国内、外大量研究

表明，间歇故障是ＢＩＴ系统暂时失效，从而导致虚警

的一个主要原因［２３］
，诊断间歇故障是有效抑制ＢＩＴ

虚警的手段。对间歇故障的诊断多集中在基于概率

的方法［４］
、基于人工智能（如神经网络虚警过滤器

［５］

等）的方法上，但是概率方法需要事先知道故障与间

歇故障发生的概率，条件苛刻；神经网络法从单一时

刻的状态来判别，忽略了间歇故障发生前后的信息，

易引起诊断决策的错误。

故障诊断的实质是一个模式识别的过程，包括

特征提取和状态识别两个环节。机内测试系统的间

歇故障变化是一种变化剧烈的非平稳时间序列。在

非平稳时间序列信号的处理方面，Ｈｕａｎｇ
［６］等提出

的经验模态分解，是一种新的自适应时频分析方法。

ＨＭＭ
［７］是一种动态时间序列模式识别工具，特

别适合处理非平稳、重复再现性差的信号。间歇故障

前后时刻的状态存在着一定的转移关系，这种状态

转移关系给诊断决策提供了重要的信息。ＨＭＭ不

仅可以联系故障发生前后的信息，识别出故障的类

型，而且可以揭示系统潜在的变化特征，对设备状态

进行观测、评估，发现故障早期发展的迹象。

基于此，笔者提出一种基于ＥＭＤ分解的能量

特征提取和以ＨＭＭ模型为诊断决策的间歇故障诊

断方法，并将此法应用到动调陀螺仪的陀螺信号非

平稳运行过程的间歇故障诊断中来抑制虚警，以验

证其有效性。

 基于﹦﹥的特征提取

 经验模态分解

经验模态分解后的每个固有模式函数必须满足

以下两个条件［６］
：ａ．整个数据长度中极值点的数量

与过零点的数量必须相等或最多相差一个；ｂ．在任

一时间点上，信号局部最大值确定的上包络线和局

部最小值确定的下包络线的均值为零。ＥＭＤ的分

解过程可以形象地称之为“筛”的过程，步骤如下
［８］
：

１）找到信号牨（牠）的局部极大值和极小值，所有

的局部极大值用３次样条插值函数插值形成数据的

上包络，同样，所有的局部极小值通过插值形成数据

的下包络，上、下包络的平均值记作牔１（牠），令牎１（牠）

＝牨（牠）－牔１（牠），如果牎１（牠）不满足ＩＭＦ的两个必要

条件，则把 牎１（牠）看作新的原始信号，进行第 ２次

“筛”。重复进行牑次，直到牎１牑（牠）是一个ＩＭＦ

牎１（牑－１）（牠）－ 牔１牑（牠）＝ 牎１牑（牠） （１）

记牅１（牠）＝牎１牑（牠）为信号牨（牠）的第１阶ＩＭＦ。

采用停止准则对筛分过程进行约束，以前后两

个牎１（牑－１）（牠）和牎１牑（牠）的标准差ＳＤ来判断，即
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ＳＤ＝∑
爴

牠＝０

燏牎１（牑－１）（牠）－ 牎１牑（牠）燏
２

牎
２
１（牑－１）［ ］（牠）

（２）

２）把原始信号牨（牠）减去第１阶固有模式函数

牅１（牠），则得到残余量牜１（牠）

牨（牠）－ 牅１（牠）＝ 牜１（牠） （３）

３）对牜１（牠）重复以上筛选过程，从高频到低频可

依次得到一系列的ＩＭＦ分量牅牏（牠）和残余项牜牕（牠），原

始数据牨（牠）可重构为

牨（牠）＝∑
牕

牏＝１

牅牏（牠）＋ 牜牕（牠） （４）

其中：余项牜牕（牠）为信号的平均趋势；各个ＩＭＦ分量

牅牏（牠）为信号固有的谐波成分。

通常，ＥＭＤ分解出来的前几个ＩＭＦ分量往往

集中了原信号中最显著、最重要的信息。

 基于固有模式函数的特征提取

经ＥＭＤ分解后的各个ＩＭＦ包含了信号从高到

低不同频率段的成分，各频带能量的变化表征了故

障发生的情况。笔者提出针对每个ＩＭＦ单独进行分

析提取能量特征的方法，以获得更好的故障特征信

息。考虑到故障信息主要集中在高频带即前几个权

值比重大的ＩＭＦ中，因此，选取前几个ＩＭＦ分量的

能量作为特征向量来识别工作状态与故障类型，特

征提取步骤如下：

１）对于给定信号牨（牠），设经过ＥＭＤ分解后的

ＩＭＦ分量为牅牏（牠），则牅牏（牠）分频段的能量爠牏为

爠牏＝∑
爫

牠＝０

燏牅牏（牠）燏
２

（５）

其中：爫为信号长度；牏为ＩＭＦ的个数。

２）选取能量最大的前牕个包含主要故障信息

的ＩＭＦ分量，求能量向量的第二范数

爠＝ ∑
ｎ

牏＝１

燏爠牏燏槏 槕
２

１
２ （６）

３）构造特征向量┤

┤＝ ［爠１燉爠，爠２燉爠，…，爠牕燉爠］ （７）

基于经验模态分解的特征提取方法选取了能量

最大的ＩＭＦ，可显著滤除噪声影响，很适合于探测正

常信号中夹杂的间歇瞬态现象并展示其成分。同时，

对各ＩＭＦ单独提取特征向量，可避免分量之间的交

叠失真，有利于故障信号的特征提取和状态识别。

 基于﹪的状态识别

 隐马尔科夫模型

ＨＭＭ 是在Ｍａｒｋｏｖ链的基础上发展而来的一

种统计模型，是一个双重随机过程
［９］
。模型中真实的

状态不能直接看到，只能是通过一个观测值去感知

状态的存在及特征。ＨＭＭ具体可表示为

犧＝ （熴，┑，┒） （８）

其中：熴为初始概率分布矢量；┑为状态转移概率矩

阵；┒为观测值概率矩阵。

熴，┑描述的是一个Ｍａｒｋｏｖ链，产生的输出是

状态序列；┒描述是一个随机过程，产生的输出为观

察值序列。

 基于﹪模型的选择与训练

模型采用左右型三状态转移的 Ｍａｒｋｏｖ链，每

个状态的观测概率由２个高斯概率密度函数联合决

定。系统开始时总是处于正常状态，因此取初始状态

概率矢量为熴＝［１，０，０］，┑的初值均匀选取。为增

加ＨＭＭ 诊断模型的稳健性，训练时利用多个观测

值序列的重估算法，由初始模型对训练样本进行

ＢａｕｍＷｅｌｃｈ算法

犮
牏
＝∑

爧

爧＝１

犜１爧（牏）
犝１爧（牏）

爮（爭燉犧）
（１≤ 牏≤ 爫） （９）

犜牏牐＝
∑
Ｌ

牓＝１
∑
爴爧－１

牠＝１

犜牠爧（牏）犜牏牐牄牐（爭牠＋１，牓）犝牠＋１，牓（牐）燉爮（爭牓燉犧）

∑
爧

爧＝１
∑
爴爧－１

牠＝１

犜牠，牓（牏）犝牠，牓（牐）燉爮（爭牓燉犧）

（１≤ 牏≤ 爫， １≤ 牐≤ 爫） （１０）

牄牐牑＝

∑
爧

牓＝１，牠＝１
∑
爴爧－１

爭牠＝爼牑

犜牠，牓（牏）犝牠，牓（牐）燉爮（爭牓燉犧）

∑
Ｌ

牓＝１
∑
爴Ｌ－１

牠＝１

犜牠，牓（牏）犝牠，牓（牐）燉爮（爭牓燉犧）

（１≤ 牓≤ 爫，１≤ 牑≤ 爩） （１１）

其中：犜为前向变量；犝为后向变量；爧为观测值序列

的数量。

由初始模型对训练样本进行匹配计算和状态标

注后，估计出一组新的模型，再对训练样本重新进行

匹配计算和状态标注，估计出更新的模型参数犧，如

此反复直至收敛，得到优化模型，使爮（爭燏犧）最大。

 基于﹪模型的诊断方法

传统ＢＩＴ是基于正常和故障两状态分类的，忽

略了间歇故障状态，这样导致的结果是在间歇故障

活跃时ＢＩＴ报警有永久故障，事后又找不到故障；在

间歇故障不活跃时ＢＩＴ判断系统正常，引起虚警。因

此将系统划分为正常态、间歇态和故障态３种状态

进行诊断识别以达到抑制虚警的目的［９］
。基于ＨＭＭ

模型的间歇故障诊断方法如图１所示。

诊断分为两个阶段：ａ．分别对正常、间歇和故障

３种状态的训练样本提取特征向量，利用 Ｂａｕｍ

８６４ 振 动、测 试 与 诊 断 第３２卷



图１ 基于ＨＭＭ模型的诊断方法

Ｗｅｌｃｈ算法进行模型训练，获得各类典型故障的

ＨＭＭ模型；ｂ．在实际状态监测时，将测得的信号经

ＥＭＤ分解处理提取特征向量后作为观测值序列，

将其送入已经训练好的ＨＭＭ模型，通过前向后向

算法计算观测向量在不同模型下的概率爮（爭燏犧），由

概率值最大的ＨＭＭ模型决定被测系统的状态。

 试验结果与分析

动调陀螺仪是一种被广泛应用于航空航天导航

与制导系统中的中高精度陀螺仪，其故障常常导致

飞行器无法完成预定任务，并可能导致重大恶性事

故。对于动调陀螺仪而言，随着高速旋转机电部件的

磨损和变形，其动态性能将出现各种细微的变化，而

所有这些变化都会在振动能量的增加上反映出

来［１０］
；因此，对陀螺振动信号的监测和分析能够获

得陀螺运行异常或故障的有效信息，诊断间歇故障

抑制虚警。试验对象为Ｇ０１２５４３型动调陀螺仪，采

用ＣＡＹＤ１０７压电式加速度传感器拾取振动信号，

采样频率为１０ｋＨｚ，得到正常、间歇、故障３种状态

振动数据见图２。

图２ ３种状态的振动信号

 经验模态分解的故障特征提取

首先，对不同状态的振动信号进行ＥＭＤ分解。

这里以正常信号为例，得到９个ＩＭＦ分量，此处只给

出了前５个ＩＭＦ时域波形，如图３所示。

图３ 信号ＩＭＦ分量时域波形

分析图３可以看出，能量主要集中在前几个基

本频段较高的ＩＭＦ中，在每个ＩＭＦ频段中的故障特

征，具有比原始信号中更加集中的表现形式。

表１给出了前５个ＩＭＦ分量相对于原始信号能

量所占比重及重构误差，结果表明，采用包含主要故

障信息的前５个ＩＭＦ进行特征提取和状态识别是合

理的。ＩＭＦ分量按频率成分由高到低的顺序排列为

牅１（牠），牅２（牠），…，牅５（牠），按式（５）～式（７）求出特征向

量┤＝［爠１燉爠，爠２燉爠，…爠５燉爠］。

表 ﹫﹨分量与原始信号的能量关系

ＩＭＦ１ ＩＭＦ２ ＩＭＦ３ ＩＭＦ４ ＩＭＦ５

能量比重 ０２６５３ ０２９７２ ００７８３ ００９６６ ０１５７０

重构误差 ０２７８３ ０３１２４ ００８８９ ０１０８６ ０１３１２

 基于﹪模型的间歇故障识别

通过验得到正常、间歇和故障３种状态的样本

序列各３０组，每组序列有２０４８个点，抽取１０组作为

训练样本，其余２０组作为验证样本。对样本序列提

取的特征向量经归一化处理后，作为系统状态的观

测值。利用１０组训练样本得到正常状态ＨＭＭ（λ１）、

间歇状态ＨＭＭ（λ２）和故障状态ＨＭＭ（λ３），训练时

一般循环２０次左右收敛。

对于正常状态的２０组验证样本进行分类测试，

结果如图４所示。图中每一条曲线表示样本输入到３

个ＨＭＭ 模型时的输出概率，输出概率最大的模型

代表状态识别结果。图４的测试结果表明，２０组正常

样本的识别结果均为正常状态，即正常ＨＭＭ（犧１）对

２０组样本的识别输出概率是最大的。

同样对间歇态、故障态的２０组验证样本分别测

试，结果如图５、图６所示，可见模型均能对样本的状

态正确识别。

表２是部分测试数据组在各个模型下的输出的
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图４ ＨＭＭ对正常状态的识别

图５ ＨＭＭ对间歇状态的识别

图６ ＨＭＭ对故障状态的识别

对数似然概率值，并根据输出概率最大分类原则做

出的判决结果。

表 ﹪模型对测试数据决策状态的判别结果

样本 正常态模型 间歇态模型 故障态模型 判别结果

犧１１ －１９６９７３８ －３８２４０８４ －４４４５１９６ 正常态

犧１２ －１８８７３１２ －３８６３９８１ －４１７２４９８ 正常态

犧２１ －５３３６４２７ －１４７０９１６ －５５７００７５ 间歇态

犧２２ －５４７２９６１ －１３６４２７８ －５６９３２１３ 间歇态

犧３１ －５７８３８１３ －５１３３６７５ －２３３２４９９ 故障态

犧３２ －５６７０８９２ －５２８８８８７ －２４４９７８１ 故障态

由表２可见，所有测试数据的状态都可以正确

识别，没有误判现象，具有较高的稳定性和识别率。

 结束语

笔者针对间歇故障引起的ＢＩＴ虚警，提出基于

ＥＭＤＨＭＭ的抑制虚警方法。首先，对间歇故障信

号进行ＥＭＤ分解，得到一系列的ＩＭＦ分量，对高频

带的ＩＭＦ单独提取能量特征，以此作为ＨＭＭ 的训

练和验证样本；然后，根据系统的状态建立连续高斯

密度混合隐马尔可夫模型，进行训练和诊断。将其应

用在动调陀螺仪上，结果表明能有效地诊断出间歇

故障，达到降低虚警的目的。
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