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摘要 为提高时间序列预测模型精度，根据各本征模态函数（ｉｎｔｒｉｎｓｉｃｍｏｄｅｆｕｎｃｔｉｏｎ，简称ＩＭＦ）序列的变化特点，

针对ＥＭＤＲＢＦ神经网络隐含神经元数目及其中心数据选取问题，利用经验模态分解（ｅｍｐｉｒｉｃａｌｍｏｄｅｄｅｃｏｍｐｏｓｉ

ｔｉｏｎ，简称ＥＭＤ）的信号自适应处理能力和径向基函数（ｒａｄｉｃａｌｂａｓｉｓｆｕｎｃｔｉｏｎ，简称ＲＢＦ）神经网络的非线性逼近能

力，提出了一种基于ＥＭＤ与ＲＢＦ神经网络的混合预测方法。该方法将具有类似时频特性的本征模态函数分别建立

ＲＢＦ神经网络预测模型，采用基于统计分析的ｋ均值聚类方法自适应确定ＲＢＦ模型参数，最后将各ＩＭＦＲＢＦ神经

网络预测结果进行重构得到最终预测结果。仿真结果表明，该方法充分考虑到各ＩＭＦ本身的特性，增强了时序的可

预测性，预测性能比传统反向传播（ｂａｃｋｐｒｏｐａｇａｔｉｏｎ，简称ＢＰ）神经网络和小波ＢＰ神经网络更优越。将该方法应用

在某装备温控系统性能监测中，其温度参数最大预测误差远小于传感器误差，说明将该方法在该装备故障预测中

是可行的。
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引 言

故障预测是通过建立准确的预测模型来表征系

统的内在特征，预知系统将来的行为。常见的预测方

法（模型）有曲线拟合
［１］
、自回归滑动平均（ａｕｔｏｒｅ

ｇｒｅｓｓｉｖｅａｎｄｍｏｖｉｎｇａｖｅｒａｇｅ，简称ＡＲＭＡ）（ｐ，ｑ）模

型［２］
、灰色系统模型、ＢＰ神经网络模型

［３４］和支持向

量机［５］等，还有将信号处理方法与神经网络方法相

结合的预测模型，如小波神经网络预测模型
［６］
。这些

传统的预测方法各有优劣，建立的模型不能精确预

测非平稳时间序列。ＡＲＭＡ（ｐ，ｑ）预测模型的预测

精度取决于模型阶数，但模型阶数不易确定。灰色系

统模型实质上是用指数函数去逼近一个经过累加处

理后的时间序列，因此它仅能描述一个时间按指数

规律变化的过程。如果在不了解数据序列变化的情

况下采用该方法，存在预报模型不准确的问题，且灰

色理论并未说明逼近的近似程度。ＢＰ神经网络预测

算法需要训练的样本足够多，且具有局部极小点、过

学习以及结构和类型的选择过分依赖于经验等缺

陷。支持向量机理论如何根据具体问题选择适当的

内积函数，选择不同的参数及其不同的参数对预测

效果的影响还有待进一步研究。小波神经网络中小

波变换的有效性取决于小波分解层数和小波基的选

择，不能保证信号的最优分解。因此，如何提高对非

平稳信号的预测精度一直是研究的难点。经验模态

分解［７８］是一种处理非线性、非平稳信号的方法。

笔者利用 ＥＭＤ在处理非平稳信号方面的特

性，结合ＲＢＦ神经网络非线性逼近能力，将ＥＭＤ与

ＲＢＦ神经网络方法相结合，提出了基于ＥＭＤＲＢＦ

神经网络的两种时序预测模型。

 基于﹦﹥┐﹣﹨神经网络预测模型

基于ＥＭＤＲＢＦ神经网络的预测模型的基本思

想是利用ＥＭＤ将输入信号分解为多个能表征原信

号内在特征时间序列的特性，结合ＥＭＤ过程的完

备性，对原信号的预测实际上就是对各ＩＭＦ预测之

和。为了提高运算效率，利用ＥＭＤ的滤波器性能，

将时频特性相近的ＩＭＦ进行分类组合，对各类信号

分别建立相应的预测模型，这样不但可以提高模型

的预测精度，也使预测模型数量和规模都得到缩减。

设将爫牅个本征模式函数及趋势项分成牓组。令

爞牏＝［牅牕牏－１，…，牅牕牏］，牏＝１，…，牓，牕０＝１，牕牓＝爫牅＋１，
则

分组为｛［爞１］，［爞２］，…，［爞牓］｝，预测模型如图１所示。

各组的预测目标值牠′牏（牑）为
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图１ 基于ＩＭＦ分类组合ＲＢＦ神经网络预测模型
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第牏组ＲＢＦ神经网络样本提取方法为：从爞牏组内

各ＩＭＦ中提取数据长度为牆的数据序列作为ＲＢＦ预

测神经网络的输入┺牏（牑），牆通过统计最优确定，则

┺牏（牑）＝ ［牅牕牏－１，牑，…，牅牕牏－１，牑－牆＋１，牅牕牏－１＋１，牕，

…，牅牕牏－１＋１，牑－牆＋１，…，牅牕牏，牑，…，牅牕牏，牑－牆＋１］ （２）

第１个输入样本为┺牏（牆），与式（２）对应的输出

样本为牠′
牏
（牆），则第牏个ＲＢＦ预测神经网络输入输出

样本对矩阵┠牏，┤牏分别为
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┺牏（牆＋ １）


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整个模型的输出为个分组预测模型输出之和，

整体预测目牠′（牑）为

牠′（牑）＝∑
牓

牐＝１

牠′牐（牑） （４）

此时第牏个ＲＢＦ预测模型架构为（牕牏－牕牏－１＋１）

×牆牏－牕牜牄牊－１，牏＝１，２，…，牓，牕牜牄牊为径向基神经元个

数，整个预测模型共有牓个网络。基于ＥＭＤＲＢＦ神

经网络预测方法的步骤为：

１）提出采用自适应端点相位正弦函数延拓

（ａｄａｐｔｉｖｅｔｅｒｍｉｎａｌｐｈａｓｅｓｉｎｅｅｘｔｅｎｄｉｎｇ，简 称

ＡＴＰＳＥ）改进ＥＭＤ端点效应问题。采用文献［９］的

局域中值定理分解方法改进ＥＭＤ包络拟合问题。

采用文献［１０］的ＥＥＭＤ算法改进ＥＭＤ模态混叠问

题，提出基于自适应正弦函数延拓的集成经验模态

分解（ｎｏｉｓｅａｓｓｉｓｔｅｄＥＭＤ，简称ＮＥＭＤ）。

不同幅值、频率和相位的正弦延拓函数对端点

效应的消除有很大差异［１１］
，笔者提出的自适应端点

相位正弦函数延拓ＥＭＤ分解方法不仅较好地解决

了信号端点效应，且对ＥＭＤ的精度也有较大提高。

采用的延拓函数及参数定义为

牨牏（牠）＝ 爛牏ｓｉｎ（２π牠燉爴牏＋ 犎牏）＋ 爩牏 （牏＝ １，２）

（５）

爴牏＝ 牣牏 ｔｉｍｅ（牘ｍａｘ（牐））－ ｔｉｍｅ（牘ｍｉｎ（牐））

（６）

爛牏＝ 牄牏 牨（牘ｍａｘ（牐））－ 牨（牘ｍｉｎ（牐）） （７）

由式（５）～式（７）可得

爩牏＝ 牨（牘ｍａｘ（牐））－ 爛牏 （８）

犎牏＝ ａｒｃｓｉｎ（（牨（牐）－ 爩牏）燉爛牏） （９）

其中：牏＝１时牐＝１，牏＝２时牐＝ｅｎｄ；牨，牨１和牨２分别为

待分解信号、前向和后向延拓函数；爴，牣牏和牄牏（牏＝１，

２）分别为延拓函数的周期、一个大于２的延拓周期

个数比例系数和延拓函数幅值比较系数；牘ｍａｘ（牏），

牘ｍｉｎ（牐），ｅｎｄ分别为局部极大值、极小值位置数列

及序列长度。

被分解的信号确定以后通过选定牣牏，则整个延

拓信号就出来了。

利用中值定理求任意两极值点间的局部中值为

牉（牠犪）＝
１

牠牏＋１－ 牠牏＋ １∑
牏＋１

牓＝牏

牞（牠牓） （１０）

其中：牞（牠牓）为信号；牠牏，牠牏＋１为两个极值点的时刻。

由于两极值点间的数据一般是均匀变化的，因

此牠犪＝（牠牏＋牠牏＋１）燉２，极值点牠牏＋１时刻的均值为

牔（牠牏＋１）＝ 牎（牠牏）牉（牠犪）＋ 牎（牠牏＋１）牉（牠犪＋ １） （１１）

其中：牎（牠牏）＝
牠牏＋２－牠牏＋１

牠牏＋２－牠牏
；牎（牠牏＋１）＝

牠牏＋１－牠牏

牠牏＋２－牠牏
；牠牏为第牏个

极值点的时间位置。

利用中值定理原理，求极值点均值时使用局部

信号中的所有数据得到正确的局部均值。使用波形

匹配的方法能有效抑制边界效应，提高数据分解精

度和时频分辨率。

在ＥＭＤ应用中经常会发生模态混叠现象，这

主要是由波形突变引起的。噪声会引起局部极值发

生变化，加上噪声本身的随机性使ＥＭＤ结果不稳

定，以致产生模态混叠现象。这为利用噪声来消除

ＥＭＤ的模态混叠现象提供了一种思路：在 ＥＭＤ

前，先给信号叠加一定幅值的辅助白噪声，再进行
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ＥＭＤ分解，如此对同一信号反复进行多次辅助噪

声ＥＭＤ分解后，再对各次结果对应的ＩＭＦ求均值，

以均值作为原信号ＥＭＤ分解的最终值就可以消除

模态混叠现象。该方法的依据是通过多次叠加一定

幅值的辅助噪声，使得信号ＥＭＤ分解时所有可能

的模态混叠现象都显现出来，而各次ＥＭＤ结果间

的差异是由辅助噪声引起的，不变之处在于具有明

确物理意义的信号本身。虽然各次ＥＭＤ分解对应

ＩＭＦ间差异可能较大，但由于各次叠加的辅助噪声

相互独立，它们在求均值过程中被滤除，只留下具有

明确物理意义的信号本身。由于该方法通过引入噪

声来辅助ＥＭＤ分解，故将该方法称为集成经验模

态分解。

基于自适应正弦函数延拓的ＮＥＭＤ过程的步

骤为：ａ．确定周期延拓比例系数犣和延拓时间长度

系数犧；ｂ．向待处理信号叠加一小幅值的随机白噪

声，进行ＡＴＰＳＥＥＭＤ分解；ｃ．重复步骤ｂ．爫次；ｄ．

对爫次结果对应的ＩＭＦ求均值，以均值作为原信号

ＥＭＤ的最终值。需要提出的是，叠加了辅助噪声

后，各次 ＥＭＤ的 ＩＭＦ个数可能略有差异，当某次

ＥＭＤ的ＩＭＦ个数少于最多一次ＩＭＦ个数时，将其

不足部分ＩＭＦ补零以便于均值运算。当然，最后获

得的各时间序列不一定满足ＩＭＦ的条件。利用以上

改进的ＥＭＤ算法对数据序列牞（牕）进行分解。

２）确定ＲＢＦ数据中心神经元的相关参数。

３）按式（２）～式（３）求得训练样本。

４）根据步骤２得到的最佳ＲＢＦ网络模型进行

预测分析。

 仿真分析

为了检验本研究方法的有效性，以ＭａｃｋｅｙＧｌａｓｓ

微分方程为例，当犳≥１７时为一个混沌时间序列

ｄ牨（牠）

ｄ牠
＝
０２牨（牠－ 犳）

１＋ 牨
１０
（牠－ 犳）

－ ０１牨（牠） （１２）

为了验证提出的预测方法，取 犳＝１７，牨（０）＝

０５，牠＜０时牨＝０，按采样频率牊牞＝１Ｈｚ采样５００点

数据，前４００点用于训练模型，后１００点用于测试模

型，以预测值与实际值间的平均误差、最大绝对误差

和均方差（ＭＳＥ）作为预测模型性能的衡量标准。利

用改进ＥＭＤ对样本信号进行分解，如图２所示，共

有６个ＩＭＦ分量及一个趋势项。

从图２可以看出：牅１波动频率较高；牅２具有明显

的周期特性；牅３和牅４波形比较相近；牅５和牅６可看作长

周期波形。根据各ＩＭＦ的波形特征可将ＥＭＤ结果

分成４组｛［牅１］，［牅２］，［牅３，牅４］，［牅５，牅６，牜］｝。通过测试最

优值取牆＝３，第１、第２组ＲＢＦ神经网络聚类个数取

图２ 仿真信号ＥＭＤ结果

２０，第３、第４组ＲＢＦ神经网络聚类个数取１０时，采

用本研究方法提出的ＥＭＤＲＢＦ神经网络预测模型

对式（１４）中的仿真信号进行预测，各组实际值、预测

值与误差分别如图３～图６所示。各组预测结果组合

为最终预测结果，如图７所示。ＢＰ神经网络预测结

果如图８所示。各预测方法的性能如表１所示。从图

７、图８和表１可以看出，基于ＥＭＤＲＢＦ预测方法的

精度要明显高于传统ＢＰ预测方法。

图３ 爞１及其预测、误差曲线

图４ 爞２及其预测、误差曲线

图５ 爞３和爞４组合及其预测、误差曲线
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图６ 爞５，爞６，牜组合及其预测、误差曲线

图７ ＩＭＦ分类预测合成信号及其与原信号的误差曲线

图８ ＢＰ神经网络预测及其误差曲线

表 ﹦﹥┐﹣﹨预测性能和﹣预测性能对比

分

组
ＩＭＦ 预测模型

测试样本

ＭＳＥ

最大

误差

平均

误差

１ 爞１
（ＲＢＦ）

１×３∶２０∶１
６４×１０

－５ ００１７７ ０００５８

２ 爞２
（ＲＢＦ）

１×３∶２０∶１
１６１６×１０

－４ ００６５０ ００２４７

３ 爞３，爞４
（ＲＢＦ）

２×３∶１０∶１
５０９４×１０

－５ ００１７０ ０００５７

４ 爞５，爞６
（ＲＢＦ）

２×３∶１０∶１
３１４７×１０

－６ ０００２９ ０００１４

合
成
整
体

（ＲＢＦ）

合成
２６６×１０

－５ ００３９４ ００１２５

（ＢＰ）

２０∶５∶１
１３×１０

－３ ００９１８ ００２７３

文献［６］应用模型如图９所示的小波包分解与

ＢＰ神经网络相结合的预测方法，对同样的数据段进

行仿真分析，如表２所示（文献［６］只给出了预测值

与实际值间的均方差）。对比表１和表２可以看出，笔

者提出的基于ＥＭＤＲＢＦ分类组合预测方法性能更

优，进一步证明了本研究方向方法的优越性。

图９ 小波神经网络预测模型

表 基于小波包分解与﹣网络的预测性能参数

小波ＢＰ神经

网络预测模型
１４∶１（Ｄｂ２）∶８ １４∶２（Ｄｂ２）∶８ １４∶３（Ｄｂ２）∶８

均方差 ４１７×１０
－４

７８６×１０
－５

３６２×１０
－４

数据窗口长度∶分解层数（小波类型）∶ＢＰＮＮ的隐层单元数目

仿真结果表明，各ＩＭＦ分类组合预测方法考虑到

各ＩＭＦ本身的特性，为具有类似时频特性的ＩＭＦ分别

建立预测模型，增强了时序的可预测性，提高了时间序

列预测精度，适用于对预测精度要求高的场合。

 实例分析

武器装备对环境温度要求非常高，温度高低直

接影响装备仪器性能，这就要求对装备温控系统性

能进行有效监测，而预测方法就是一种故障预警的

有效手段。某装备温度传感器最大误差不超过

±０１℃，为确保预测数据有效性，要求预测精度绝

对误差同样不超过０１℃。通过在正常状态下建立的

某温度传感器预测模型预测同一次操作时段内该传

感器其他部分的数据。若预测值与实际值间差值不

超过 ０１℃，就认为温控部分和温度传感器状态正

常，否则就认为温控部分或者温度传感器有可能出

现故障，需要对其进行检查。

现有一正常状态下６００点的温度传感器采样信

号，采用ＩＭＦ分类组合ＲＢＦ预测模型将前４００点用

于训练预测模型，后２００点数据用于测试预测模型。

原信号ＥＭＤ分解共有６个ＩＭＦ和一个趋势项，如图

１０所示。根据分解信号的波形相似度、频率成分以
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及ＩＭＦ间的相关性，将爞３与爞４分组、爞５与爞６分组，

合并后的各ＩＭＦ分量与真实信号的偏差较小，这样

的分组相当于对预测样本进行了聚类处理，有利于

减少预测神经网络的样本数，提高预测神经网络的

运算速度和精度。若将爞２与爞３分为一组，爞４与爞５

分为一组，虽然两组的波形相似，但爞２和爞３组、爞４

和爞５组之间的ＩＭＦ间的相关性小于爞３和爞４组、爞５

和爞６组，不恰当的分组会使各ＩＭＦ分量失去分解的

物理意义，同时也会影响预测的精度。

图１０ 某装备实测信号的改进ＥＭＤ分解结果

针对各ＩＭＦ时频特性差异较大的特点，对多数

ＩＭＦ进行独立预测分析，各类预测模型、预测性能

及合成预测性能如表３所示。所有模型数据窗口长

度统一取为３，合成预测信号及其误差曲线如图１１

所示。

表 ﹦﹥分类组合┐﹣﹨预测性能

分组 ＩＭＦ
ＲＢＦ预测

模型

测试样本

ＭＳＥ

最大

误差

平均

误差

１ 爞１ １×３∶２０∶１３１６８９×１０－４ ００３６９００１４５

２ 爞２ １×３∶２０∶１ ６８２９×１０－５ ００２３１０００６５

３ 爞３ １×３∶２０∶１８７６６４×１０－６ ０００９８０００２２

４ 爞４ １×３∶２０∶１１８９３８×１０－６ ０００３１０００１１

５ 爞５，爞６ ２×３∶１０∶１１７０５３×１０－４ ００２０３００１１３

合成 ５组合成 ３５９４×１０
－４ ００５７２００１０１

图１１ 某装备温度信号及其预测、误差曲线

从表３和图１１可知，基于ＥＭＤＲＢＦ分类组合预

测方法最大预测误差远小于传感器误差，说明将该方

法应用在某装备温控系统性能监测中是可行的。

 结 论

１）提出了一种基于ＥＭＤ与ＲＢＦ神经网络的预

测方法，该方法结合ＥＭＤ和ＲＢＦ神经网络的优点，

利用ＥＭＤ的滤波器性能，将时频特性相近的ＩＭＦ

进行分类组合，对各类信号分别建立相应的预测模

型后重构原始信号最终预测结果，提高了预测模型

的精度。

２）针对ＥＭＤＲＢＦ神经网络隐含神经元数目及

其中心数据选取问题，以最小化训练样本预测值与实

际值间的最小方差为训练目标，提出基于统计分析的

ｋ均值聚类方法自适应地确定满足训练目标的ＲＢＦ

模型参数，该方法可以自适应地建立起相应的预测网

络模型，参数选取不需要人为介入，实用性强。

３）仿真结果表明，该方法充分考虑到各ＩＭＦ本

身的特性，增强了时序的可预测性，预测性能比传统

ＢＰ神经网络和小波ＢＰ神经网络更优越。将该方法

应用在某装备温控系统性能监测中，其温度参数最

大预测误差远小于传感器误差，说明将该方法用于

装备故障预测中是可行的。
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