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摘要 提出了一种基于经验模态分解（ＥＭＤ）和局部切空间排列算法（ＬＴＳＡ）相结合的滚动轴承早期故障诊断方

法。首先，利用经验模态分解算法分解滚动轴承不同模式下的振动信号，得到各阶本征模态分量和残余分量，提取

各分量中的幅域参数和频域参数组成原始特征参数集；然后，建立基于类别可分性测度的邻域参数 牑选取方法，运

用局部切空间排列算法实现敏感特征提取；最后，应用该方法对滚动轴承不同状态下的振动数据进行特征提取和

模式识别，对比分析改进后的局部切空间排列算法与主成分分析、核主元分析以及传统局部切空间排列算法的故

障模式识别能力。分析结果表明，该方法提取的滚动轴承故障特征敏感性较好，提高了故障模式识别能力，实现了

滚动轴承的早期故障诊断。
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引 言

滚动轴承的振动反映了其固有的振动特性、设

计制造缺陷、安装维修误差、操作运行以及机器劣化

时引起的振动特性［１］
，滚动轴承早期故障的振动数

据体现的非线性、非平稳时变的特点使得现有振动

数据分析方法很难及时做出故障诊断和模式识别。

采用不同方法提取的量化指标之间存在着内在关

联，降低了特征的敏感性，如何有效实现特征降维，

提高特征的敏感性，是实现微弱故障识别的必要手

段。目前常用的数据降维方法主成分分析
［２］
（ｐｒｉｎｃｉ

ｐａｌｃｏｍｐｏｎｅｎｔａｎａｌｙｓｉｓ，简称 ＰＣＡ）、多维尺度缩

放［３］
（ｍｕｌｔｉｄｉｍｅｎｓｉｏｎａｌｓｃａｌｉｎｇ，简称 ＭＤＳ）以及核

主元分析［４］
（ｋｅｒｎｅｌｐｒｉｎｃｉｐａｌｃｏｍｐｏｎｅｎｔａｎａｌｙｓｉｓ，

简称 ＫＰＣＡ）等，只涉及数据的低阶统计特性，忽略

了数据的高阶统计特性中包含的重要特征信息，存

在低维数据携带信息的不确定性，以及非线性映射

函数选取主要依赖工程实践经验等不足，难以实现

微弱故障敏感特征提取。流形学习作为一种新的非

线性降维方法［５７］正应用于机械设备故障诊断与模

式识别中。

笔者针对滚动轴承早期故障的特点，通过ＥＭＤ

对原始信号进行经验模态分解，从分解出的各阶本

征模态分量（ＩＭＦ）和残余分量中提取 １０个无量纲

参数以及各分量与原始振动数据的能量比值组成原

始特征参数集。建立基于样本类内散度和类间距的

评价方法，运用 ＬＴＳＡ实现敏感特征提取。通过与

主成分分析、核主元分析以及传统的 ＬＴＳＡ的对

比，验证了该方法的有效性。

 局部切空间排列算法

ＬＴＳＡ的基本思想是利用样本点邻域的切空间

来表示局部的几何性质，并利用局部切空间排列构

造流形的全局坐标。

 局部坐标的拟合

对数据样本集 牀＝｛牨１，牨２，…，牨牕∈爲
牔
｝中的每

个样本点 牨牏通过 ＫＮＮ或 εｂａｌｌ标准选择各样本

点的近邻点，点 牨牏的近邻点组成的邻域矩阵 ┨爫牏＝

［牨牏１，牨牏２，…，牨牏牑］，在每个数据点 牨牏的邻域内选择一

组正交基 ┡牏构成点 牨牏的 牆维切空间
［８９］
，计算点 牨牏

的邻域中每一个点 牨牏牐（牐＝１，２，…，牑）到切空间上的

正交投影 犤
（牏）
牐 ＝┡

Ｔ
牏（牨牏牐－牨牏）。其中：牨牏为点 牨牏的邻域

均值；┡牏取┨爫牏－牨牏１牑前牆个最大的左奇异向量。┨爫牏

的局部坐标矩阵牷牏＝［犤
（牏）
１ ，犤

（牏）
２ ，…，犤

（牏）
牑 ］。

 全局坐标的构建

全局坐标系表示为 ┤＝［┤１，┤２，…，┤牏，┤牕］，依据
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局部切空间排列算法思想，每个样本点局部坐标矩

阵排列起来得到全局坐标系，并且全局坐标反映局

部坐标矩阵的几何结构［１０］

爴牏牐＝ ┤牏＋ ├牏牷牏牐＋ 犡牏牐 （牏，牐＝ １，２，…，牑） （１）

其中：├牏为待定映射矩阵；犡牏牐为重构误差；┤牏为 ┤牏的

中心化矩阵；┤牏＝［爴牏１，爴牏２，…，爴牏牑］。

式（１）的矩阵表示形式为

┤牏＝
１

牑
┤牏牑

Ｔ
牑＋ ├牏牷牏＋ ┕牏 （２）

依据式（１）和式（２），重构误差 ┕牏表示为

┕牏＝ ┤牏－
１

牑
┤牏┯┯

Ｔ
－ ├牏牷牏 （３）

需要建立的映射关系能够极小化重构误差

ｍｉｎ∑
牏

‖┕牏‖
２
＝ ｍｉｎ∑

牏

┤牏－
１

牑
┤牏┯┯

Ｔ
－ ├牏牷



 





牏

２

（４）

令 ┘牏＝┙－┯┯
Ｔ
燉牑，重构误差即可表示为

ｍｉｎ∑
牏

‖┕牏‖
２
＝ ｍｉｎ∑

牏

‖┤牏┘牏－ ├牏牷牏‖
２
＝

∑
牏

ｔｒ｛┤牏┘牏┤
Ｔ
牏－ ├牏牷牏┘

Ｔ
牏┤

Ｔ
牏－ ┤牏┘牏牷

Ｔ
牏├

Ｔ
牏＋

├牏牷牏牷
Ｔ
牏├

Ｔ
牏｝ （５）

式（５）取最小值，即 ├牏＝┤牏┘牏牷
＋
牏，令 ┤牏＝┤┣牏，

┕牏＝┤牏┘牏（┙－牷
＋
牏牷牏），┧牏＝┘牏（┙－牷

＋
牏牷牏），为得到惟一

解，约束条件限制为 ┤┤
Ｔ
＝┙牆，所以矩阵 ┣┧┧

Ｔ
┣
Ｔ的

第２至第牆＋１个最小特征值对应的特征向量即为┤。

 基于 ﹢的故障特征提取

 原始特征参数集的构建

自 １９９８年 ＮｏｒｄｅｎＥ．Ｈｕａｎｇ提出了经验模态

分解以来［１１］
，ＥＭＤ已经广泛应用于多领域的信号

分析处理中。ＥＭＤ算法的本质是通过数据的特征

时间尺度来获得固有波动模式，然后分解数据得到

一组具有不同特征尺度的数据序列，即本征模态函

数。本征模态函数必须满足两个条件
［１２］
：ａ．对于待

分解信号序列，极值点和过零点数目必须相等或至

多差 １个；ｂ．由极大值点和极小值点构成的待分解

信号序列上、下包络线的平均值为 ０。ＥＭＤ算法基

本步骤如下［１３］
。

１）确定信号序列 牨（牠）的局部极大值点和极小

值点，并分别将极大值点和极小值点拟合成信号序

列的上、下包络线，求出上、下包络线均值 牔１（牠），原

信号序列 牨（牠）减去 牔１（牠）得到 牎１（牠）

牎１（牠）＝ 牨（牠）－ 牔１（牠） （６）

２）重复上述过程 牑次，直到标准差 ＳＤ满足

ＳＤ＝∑
爴

牠＝０

燏牎１（牑－１）（牠）－ 牎１牑（牠）燏
２
燉牎

２
１（牑－１）［ ］（牠）＜ 犡

（７）

其中：爴为信号序列的长度。

当标准差 ＳＤ的值小于设定值时停止，就得到

第 １个 ＩＭＦ分量 牅１（牠）

牅１（牠）＝ 牎１牑（牠） （８）

将原始数据序列 牨（牠）减去 牅１（牠），可以得到一个

去掉高频组分的差值数据序列 牜１（牠）。对 牜１（牠）进行

上述平稳化处理过程可以得到第 ２个 ＩＭＦ分量

牅２（牠），如此重复下去直到最后一个差值序列 牅牕（牠）不

可再被分解为止，此时原始的数据序列即可由这些

ＩＭＦ分量以及一个残差 ｒｅｓ来表示

牨（牠）＝∑
牕

牏＝１

牅牏（牠）＋ ｒｅｓ （９）

将振动信号经 ＥＭＤ算法分解后，提取各阶模

态分量和残余分量相应的能量特征参数、方根幅值、

绝对平均幅值、歪度、峭度、波形指标、峰值指标、脉

冲指标、裕度指标和峭度指标 １０个无量纲幅域参

数，以及各分量与原始振动数据的能量比作为频域

参数共同组成原始特征参数集。

 邻域参数 ┵的选取

ＬＴＳＡ先是对数据样本集中的每一个样本点通

过 牑ＮＮ或 犡ｂａｌｌ标准选择其近邻点，并通过每个

样本点近邻点组成的邻域矩阵建立邻域切空间，再

通过一定的映射关系在低维空间寻找局部重构误差

最小的低维坐标；因此，样本数据集近邻点的选择成

为影响局部重构误差的关键因素。笔者采用局部切

空间排列算法的分类效果作为依据，综合考虑数据

样本类间距和类内散度［１４］
，邻域参数 牑选取具体过

程如下：设 爧１（牓１１，牓１２，…，牓１牏），爧２（牓２１，牓２２，…，牓２牐），

爧３（牓３１，牓３２，…，牓３牑），爧４（牓３１，牓３２，…，牓３牔）是特征样本空

间的 ４类特征样本，其中：牏＝１，２，…，牕１；牐＝１，２，

…，牕２；牑＝１，２，…，牕３；牔＝１，２，…，牕４；牕１，牕２，牕３，牕４分

别为各类特征样本总数。

各类样本在特征空间均值表达式为

犨牏＝∑
牕牏

牐＝１

牓牏牐燉牕牏 （牏＝ １，２，３，４） （１０）

类间距表达式为

牞牏牐＝ ‖犨牏－ 犨牐‖
２
＝
１

牕
２
牏
∑
牕牏

牑＝１
∑
牕牏

牔＝１

（牓牏牑，牓牏牔）－
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２

牕牏牕牐∑
牕牏

牑＝１
∑
牕牐

牔＝１

（牓牏牑，牓牐牔）＋
１

牕
２
牐
∑
牕牐

牑＝１
∑
牕牐

牔＝１

（牓牐牑，牓牐牔）（１１）

类内散度表达式为

爳牏＝∑
牕牏

牐＝１

‖牓牏牐－ 犨牏‖
２
＝∑

牕牏

牐＝１

牓牏牐－ ∑
牕牏

牐＝１

牓牏牐燉牕



 



牏

２

＝

∑
牕牏

牐＝１

（牓牏牐，牓牏牐）－
１

牕牏∑
牕牏

牑＝１
∑
牕牏

牔＝１

（牓牏牑，牓牏牔） （１２）

最佳分类效果应使不同类别的数据样本之间距

离尽可能大，同时类别内的数据样本尽可能聚集，而

类间距与类内散度比值取极大值即可同时满足上述

条件，因此，邻域参数 牑优化评价函数为

爡＝
牞１２＋ 牞１３＋ 牞１４＋ 牞２３＋ 牞２４＋ 牞３４

爳１＋ 爳２＋ 爳３＋ 爳４
（１３）

 低维特征提取

提取各阶模态分量和残余分量相应的幅域参数

和频域参数组成原始特征参数集。对于选定的邻域

参数 牑值，计算每个样本点的近邻点并组成邻域矩

阵。对每个样本点的邻域，计算中心化矩阵 ┨牏－

１

牑
┨牏┯┯

Ｔ的 牆个最大左奇异向量即为 ┡牏，构成点 牨牏

的牆维切空间。计算点牨牏的邻域中每一个点牨牏牐（牐＝

１，２，…，牑）到切空间上的正交投影 犤
（牏）
牐 ＝┡

Ｔ
牏（牨牏牐－

牨牏），依据式（５）计算矩阵 ┣┧┧
Ｔ
┣
Ｔ的第 ２至第 牆＋１

个最小特征值对应的特征向量 ┤，即为提取的嵌入结

果。随机产生邻域参数牑值，以邻域参数牑优化公式

作为适应度函数，采用遗传算法寻找输出最优个体

及其代表的问题最优解。由 ＬＴＳＡ基本原理可知，

最佳邻域参数 牑值决定的特征样本空间结构即为最

佳的模式识别方法。

 应用实例

 应用对象

选择来自美国凯斯西储大学电气工程实验室的

滚动轴承实验数据［１５］
，滚动轴承型号为 ６２０３２ＲＳ

ＪＥＭ ＳＫＦ，采样频率为１２ｋＨｚ。选择内环、外环和滚

动体的损伤直径为 ０５３３４ｍｍ的故障状态以及正

常状态下的振动数据，抽取不同状态数据各 ４０组，

共 １６０组数据。

图 １为 ４种不同状态的振动波形。从图 １中可

知内圈故障与外圈故障均出现冲击分量，滚珠故障

与正常状态振动波形极为相似，仅通过振动波形很

难有效识别滚动轴承的状态，因此，要对滚动轴承振

动数据进行进一步特征提取与分析。

图 １ 滚动轴承 ４种不同状态的振动波形

 特征提取分析

选择主成分分析、核主元分析、传统的 ＬＴＳＡ

分析与本研究方法进行识别效果对比分析。对滚动

轴承４种不同状态数据进行主成分分析的第 １至第

３主元投影如图 ２所示，核主元分析的第 １至第 ３

核主元投影如图 ３所示。

图 ２ 主成分分析投影图

图 ３ 核主元分析投影图

从图 ２可看出，主成分分析能够有效识别内圈

故障与外圈故障，但无法有效区分正常状态与滚珠

故障，混叠现象较为严重，同时样本类内散度较大，

不同类别的样本类间距较小。图 ３显示核主元分析

能够区分 ４类不同状态样本，外圈故障与内圈故障

样本在特征空间具有较好的聚集度，相对于主成分
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分析样本类内散度减小，但滚珠故障与外圈故障样

本类间距依然较小，有效识别两类故障模式困难

较大。

为验证基于改进原始特征参数集提取方法的

ＬＴＳＡ分析特征提取效果，与基于原始振动数据的

特征参数集提取方法的ＬＴＳＡ分析进行了对比。图

４为从原始振动数据中提取 １０个无量纲幅域参数

以及采用ｄｂ４小波包函数进行 ３层正交小波包分解

出的各频带信号，与原始振动数据的能量比作为频

域参数组成原始特征参数集，然后经过局部切空间

排列算法提取的第１至第３主分量投影图。图５为从

经验模态分解算法分解出的各阶本征模态分量和残

余分量中提取幅域参数以及与原始振动数据的能量

比作为频域参数组成特征参数集，然后经过局部切空

间排列算法提取的第 １至第 ３主分量投影图。

图 ４ 原始振动数据 ＬＴＳＡ分析投影图

图 ５ 改进原始特征参数提取方法 ＬＴＳＡ分析投影图

从图 ４可以发现，正常状态与内圈故障样本聚

集程度远好于前两种方法，不同类别的样本类间距

也较大，但外圈故障与滚珠故障有部分样本无法识

别。从图 ５可看出，在改进原始特征参数集提取方法

后各类样本均有效识别，同时类内散度与类间距均

达到 ４种方法中的最佳值。

由于滚动轴承早期故障特征微弱，因此，主成分

分析和核主元分析只能有效提取部分故障模式的敏

感特征，无法保证在同样的约束条件下对多故障状

态与正常状态均有效提取敏感特征，故很难应用于

滚动轴承早期故障特征提取。ＬＴＳＡ分析能够有效

提取滚动轴承早期故障中的微弱特征，同时在改进

原始特征参数集提取方法后能够充分发挥 ＬＴＳＡ

分析的模式识别效果，达到最佳的样本类内散度与

类间距。

 样本特征空间聚集度分析

对比 ４种方法提取的样本特征空间类内散度及

依据式（１３）计算方法的类间距与类内散度比值。

表 １为 ４种方法提取的样本特征类内散度，其中：主

成分分析提取的样本特征类内散度最大，样本聚集

度不高；改进的 ＬＴＳＡ提取的样本特征类内散度最

小，样本高度聚集。ＬＴＳＡ提取的样本特征类内散度

优于主成分分析与核主元分析提取效果，改进的

ＬＴＳＡ进一步提高了样本聚集度。４种方法的类间

距与类内散度比值分别为 ６３，１５５，１３１６６和

４３×１０
１２
。表明ＬＴＳＡ提取效果明显好于主成分分

析与核主元分析，同时改进的 ＬＴＳＡ进一步提高了

样本类间距，所以 ＬＴＳＡ能更有效地提取滚动轴承

早期故障特征，在改进原始特征参数集的选取方法

后能进一步发挥 ＬＴＳＡ敏感特征的提取能力。

表  种方法提取的样本特征类内散度

状态模式 ＰＣＡ ＫＰＣＡ ＬＴＳＡ 改进的 ＬＴＳＡ

正常状态 ０２４７３ ０１８１４ １４１９４×１０－１３ ２５００５×１０
－２２

内圈故障 ０５１３５ ０１９６８ ０１７７７×１０－１３ ２１４８１×１０
－２２

滚珠故障 ４８６１９ １０３４８ １３９９３ ２４４４５×１０－２２

外圈故障 １７８７３ ０３１４６ ０３２５７×１０－１３ ５７６３８×１０
－２２

 结 论

１）经验模态分解算法提取的振动信号各阶模

态分量携带了不同状态滚动轴承从低频到高频的局

部特征信息，基于各分量幅域参数和频域参数建立

的原始特征参数集提高了故障信息携带量。

２）在保证样本特征空间具有最大类间距和最

小类内散度的前提下，选取的邻域参数 牑能够保证

不同状态样本具有最大的可分性和最佳的模式识别

效果。

３）基于改进原始特征参数集提取方法的ＬＴＳＡ

４３８ 振 动、测 试 与 诊 断 第 ３２卷



能够应用于滚动轴承早期故障敏感特征的提取，提

高了微弱故障的模式识别能力，实现了滚动轴承的

早期故障诊断。
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