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摘要 直升机行星传动轮系结构复杂、工况多变，其振动信号受工况影响大，在故障样本较少的情况下导致行星齿

轮箱故障诊断准确率不高，早期故障诊断困难。针对上述问题，提出将堆栈收缩自动编码网络（stacked contractive
autoencoder，简称 SCAE）与辅助分类生成式对抗网络（auxiliary classifier generative adversarial networks，简称

ACGAN）相结合的 SCAE⁃ACGAN故障诊断方法。ACGAN的生成器产生与真实样本具有类似分布的生成样本，

扩展训练样本集，并与真实样本一起输入至判别器进行训练。ACGAN采用 SCAE作为判别器，利用 SCAE良好的

抗数据波动能力，从扩展样本集中挖掘出有效的深度特征，并实现样本的真伪与类别的判定。ACGAN的判别器和

生成器在对抗学习训练机制下交替优化，提高方法的样本生成质量与故障判定能力。将 SCAE⁃ACGAN应用于直

升机行星轮裂纹故障诊断，结果表明，SCAE⁃ACGAN的故障诊断性能好，在样本数量少与工况变化情况下具有较

好的健壮性和适应性。
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引 言

行星传动轮系作为直升机传动系统主减速器的

最后一级，是整个主减速器的核心部件。相比于其

他工业领域，恶劣的噪声环境、多变的工况条件使直

升机行星传动轮系更容易发生齿面磨损及局部损伤

等故障现象。因此，开展行星传动轮系故障诊断对

提高直升机飞行安全与出勤率、减少维护费用等方

面具有重要意义，是直升机健康和使用监测系统

（health and usage monitoring system，简称 HUMS）
的重点和难点［1］。

独特的行星结构使行星齿轮箱的振动信号成分

复杂，具有强烈的非平稳性和耦合调制特征，增加了

故障诊断的难度。目前，科研人员在行星齿轮箱的

故障诊断上开展了基于数学模型、信号处理以及模

式识别等方面的研究［2］。基于模型的方法虽然表征

了输出响应与模型参数之间的关系，有助于了解行

星齿轮箱工作原理和故障机理，但由于存在许多假

设与简约化，导致仿真数据与真实情况存在一定差

距，故障诊断精度有待提高［3⁃4］。基于信号处理的方

法受制于行星齿轮箱复杂的振动信号，提取与判别

出微弱的故障信息仍存在许多不确定因素，影响了

诊断的准确度［5⁃6］。另外，基于传统的模式识别方法

由于其浅层学习机制的限制，对工况波动、强噪声背

景下的故障诊断鲁棒性与泛化能力不足［7⁃8］。

近年来，深度学习广泛应用于旋转机械系统的

特征提取与故障诊断。文献［9］采用深度置信网络

（deep belief networks，简称 DBN）融合多个传感器

的有效信息，实现航空发动机及电力变压器故障诊

断。文献［10］在堆栈自动编码器（stacked autoen⁃
coders，简称 SAE）中融入去噪编码，结合多个编码

器的诊断信息融合实现了行星齿轮箱故障诊断。文

献［11］采用深度梯度提升模型逐层学习振动信号特

征，对航空发动机 5类轴承故障进行诊断，并与支持

向量机、K⁃近邻及随机森林等机器学习方法对比验

证了方法的健壮性。相比于浅层学习机制，深度学

习通过建立深层模型来映射信号与故障状态之间复

杂的内在关系，非常适合于大数据背景下多样性、非

线性和高维数据的分析。在直升机行星传动轮系故

障诊断中，应用深度学习进行故障诊断存在两方面

困难：①深度学习模型的诊断精度依赖大量样本的

训练，在样本较少的情况下诊断效果较差，而由于实

验条件限制，直升机行星传动轮系很难获取大量样

本的故障数据；②直升机行星传动轮系往往工作在
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复杂的环境中，比如强烈的背景噪声和扰动的工况

等，需要深度学习模型在样本数据波动情况下仍具

有较好的健壮性和适应性。

为解决以上问题，笔者结合堆栈收缩自动编码

器［12］（SCAE）与辅助分类生成式对抗网络［13］（AC⁃
GAN）提出了基于 SCAE⁃ACGAN的直升机行星

传动轮系故障诊断方法。SCAE可以从样本数据扰

动情况下提取出更具鲁棒性的故障特征，提高了模

型的健壮性；而ACGAN基于对抗学习方式，捕捉真

实样本的内在分布，实现样本集的扩充，解决样本较

少情况。因此，结合两者各自优势，SCAE⁃ACGAN
方法利用ACGAN生成器产生与真实样本具有近似

分布的生成样本，扩充样本数量；利用 SCAE作为判

别器，对扩充后的输入样本进行真伪判别与故障分

类。基于对抗学习方式，对生成器与判别器交替优

化，提高样本生成质量和故障识别能力，最终实现在

样本数量不足和样本数据波动情况下的直升机行星

传动轮系的故障诊断。

1 理论基础

1.1 收缩自动编码器

自动编码器（autoencoder，简称AE）是一种具有

3层对称结构的神经网络，由编码网络和解码网络

所构成。编码网络将输入矢量映射为编码矢量，解

码网络将编码矢量再映射为输出矢量。AE的目标

是实现输出矢量对输入矢量的重构，在此过程中，编

码矢量作为中间层实现了对输入矢量特征表达的

提取。

对于原始样本数据集 { xm } Mm= 1，编码网络将输

入 xm映射为隐含层表达 hm

{hm= fθ ( )Wxm+ b

θ={W，b }
（1）

其中：θ为编码参数集；W为编码权重矩阵；b为编码

偏置向量；f ( ∗ )为激活函数。

解码网络通过激活函数反向将 hm 转换为输入

向量的重构表达 x̂m

{x̂m= fθ ′( )W ′hm+ b ′

θ ′={W ′，b ′}
（2）

其中：θ ′为解码参数集；W ′为解码权重矩阵；b'为解

码偏置向量。

通过最小化代价函数，即原始样本输入 xm与重

构输出 x̂m之间的误差 L，进行自动编码网络训练

ℓAE ( θ，θ′ )= ∑
xm ∈ { xm } Mm= 1

L ( xm，x̂m ) （3）

为了提高编码学习的健壮性，收缩自动编码器

（contractive autoencoder，简称 CAE）在自动编码器

基础上引入一个正则项，惩罚对输入样本扰动的敏

感度，这样 CAE的目标函数是重构误差和收缩罚项

（正则项）的总和，通过最小化该目标函数使学习到

的隐层表达尽量对输入扰动保持不变

ì

í

î

ïï
ïï

ℓCAE ( θ，θ′ )= ∑
xm ∈ { xm } Mm= 1

L ( xm，x̂m )+ 1
2 λ J ( xm ) 2

F

J ( xm )= ∂fθ ( xm ) /∂xm

（4）
其中：J ( ∗ )为对编码函数相关偏导数的 Jacobian
矩阵。

参数 λ用于权衡代价函数的鲁棒性和重构误

差，在保证重构误差最小化的同时，由于惩罚项的限

制，CAE对输入数据中的小扰动敏感性较小。

1.2 堆栈收缩自动编码网络

为形成深度学习隐含层网络，将 CAE层层堆

叠 ，将 前 1 个 CAE 的 隐 含 层 表 达 输 入 至 下 1 个

CAE，实现隐含层表达的层层提取，最后增加 Soft⁃
max分类器构成输出层，构成堆栈收缩自动编码网

络 SCAE，如图 1所示。

首 先 ；CAE1 将 输 入 样 本 xm 编 码 为 hm1 =

fθ1 (W 1 x͂m+ b1 )；其次，将 hm1 输入至 CAE2，编码为

hm2；重复以上步骤，直至最后的 CAEN，此时输出隐

层表达 hmN= fθN (WNhmN - 1 + bN )。

图 1 SCAE组成示意图

Fig.1 Schematic diagram of SCAE structure
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预训练阶段实现了多个 CAE的层层连接，逐层

提取隐含层表达作为特征向量。预训练结束后，在

输出层增加 Softmax分类器对样本分类，输出类别

标签 ym为

ym= gθN + 1 (hmN) （5）

其中：θN + 1 为分类层参数集；g ( * )为分类层激活

函数。

SCAE基于交叉熵的代价函数为

ℓSCAE (Θ )=-
1
M ∑m=1

M

[ cm ln ym-(1- cm )ln ( 1- ym ) ]

（6）
其中：Θ={ θ1，θ2，⋯θN + 1 }为 SCAE参数集；cm 为样

本 xm的类别标签。

SCAE通过最小化 ℓSCAE (Θ )完成网络参数的

微调。

1.3 辅助分类生成式对抗网络

生成式对抗网络［14］（generative adversarial net⁃
works，简称 GAN）基于博弈论中双人零和博弈的

启发，由单个生成器和单个判别器构成。任意可微

分的函数都可以用来表示 GAN 的生成器 D和判别

器 G，其结构如图 2（a）所示。其中：xm 采样于原始

数据样本；z r为生成器输入，采样于随机噪声（例如

高斯随机噪声）；G ( z r )为 G生成的尽量服从原始数

据分布的生成样本。

GAN的训练过程中，D的目标是判别输入样本

是真实样本 xm 还是生成样本 G ( z r )；G的目标是尽

量捕捉真实样本的内在分布，使生成的生成样本

G ( z r )在 D上的表现与真实样本 xm一致。基于对抗

学习方式，G和 D不断优化自身性能，直至两者实现

纳什均衡，优化目标函数为

min
G
max
D
{ f ( D，G )= E [ logD ( xm ) ]+ E [ log ( 1-

D (G ( z r ) ) ) ] } （7）
GAN的训练结束后，G实现了对真实样本的内

在分布的近似估计，同时D提升了判别能力。

辅 助 分 类 生 成 式 对 抗 网 络 ACGAN 结 构 如

图 2（b）所示，生成器 G的输入除了噪声外还有指定

的类别标签 c，引导生成类条件样本G ( c，z r )，以增强

现有的生成模型。判别器D除了分辨出样本的真伪

的概率分布，还通过一个 softmax分类器具体给出属

于类别标签的概率分布。在对抗过程中，判别器目

标是尽可能区分出真实数据和生成数据并且能准确

对数据进行分类，而生成器是生成数据能尽可能被

判别为真实数据且能被有效分类。

2 基于 SCAE⁃ACGAN故障诊断方法

2.1 方法流程

针对样本数量少、样本数据波动情况下直升机

行星传动轮系故障诊断的难题，笔者将 SCAE与

ACGAN相结合，提出基于 SCAE⁃ACGAN的直升

机行星传动轮系故障诊断方法。方法采用 SCAE作

为判别器，BP神经网络作为生成器，如图 3所示。

随机采样高斯噪声得到的噪声向量 { z r } Rr= 1，生
成网络将其映射为隐含层矢量 h rz，形成生成样本

{ x rfalse } Rr= 1，对应的类别标签为 y rfalse

h rz= fθz (W z z r+ b z ) （8）

图 3 SCAE-ACGAN故障诊断模型

Fig.3 Diagnostic model based on SCAE-ACGAN

图 2 GAN与ACGAN的结构框图

Fig.2 The structure diagram of GAN and ACGAN
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x rfalse = fθ ′z (W z ′h rz+ b ′z ) （9）
其中：θ z，θ ′z分别为生成网络的输入层与输出层的参

数集，且 θ z={W z，b z }，θ ′z={W ′z，b ′z }；W z 与W ′z 为权

重矩阵；b z与 b ′z为偏置向量。

2.1.1 判别器训练

将 { x rfalse } Rr= 1 标注为 0，真实样本 { xm } Mm= 1 标注

为 1，将真实样本与生成样本输入至 SCAE进行真

伪判定和故障识别，通过式（5）给出样本的真伪标签

d m
ture，d r

false以及类别标签 cmture，c rfalse。

SCAE⁃ACGAN通过最小化真伪标签与类别标

签的代价函数误差，完成判别器 SCAE的训练。基

于交叉熵代价函数 ℓSCAE⁃ACGAN_G为
ℓSCAE⁃ACGAN_D = arg min

Θ
( ℓ c+ ℓd ) （10）

其中：ℓ c为类别标签的交叉熵代价函数误差；ℓd为真

伪标签的交叉熵代价函数误差。

ℓ c=-
1
M ∑m= 1

M

[ ym ln cmture +(1- ym )ln ( 1- cmture ) ] -

1
R ∑r= 1

R

[ y rfalse ln c rfalse +(1- y rfalse )ln ( 1- c rfalse ) ] （11）

ℓd=-
1
M ∑m= 1

M

ln d m
ture -

1
R ∑r= 1

R

ln ( 1- d r
false ) （12）

其中：Θ为参数集，Θ={ θ1，θ2，⋯，θN + 1 }。
2.1.2 生成器训练

首先将 { x rfalse } Rr= 1 标注为 1，判别器 SCAE对生

成样本进行判别，输出结果为假时（输出的真伪标签

结果为 0），说明生成器的生成样本无法成功欺骗判

别器，然后通过式（13）对生成网络进行反馈调节

ℓSCAE- ACGAN_G = arg min
Θ ′

( ℓ c+ ℓg ) （13）

其中：ℓSCAE- ACGAN_G 为生成器的代价函数；ℓg 为真伪

标签的交叉熵代价函数误差。

ℓg=-
1
R ∑r= 1

R

ln d r
false （14）

其中：Θ ′为参数集，Θ ′={ θ z，θ ′z }。
2.1.3 对抗学习方式

当真实样本 { xm } Mm= 1 输入至 SCAE ⁃ACGAN
时，判别器 SCAE的目标是尽量使 d m

ture输出为 1；当
生成样本 { x rfalse } Rr= 1为输入时，判别器 SCAE的目标

是尽量使 d r
false输出为 0。判别器的目标是正确判断

出真实样本和生成样本，而生成器目标是“以假乱

真”，通过生成样本使判别器输出 d r
false趋近于 1。基

于对抗学习方式，生成器与判别器都不断进行交替

优化，直至两者实现纳什均衡，最终完成 SCAE⁃AC⁃
GAN的训练。

2.2 方法实现

基于 SCAE⁃ACGAN的直升机行星传动轮系

故障诊断方法的实现流程见图 4，具体步骤如下：

1）采集直升机行星传动轮系振动信号，计算信

号频谱，并将频谱分为训练样本与测试样本；

2）将训练样本输入至参数设置后的 SCAE⁃AC⁃
GAN故障诊断模型，基于对抗学习方式，不断交替优

化 SCAE⁃ACGAN的生成器与判别器，直至两者实

现纳什均衡，最终完成 SCAE⁃ACGAN的训练。

3）基于训练后的模型，测试样本输入至 SCAE⁃
ACGAN的判别器，进行行星传动轮系故障诊断，输

出诊断结果。

3 实验验证

3.1 实验设置

方法在直升机行星传动轮系实验平台进行验

证，如图 5所示，主要由大功率电机、直升机主减速

器、负载以及采集设备等组成，其中主减速器含有 1
个单级行星传动轮系。

实验中设置了 4种行星轮裂纹故障，分别为

0.5，1，2，4 mm齿根裂纹故障，如图 6所示。在齿圈

外部安装加速度传感器检测振动信号，采样频率为

图 4 SCAE⁃ACGAN故障诊断方法流程

Fig.4 Algorithm of fault diagnosis based on the SCAE⁃
ACGAN
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5 kHz，时域波形如图 7所示。

实验中，为与直升机实际情况一致，采用额定转

速，并在正常与故障情况下设置了 4种负载等级，分

别为无负载和满负载的 25%，50%以及 75%。同

时 在 采 集 的 实 验 条 件 下 振 动 信 号 加 入 标 准 的

NoiseX⁃92舱内噪声，信号噪声比为-5 dB，数据样

本及分配情况如表 1所示。

3.2 诊断结果分析

实验中，首先确定判别器 SCAE的初始网络模

型参数。通过采用样本集对 SCAE网络模型结构参

数进行测试，以平均分类准确率最高的参数作为最

终结果，确定 SCAE网络模型结构为 1 000⁃300⁃25⁃
5，即网络共有 4层，每层神经元个数为 1 000，300，
25和 5。
3.2.1 特征可视化分析

为验证 SCAE⁃ACGAN从输入信号样本中提

取深度特征的有效性，利用主成分分析（principal
component analysis，简称 PCA）从中提取两个主成

分，并与原始频谱特征提取的两个主成分进行可视

化对比，形成的散点图如图 8所示。从图中可知，在

进入 SCAE⁃ACGAN模型前，振动信号的原始频谱

特征交叉重叠，难以区分。经过 SCAE⁃ACGAN提

取深度特征后，行星轮的不同裂纹故障可有效地被

区分开，而同一裂纹故障很好地聚集在一起，显示了

SCAE⁃ACGAN提取的深度特征的有效性。

3.2.2 诊断准确率分析

图 9为 SCAE⁃ACGAN在不同负载等级下对正

常以及裂纹故障模式下的诊断结果。从图中可以看

出，误判主要发生在 0.05 mm裂纹故障与正常状态

之间，主要因为微弱的初始裂纹故障由于振动信号

幅值较小，在复杂信号背景下容易受到干扰，尤其是

图 7 原始时域信号

Fig.7 The original signals

图 5 直升机行星传动轮系实验验证平台

Fig.5 Helicopter planetary gear train experimental verifi⁃
cation platform

图 6 行星齿轮齿根裂纹故障

Fig.6 Planetary gear root crack fault models.

表 1 实验样本集

Tab.1 Experimental dataset

模式类型

正常状态

0.05 mm裂纹

1 mm裂纹

2 mm裂纹

3 mm裂纹

样本个数

1 000
1 000
1 000
1 000
1 000

训练集个数

800
800
800
800
800

测试集个数

200
200
200
200
200

工况数

4
4
4
4
4
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在低载情况下；但随着负载增大，故障行星齿轮与太

阳轮、齿圈啮合过程产生的振动幅值增加，出现误判

的样本减少。在相邻裂纹故障之间也出现了少量误

判，由于都是裂纹故障，不同裂纹长度引起的振动幅

值在复杂信号背景下微弱的幅值差异容易引起混

淆，在不同负载等级下这种情况都存在。但整体而

言，在 4种负载条件下，SCAE⁃ACGAN的平均诊断

准确率达到 98.15%。

3.3 对比分析

应用深度学习进行直升机行星传动轮系故障诊

断面临着样本数量少、样本数据波动两方面的困难，

为了突出 SCAE⁃ACGAN在这两种条件下的诊断

性能，引入 SCAE，SAE与 DBN深度学习模型进行

对比实验分析。其中，各深度学习模型主要的网络

参数与 SCAE⁃ACGAN相同。为减少随机因素的

影响，实验重复运行 5 次取平均结果进行对比。

在直升机健康管理系统中衡量故障诊断性能需

同时考虑漏警率 PMAR和虚警率 QFAR，因此，笔者采

用 F1［15］（无量纲）来综合评价不同方法的故障诊断

能力，F1越接近 1，说明分类器对不同状态模式的诊

断能力越强，其计算公式为

F 1 = 2×
(1- PMAR ) ( 1- QFAR )
( 1- PMAR )+(1- QFAR )

（17）

3.3.1 不同样本数量下性能对比

由图 10可知，深度学习方法的故障诊断性能随

着样本数的增加而逐步提升，而浅层学习方法的故

障诊断性能没有出现变化，依旧维持在较低的诊断

水平。这表明深度学习通过大量数据样本的训练，

能挖掘出频谱信号中隐含的故障敏感信息，实现高

质量的故障诊断。另一方面，相比于其他深度学习

方法，由于 SCAE⁃ACGAN有机地结合生成器的生

成能力与判别器的分类能力，在生成对抗过程中提

图 8 两种方法提取特征的 PCA可视化对比结果

Fig.8 PCA visualization results of features extracted by two
methods

图 9 不同负载等级下 SCAE⁃ACGAN故障诊断结果

Fig.9 The diagnosis results of the SCAE ⁃ACGAN under
different load levels
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升了整个模型的质量，因此在面对样本量较少的情

况下，依然可以获得较高的诊断性能。

3.3.2 样本数据波动条件下性能对比

样本数据波动主要来自工况条件的变化：①背

景噪声变化；②负载的波动。为了更好地验证方法

诊断性能，实验分别在不同的信噪比条件下以及负

载波动情况下进行对比分析。

1）不同信噪比条件下性能对比。为了模拟直

升机行星传动轮系运行的噪声环境，在采集的振动

信号中加入标准的 NoiseX⁃92舱内噪声，形成不同

信噪比进行实验分析，结果如图 11所示。信噪比在

0 dB及以上，基于深度学习的诊断模型具有较为优

异的诊断性能，原因在于深层的无监督学习网络结

构对输入数据与故障类别之间的复杂非线性映射具

有更强的学习能力。随着信噪比的进一步降低，各

方法的诊断性能均有所降低，而相比于 SAE 与

DBN，由于 SCAE增加收缩惩罚项，使特征提取函

数能抵抗输入扰动，并通过深层学习把握了数据的

流行结构，在信噪比变化情况下依然维持较高的诊

断性能。另外，相比于单独的 SCAE，SCAE⁃AC⁃
GAN通过生成对抗学习，进一步增强了 SCAE模型

的稳定性，挖掘出更具鲁棒性的深度特征，因此获得

更优的诊断性能。

2）负载波动情况下性能对比。用原数据集中

50% 满 负 载 下 的 样 本 训 练 各 学 习 模 型 ，然 后 在

40%，45%，50%，55%，60%满负载下重新采集测

试样本对各方法进行测试，实验结果如图 12所示。

从图中得知，无论从单个 F1结果还是整体数据稳定

性，SCAE⁃ACGAN都优于其他的学习模型。说明

通过收缩自动编码，提高了深度模型的抗扰动能力，同

时利用生成器生成与真实样本不同但分布相似的生成

样本，与真实样本同时输入至判别器进行分类，并基于

对抗学习的训练机制，交替迭代优化训练生成器与分

类器，加强了模型的泛化能力，提高了诊断性能。

4 结束语

提出了基于 SCAE⁃ACGAN的直升机行星传

动轮系裂纹故障诊断方法。SCAE⁃ACGAN有效利

用了判别器 SCAE的抗数据扰动能力，提取到了具

有优异鲁棒性的深度特征，提高了方法的健壮性和

适应性。同时通过ACGAN生成与真实样本具有近

似分布的生成样本，扩充了训练样本集。生成器与

判别器基于对抗学习方式交替优化，逐步提高了模

型的故障诊断性能与泛化能力。在真实的直升机传

动轮系实验平台注入了 5种裂纹故障模式，在模拟

真实运行环境情况下，对 SCAE⁃ACGAN的诊断性

能进行了验证，并与浅层学习模型和其他深度学习

模型进行了对比分析，验证了 SCAE⁃ACGAN在样

本数量少及样本数据波动等情况下相比于其他方法

图 10 不同样本数量下的诊断结果

Fig.10 The diagnosis results under different sample sizes

图 11 不同信噪比下的诊断结果

Fig.11 The fault diagnosis results under different signal-to-

noise ratios

图 12 负载波动下的诊断结果

Fig.12 The diagnosis result under load fluctuation
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的优异性能。
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