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基于注意力循环胶囊网络的滚动轴承故障诊断
∗

瞿红春， 朱伟华， 高鹏宇， 王 超， 周大鹏， 丁 凯
（中国民航大学航空工程学院 天津，300300）

摘要 针对滚动轴承工作工况复杂、载荷大及测得的振动信号信噪比（signal‑to‑noise ratio ，简称 SNR）低的特点，提

出了一种利用注意力循环机制（attention recurrent，简称 AR）构建数字胶囊并与胶囊网络（capsule network，简称

Caps）相融合的微弱故障诊断模型。首先，在构建初级胶囊时引入双向长短时记忆网络（bidirectional long short
time memory neural network，简称 Bi‑LSTM），对时频图中的时序特征进行提取，并建立胶囊间的非线性关联；其

次，引入注意力循环机制构建数字胶囊，提高时频图中不同时间和频带的能量强度变化的影响力；然后，通过 3D卷

积与动态路由机制构建的数字胶囊进行自适应融合，实现特征的多样提取；最后，利用 softmax分类器将融合特征映

射到输出层，实现高噪声环境下的滚动轴承故障诊断。结果表明，该方法对小样本、低信噪比的微弱故障信号较其

他诊断模型有更高的诊断精度，并能够有效减小过拟合问题。使用不同负载下的数据做测试集验证了该模型有较

强的泛化能力。
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引 言

滚动轴承是旋转机械转子的关键支撑部件，长

期处于复杂、恶劣的工作环境中，具有高故障率、易

损坏的特点。由于轴承所在位置特殊，无法对轴承

状况进行直接观测和诊断，所以目前普遍采用对振

动信号进行分析的方法实现滚动轴承的故障诊断。

近年来，得益于机器学习的强大拟合能力，许多学者

将机器学习应用于故障诊断领域中。徐冠基等［1］对

时间序列进行相空间重构，结合采用简化粒子群算

法优化改进的双子支持向量机进行轴承故障诊断。

文献［2‑3］对轴承振动信号进行特征提取并利用反

向传播神经网络（back propagation neural network，
简称 BPNN）和径向基网络进行分析和检测。虽然

这些研究都取得了较好的结果，但是浅层神经网络

容易陷入局部最优解，收敛速度较慢，滚动轴承往往

是在交替工况下工作，测得的故障信号特征微弱并

且易被调制呈现出典型的非线性与非平稳性，难以

通过浅层特征进行完整描述。随着深度学习技术在

图片识别、计算机视觉及自然语言处理方面的成功

运用，深度学习技术也被引入滚动轴承故障诊断领

域。曲建岭等［4］将原始时域信号与卷积神经网络

（convolution neural network，简称 CNN）相结合，实

现了滚动轴承的自适应诊断。文献［5‑9］将振动信

号的时频分析与卷积神经网络相结合，利用 CNN能

够自动学习数据内部特征的特性，将时频分析提取

出的特征映射到目标空间，实现故障的诊断。文献

［10］将降噪自编码网络（denoising autoencoder，简
称 DAE）与深度置信网络（deep belief networks，简
称 DBNs）相融合，分别利用 DAE学习浅层特征和

DBNs学习深层特征的优势自动对振动信号进行自

适应特征提取，实现了滚动轴承故障智能诊断。虽

然以上深度学习模型在完成轴承故障诊断任务时都

有较好的表现，但仍存在不足。文献［5‑9］中 CNN
的池化层都是采用最大池化，这样虽然可以增强网

络对于平移和旋转的时不变性，增强网络的泛化能

力，但却丢失了特征图层中的其他特征［11］。传统卷

积网络将提取好的深层特征通过全连接层映射到目

标空间，但是由于全连接层的参数过多，容易发生过

拟合现象［12］。文献［10］使用的 DAE和 DBNs的融

合网络虽然能够实现故障特征的自动提取，但是

DAE和 DBNs网络本身存在计算量大、诊断速度慢

的缺点。

为了克服 CNN导致特征丢失、全连接层引发过
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拟 合 现 象 等 缺 陷 ，Sabour 等［13］提 出 了 胶 囊 网 络

（CapsNet）。胶囊网络使用向量进行网络运算，每

个向量都表征 1个胶囊，向量的每个维度都代表着

某个实体的一种特征，所以胶囊网络模型的特征表

达更丰富。Zhu等［11］利用凯斯西储大学及帕德博恩

大学的轴承数据库数据对所提出的改进胶囊网络模

型进行验证，验证精度达到了 97.15%。Chen等［14］

验证了胶囊网络在不同载荷、不同背景噪声下对轴

承故障诊断有着良好的诊断效果以及较强的鲁棒

性。衷路生等［15］利用凯斯西储大学的轴承数据库数

据对胶囊网络模型的诊断能力进行验证，精度达到

了 99.93%。Wang等［16］将胶囊网络应用于风力机齿

轮箱的故障识别，模型的平均分类精度达到 94%。

Huang等［17］在五速汽车变速器上采集了由轴承故障

（内圈缺陷）、齿轮故障（缺齿缺陷）和复合故障（轴承

和齿轮故障）组成的齿轮箱数据集，验证了胶囊网络

在旋转机械的故障诊断中的良好表现。

笔者提出一种注意力循环机制与胶囊网络相结

合的滚动轴承微弱故障诊断模型。首先，通过嵌入

Bi‑LSTM来重构主胶囊层，使得每个主胶囊之间都

建立非线性关系，提高网络的分类性能；其次，在主

胶囊层和数字胶囊层之间并行嵌入注意力循环机

制，利用路由机制和注意力循环机制 2种不同的方

式构建数字胶囊，增加特征提取的多样性；最后，通

过三维卷积运算对路由机制的数字胶囊和注意力机

制的数字胶囊实现自适应融合并映射到目标空间，

最终实现基于 Caps‑AR和连续小波变换（continu‑
ous wavelet transform，简 称 CWT）的 故 障 诊 断 方

法，并通过对不同故障的滚动轴承进行故障诊断实

验，证明了所提模型的可行性与有效性。

1 基本理论

1.1 胶囊网络

胶囊网络主要由两部分组成，即初级胶囊层和

数字胶囊层。其中，初级胶囊层包括卷积层及初级

胶囊构建层。卷积层的计算公式为

alj= f (∑i∈ hj
al- 1i *w l

ij+ blj ) （1）

其中：alj 为第 l层第 j个元素；hj为 l-1层的第 i个卷

积面；al- 1i 为卷积面中的数值；w l
ij 为对应卷积面的

卷积核；blj为阈值；*表示卷积；f ( ∙ )为激活函数。

f ( ∙ )通 常 选 择 线 性 修 正 单 元（rectified linear
unit，简称 ReLU），其表达式为

f ( x )= max ( 0，x ) （2）

胶囊网络在构建初级胶囊时将卷积层提取出的

标 量 故 障 特 征 排 列 为 向 量 故 障 特 征 ，生 成 初 级

胶囊 u i。

有别于 CNN网络的池化层，数字胶囊层与初级

胶囊层之间的传递是通过动态路由机制实现的。动

态路由机制的传递过程如下。

1）利用初级胶囊对故障特征的类别进行预测，

生成实例预测胶囊，转换公式为

û j丨i=W iju i （3）
其中：i为初级胶囊标号；j为数字胶囊标号；u i为初

级胶囊层输出的第 i个初级胶囊；û j丨i为实例预测胶

囊；W ij为权值矩阵。

2）计算实例预测胶囊与数字胶囊之间的耦合

系数，并对所有实例预测胶囊进行加权求和得到数

字胶囊，计算式为

cij= exp ( bij ) ∑j
exp ( bij ) （4）

s j=∑i
cij û j丨i （5）

其中：bij为实例预测胶囊 û j丨i与数字胶囊 s j之间的先

验连接权重，bij的初始值都设为 0；cij为耦合系数，通

过式（5）得到，且∑cij= 1。
3）胶囊网络利用数字胶囊的模长作为分类概

率，先利用式（6）的 squash函数将数字胶囊 s j的模长

压缩至［0，1］，得到数字胶囊层最终输出数字胶囊

v j；再利用式（7）对先验连接权重 bij进行更新

v j= squash ( s j)=  s j
2

1 + s j
2

s j

 s j
（6）

bij= bij+ û j丨iv j （7）

1.2 双向长短时记忆网络

在一般的胶囊网络中，初级胶囊之间都是相互

独立的。滚动轴承振动信号的小波时频图中包含了

时序信息，所以在相邻区域所提取的特征都可以用

来对当前区域进行评定。标准的 LSTM网络只考

虑了顺序的输入，所以笔者采用 Bi‑LSTM网络对卷

积后所得的初级胶囊进行重构，以建立初级胶囊之

间的非线性关联。

Bi‑LSTM网络结构包含正序和反序 2个独立

的隐含层，每个隐含层都由若干个 LSTM神经元构

成，Bi‑LSTM结构如图 1所示。2个隐含层具有不

同的权值阈值参数，其中：C为 LSTM神经元，用于

记录长期信息；a为隐含层输出，用于记录短期信

息，且 a会传递到相邻 LSTM神经元。
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2 网络结构设计

为了在强噪声下实现滚动轴承的微弱故障诊

断，笔者提出注意力循环机制和胶囊网络相融合的

滚动轴承故障诊断模型。所提的 AR‑Caps含噪信

号故障诊断模型如图 2所示，共分为 4个部分：信号

预 处 理 、初 级 胶 囊 构 建 层 、数 字 胶 囊 构 建 层 和

softmax分类器。信号预处理阶段包括加噪、生成小

波时频图以及切分训练集和测试集。

2.1 初级胶囊构建层

构建初级胶囊时采用 2层二维卷积网络对压缩

后的灰度时频图进行特征提取，第 1层卷积层采用

64个尺度为 9×9、步长为 1的卷积核进行特征提取，

第 2层卷积核采用 128个尺度为 9×9、步长为 2的卷

积核进行特征提取，2个卷积层都采用 ReLU激活函

数。利用提取出的标量故障特征数据构建出 1 024
个 8×1的初级胶囊向量雏形，再通过输出为 100维
的 Bi‑LSTM网络对初级胶囊雏形进行重构，得到

1 024个 100×1的最终初级胶囊向量。

2.2 数字胶囊构建层

2.2.1 注意力循环机制

本研究的数字胶囊采用 2种方式构建：①采用

传统的动态路由机制构建数字胶囊，最终得到 4个
25维的用于故障诊断的数字胶囊；②采用注意力循

环机制构建数字胶囊。这种并行模块采用不同方式

进行特征提取，在提高特征多样性的同时也避免了

传统神经网络在增加深度时产生的梯度消失的问

题。动态路由机制能够保留所有的特征，并通过耦

合系数准确反映整体与局部的关系，但是却无法有

效抑制无用特征。注意力机制可以从大量信息中筛

选出对当前任务更关键的信息，并且抑制无用的信

息［18］。因此，笔者将路由机制的先验耦合系数与注

意力机制的后验耦合系数相融合，提出注意力循环

机制。通过先验耦合系数建立时频图中高能区之间

的关系以提高实例预测胶囊与数字胶囊之间相似

度，同时利用注意力机制提高时频图中不同时间和

频带的能量强度变化的影响力，抑制不相关特征对

模型的干扰，提高诊断效果。注意力循环机制的迭

代过程如下，其中：输入层数为 1，初级胶囊，迭代次

数为 r；输出层数为 l+1，数字胶囊为 vi。
1）Initialization：bij= 0
2）For k in range（r）
3）cij= softmax ( bij )
4）û j丨i=W iju i
5）h j丨i= cij⨀û j丨i
6）H j丨i= tanh (W sjh j丨i+ b sj )

7）αi=
exp ( H j丨i )
∑i
exp ( H j丨i )

，∑i
αi= 1

8）s j=∑i
αi H j丨i

9）v j= squash ( s j )
10）bij= bij+ û j丨iv j
上述过程中：步骤 3~5用来计算先验耦合系

数，利用 4个维度为 100×25的权值矩阵W ij生成实

例预测胶囊 û j丨i，维度为 1 024×25，再利用先验耦合

系数计算数字胶囊层的输入胶囊H ij；步骤 6~8利用

注意力机制的隐层变量及激活函数计算后验耦合系

数，完成实例预测胶囊所提取特征的加权融合，所输

出的初步数字胶囊 s j的维度为 1×25；步骤 9对 s j的

模长进行压缩得到数字胶囊 v j；步骤 10对先验耦合

系数进行更新，最终得到 4个 25维的用于故障诊断

的数字胶囊。

图 2 AR-Caps含噪信号故障诊断模型

Fig.2 AR-Caps fault diagnosis model with noisy signals

图 1 Bi-LSTM结构图

Fig.1 Structure diagram of Bi-LSTM

1110



第 6 期 瞿红春，等：基于注意力循环胶囊网络的滚动轴承故障诊断

2.2.2 自适应特征融合

2 个 独 立 数 字 胶 囊 的 拼 接 方 式 为 图 2 中 的

Caps‑AR和Caps‑DR，最终得到维度为 4×25×2的拼

接特征。采用 3D卷积实现 2个独立数字胶囊的自适应

融合，并通过 softmax分类器得到维度为 4×1的网络

输出。该方法能够在网络迭代的过程中自适应地改变

网络提取特征在网络输出的比重。路由端所得特征和

注意力循环端所得特征进行融合及预测的过程为

Capsl=∑j∑i
a lij w ij （8）

y= softmax ( Caps ) （9）
其中：Capsl为第 l个拼接胶囊；alij为第 l个拼接胶囊

的第 i行、第 j列的特征量；wij为特征融合时的权值。

式（8）、式（9）表示将动态路由端和注意力循环

端所提取出的特征进行自适应的加权融合。

3 AR‑Caps模型故障诊断

3.1 数据来源

本研究使用的振动数据来自美国凯斯西储大学

的开放数据库［19］，轴承实验装置如图 3所示。

该实验以电机驱动端的轴承作为诊断对象，分

别在测试轴承的内圈、滚动体以及外圈上采用电火

花的加工方式引入单点缺陷来模拟轴承的 3种故

障，损伤尺度分别为 0.177 8 mm，0.355 6 mm以及

0.533 4 mm，尺度的变化表明故障由微弱逐渐增强。

以 12 kHz采样频率采集不同负载下的轴承振动数

据，用于实验分析。

为了实现滚动轴承的微弱故障诊断，本研究实

验样本选取损伤尺度最小的 0.177 8 mm、负载为

735.5 W下的轴承故障样本用于模型训练。笔者将

采集到的振动信号进行分割，每个样本包含 512个
采样点。为了模拟轴承在实际运行中的强噪声干

扰，笔者采取在振动信号中加入 SNR=0.5的高斯

白噪声。每种轴承状态随机抽取 200个样本用于模

型训练，25个样本用于模型精度测试。

时域信号并不能很好地表征信号的特点，为了

能够挖掘更深层的特征，笔者采用尺度为 256的

cmor3‑3小波基对低信噪比信号进行连续小波变

换，生成小波时频图，如图 4所示。由图可知，加噪

信号的小波时频图高能区由原来的低频和中频区域

分散到整个时频区域，使得通过小波时频图已经无

法直观地进行故障诊断。将加噪后的时频图压缩成

32×32大小的灰度图，最终得到不同状态下的时频

图各 225个，随机选取其中的 800个作为训练样本，

100个作为测试样本。

对每种故障类型采用独热（one‑hot）编码，即正

常轴承表示为［1，0，0，0］，内圈故障表示为［0，1，0，
0］，滚动体故障表示为［0，0，1，0］，外圈故障表示为

［0，0，0，1］。

3.2 网络的训练与测试

为了保证模型诊断的精度及稳定性，降低实验

的偶然性，本研究用 3种不同采样方式生成的训练

集与测试集，每组数据集进行 2次实验，共 6次实验

结果的平均值对网络模型的诊断性能进行评估。6
次 仿 真 实 验 结 果 分 别 为 98%，99%，96%，98%，

95%和 99%，平均正确率为 97.5%。模型精度曲线

如图 5所示，模型损失曲线如图 6所示。

图 3 轴承实验装置

Fig.3 Bearing test device

图 4 小波时频图

Fig.4 Wavelet time-frequency diagram

图 5 模型精度曲线

Fig.5 Model accuracy curve
图 6 模型损失曲线

Fig.6 Model error curve
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结合图 5和图 6可以看出：AR‑Caps模型开始训

练在 20次迭代之后网络的测试精度达到 90% 以

上，误差降到了 0.2左右；在 50次迭代之后网络的测

试精度存在小幅波动，但是总体趋于平稳；最后 10
次迭代精度保持在 97.5%左右。

3.3 与其他模型的对比

为评估模型精度，将所提模型与其他 6种智能

诊断模型的 6次仿真结果进行对比，如图 7所示。其

中：AR‑Caps为笔者所提诊断模型；CWT‑Caps为连

续小波变换+胶囊网络模型；CWT‑CNN为连续小

波变换+CNN模型；STFT‑CNN为短时傅里叶变

换（short time Fourier transform，简 称 STFT）+
CNN 模 型 ；TDS‑CNN 为 低 信 噪 比 的 时 域 信 号

（time domain signal，简 称 TDS）+CNN 模 型 ；

CWT‑DNN 为小波时频图+深层 BP 神经网络；

BPNN为对低信噪比信号提取峰值、均值、均方根、

方差、偏度和峭度［20］等指标，再结合 BPNN的模型。

由图 7可以看出：AR‑Caps测试精度的中位线

明显高于其他模型的中位线，并高于 STFT‑CNN
和 TDS‑CNN 的 上 四 分 位 线 ，与 CWT‑Caps 和

CWT‑CNN的上四分位线基本持平，这表明该模型

半数以上的测试精度要高于其他模型；AR‑Caps模
型的中位线至上四分位线之间的距离为所有模型中

最短距离之一，这说明该模型的稳定性更强，受不同

采 样 方 式 的 影 响 更 低 ，而 与 其 距 离 相 同 的

TDS‑CNN的整体精度低于该模型。

图 8为多个模型 6次仿真的平均结果，各模型性

能对比见表 1。笔者利用测试精度与训练精度的比

值 来 衡 量 模 型 的 拟 合 程 度 。 由 图 8 可 以 看 出 ：

BPNN 模型收敛速度慢，结合表 1中的训练精度

66.33%、测试精度 63.00%可知，该模型受到特征数

的限制而无法对低信噪比的振动信号进行区分；采

用时频图为输入的 DNN模型出现了严重的过拟

合，且精度表现最差；CNN模型的收敛速度较快，并

且能够很快进入稳定阶段，但其进入稳定阶段后精

度无法继续提升，如 STFT‑CNN和 CWT‑CNN一

直稳定在 95.17%和 95.83%左右，说明 CNN模型

的特征提取能力有限，从训练集中提取出的特征不

足 以 对 测 试 集 中 的 数 据 进 行 识 别 。 表 1 中

TDS‑CNN模型的测试精度为 93.50%，训练精度为

99.37%，两者的比值为 94.09%，这说明该模型出现

了明显的过拟合现象。从胶囊网络模型的训练精度

曲线可以看出，所有的 CapsNet模型都会出现波谷，

这说明模型从训练集中学取了新的特征，并且波谷

图 7 6次仿真结果对比

Fig.7 Comparison of six simulation results

图 8 多个模型 6次仿真的平均结果

Fig.8 Average results of six simulations of multiple models

表 1 各模型性能对比

Tab.1 Performance comparision of models %

模型

BPNN
CWT‑DNN
TDS‑CNN
STFT‑CNN
CWT‑CNN
CWT‑Caps
AR‑Caps

训练
精度

66.33
98.56
99.37
99.50
99.75
99.61
99.92

测试
精度

63.00
46.50
93.50
95.17
95.83
97.00
97.50

召回率

63.00
46.50
93.38
95.29
95.88
97.04
97.65

F1

57.42
45.73
90.70
95.30
95.82
96.99
97.33

拟合
程度

94.98
47.18
94.09
95.65
96.07
97.38
97.58
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之后训练精度都会呈现提升趋势。虽然 CapsNet模
型前期波动较大，但最后都会达到一个相对稳定的

精度值。将笔者所提模型与其他 CapsNet模型相

比，所提模型的波动更小，精度更高。

由表 1可以看出：胶囊网络诊断模型的诊断精度

比浅层卷积神经网络诊断模型至少高出 1.17%，比

BP模型至少高出 34.5%；CNN诊断模型精度和召回

率的调和平均数 F1值都低于 96%；BP模型的 F1值都

低于 60%。这说明在小样本下胶囊网络的综合性能

更好，能够提取出更多的特征，更适用于小样本低信

噪比的轴承故障诊断中。本研究模型的诊断精度为

97.5%，在所有胶囊网络模型中最高，其拟合程度比其

他模型高出 0.5%~50.4%，且召回率和 F1值分别达

到 97.65%和 97.33%。这说明注意力循环机制能够

为时频图中含有故障信息的高能频带赋予更高的权

重，可有效识别不同故障类型高能频带之间的分布区

别。AR‑Caps模型的测试精度与训练精度的比值为

97.58%，说明其能够有效减轻过拟合现象。

3.4 模型适应性分析

在实际运行过程中，轴承常在不同负载下工作，

为了进一步讨论所提模型在工程实际应用中的适用

性与可行性，将测试集换为负载为 0，1 471和 2 206
W、损伤尺度为 0.177 8 mm的轴承状态数据，测试

样本的提取方式与训练集一致。将每种负载下的测

试集样本总数增加至 400个，不同负载下的仿真结

果对比如图 9所示。

由图 9可知，当负载发生变化时，CWT‑AR ‑
Caps模型的诊断精度仍然可以达到 93%，93%及

92.5%，明显高于其他模型。该模型诊断精度的方

差仅为 8.33× 10-6，远低于其他模型，说明笔者所提

模型在不同负载下有更强的稳定性，能够从低信噪

比振动信号的小波时频图中学习到轴承故障中的鲁

棒性特征，使得模型有较强的泛化能力。

4 结 论

1）针对 CNN中池化层存在的特征丢失问题，

提出采用动态路由机制实现低级胶囊与高级胶囊之

间连接，通过赋权的形式体现出不同特征的贡献度，

进而保留所有特征。

2）针对小波时频图中包含的时域特征，利用

Bi‑LSTM网络对初级胶囊雏形进行重构，建立初级

胶囊之间的非线性关联。

3）针对小波时频图中频带所含能量的不同，提

出注意力循环机制增强对含有故障特征的高能频带

的识别能力，提高了模型对滚动轴承故障时频特征

参数的提取能力。

4）利用 3D卷积运算实现数字胶囊的自适应融

合，减少了特征提取层与输出层之间的连接权值，减

少了模型的过拟合问题。

5）通过仿真实验验证，相比于卷积神经网络模

型及胶囊网络模型，本研究提出的模型在小样本、低

信噪比的微弱故障信号上有着更好的诊断能力，对

不同负载的轴承信号有着更好的泛化能力。
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