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摘要  为提高风电机组运行效率，降低风电场运营成本，对风电机组运行状态监测显得尤为重要，提出一种基于数

据采集与监控（supervisory control and data acquisition，简称 SCADA）系统和萤火虫改进麻雀搜索算法优化深度置

信网络（firefly improved sparrow search algorithm optimized deep belief network， 简称 FISSA⁃DBN）的风电机组状态

监测新方法。首先，对 SCADA 数据进行预处理分析，并利用专家系统和皮尔逊相关系数分析，相关分析选取输入

参数和输出参数；其次，利用预处理数据集建立基于 FISSA⁃DBN 的风电机组运行状态监测新模型，根据模型预测

值和实际输出值之间的重构值误差，以及指数加权移动平均阈值（exponentially weighted moving average， 简称

EWMA）判断是否有异常；最后，以华东某风电场实际数据为例进行实例验证。结果表明，所提出方法的预警时间

比实际记录时间最早可提前 4 d 多。同时，将所提出方法与其他方法进行对比，结果表明该方法预警时间提前，模型

预测误差更小。
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引  言

随着国家节能减排政策的持续推进，风能作为

绿色清洁能源，其发展越来越得到重视。风电机组

是实现风能转换的核心部件之一，其运行状态的监

控显得尤为重要［1］。由于风电机组通常运行在条件

恶劣和高空等环境下，经常会出现发电机、变频器、

轴承和各种传感器状态异常，因此有必要构建一个

风电机组运行状态监测模型，实现风电机组部件早

期异常状态报警和故障诊断［2⁃3］。

风电机组 SCADA 系统由许多传感器组成，数

据体现了风电机组运行过程状态。学者们利用

SCADA 数据对风电机组状态监测和故障诊断进行

了研究并取得了很大的发展。文献［4］提出利用一

种机器学习实现风电机组状态异常监测的方法。文

献［5］运用神经网络和随机过程理论，对 SCADA 数

据进行分析，建立风电机组运行行为模型，提出了评

估风电机组运行性能的指标并进行了验证。文献

［6］利用主轴承温度、齿轮箱润滑油温度和发电机绕

组温度这 3 个温度信号，建立误差逆传播（back ⁃
propagation，简称 BP）神经网络模型，实现对风电机

组部件故障监测。文献［7］针对风电机组偏航系统

故障处理问题，提出基于 SCADA 数据的偏航齿轮

箱神经网络诊断模型，利用 ReliefF 算法和核密度-
均值法得到 7 个反映偏航齿轮箱运行工况的 SCA⁃
DA 参数，实现 3 种运行状态的诊断。可以看出，上

述研究没有充分利用 SCADA 数据参数之间的关联

特性，难以判断运行状态异常所产生的原因。因此，

需要挖掘 SCDAD 数据间的关联性以降低风电机组

状态监测的虚警率。

近年来，采用深度学习网络对风电机组故障诊

断得到了广泛应用。深度置信网络（deep belief net⁃
work， 简称 DBN）是一种新兴模拟人脑神经系统结

构的机器学习方法，通过构建深度神经网络并利用

层次学习方法，高效处理数据信息，挖掘重要故障信

息和关键特征，适用于故障预测领域的研究［8］。

DBN 能深层次学习大量数据内在的特征规则，将学

习到的特征信息融入到模型的建立过程中，从而减

少人为设计特征的不足和传统特征提取带来的复杂

性［9］。文献［10］提出一种基于改进多特征提取和

DBN 相结合的模型，验证表明，该模型能提取出风
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电机组实际数据的故障特征，有更高的识别准确

性。文献［11］提出一种基于级联深度学习预测模型

的风电机组状态检测方法，采用距离相关系数选取

输入参数，建立卷积神经网络和长短期神经网络的

预测模型，能准确检测到齿轮箱轴承温度异常。文

献［12］提出基于风电机组主轴承 SCADA 状态监测

数据逐层编码网络的深度学习方法，通过对主轴承

故障前后记录数据的仿真分析，验证监测主轴承故

障的有效性。文献［13］通过 DBN 网络构建故障诊

断模型，并对比基于模型的诊断方法和数据驱动型

诊断方法，验证了模型的诊断效果。文献［14］提出

一种基于深度信念网络的风电机组主轴承状态监测

方法，通过对主轴承温度残差序列分析，利用核密度

估计方法确定故障阈值，实现了主轴承异常状态监

测。以上研究由于 DBN 在故障诊断过程中，随机初

始化网络参数容易引起局部最优解的生成，将导致

降低故障诊断精度，因此对 DBN 参数进行优化设计

十分重要。

为克服上述问题，挖掘隐藏在 SCADA 数据中

的有效信息并快速提取故障特征，及时准确地发现

机组潜在的早期故障，笔者提出一种 FISSA⁃DBN
的风电机组状态监测方法，并以华中某风电场实际

数据为例进行了验证分析。

1 风电机组状态监测模型建立

1.1　深度置信网络　

DBN 是一种无监督的人工神经网络，通过堆叠

多 个 受 限 玻 尔 兹 曼 机（restricted Boltzmann Ma⁃
chine， 简称 RBM）而成［15］。与传统神经网络和识别

模型相比，DBN 对数据的训练更为充分，适用于解

决多模态和复杂问题的分类及识别，广泛应用于不

同领域［16⁃18］。RBM 结构如图 1 所示。RBM 一共有 2
层，上层为隐层，下层为显层。RBM 堆叠成深度学

习网络时，前一个 RBM 的输出层（隐层）作为下一

个 RBM 单元的输入层（显层），依次堆叠，便构成基

本的 DBN 结构，最后再添加一层输出层，就是最终

的 DBN 结构［19］。

假设 DBN 模型包含 l个隐藏层，其联合概率为

p ( υ，h1，h2，...，hl )= p ( υ|h1 ) p ( h1 |h2 )...p ( hl - 1|hl )  （1）
其中：p ( hj - 1|hj )，j = 2，3，⋯，l 为隐藏层第 j-1 层和

第 j层之间的条件概率分布。

显层神经元与隐藏神经元之间的能量定义为

E ( υ，h；θ )= -∑
i = 1

m

υi bi - ∑
j = 1

n

cj hj - ∑
i = 1

m

∑
j = 1

n

υi hj ωij  （2）

其中：θ = { ωij，bi，cj } 为网络参数；ωij 为指显层神经

元与隐层神经元之间的权重；bi 为显层神经元的偏

置；cj 为隐层神经元的偏置；m 为显层神经元个数；n
为隐层神经元个数。

DBN 网络模型的输入 X 表示为

X = υ =[ υ1，υ2，υ3，...，υm ] （3）
其中：X 为 SCADA 中的相关参数集。

基于上述能量函数，式（1）表示为

p ( υ，h )= 1
Z

e-E ( υ，h ) （4）

其中：Z 为分配函数，用来调整 e-E ( υ，h ) 的分配值。

显层和隐层内部不存在连接，网络的显层神经

元和隐层神经元的激活函数分别表示为

p ( υi = 1|h )= σ ( ∑
j = 1

n

ωi，j h j + bi ) （5）

p ( hj = 1|υ )= σ ( ∑
i = 1

m

ωi，j υi + cj ) （6）

其中：σ ( x )为 Sigmoid 函数，表达式为

σ ( x )= 1
1 + e-x

（7）

通过对比散度学习算法来训练 RBM，寻找最优

的权值 ωij，不停地更新得到新权重和偏置，其更新

表达式为

ω ( s )
ij ← ω ( s - 1 )

ij + λ ( p ( hi |υi；θ ) υi - p ( hi + 1|υi + 1；θ ) υi + 1 )
（8）

ci ← ci - 1 + λ ( hi - hi + 1 ) （9）
bj ← bj - 1 + λ ( υi - υi + 1 ) （10）

其中：λ 为学习率；s为 RBMs的数量。

1.2　萤火虫扰动改进麻雀搜寻算法　

在深度置信网络模型建立过程中，网络参数是随

机初始化的，会引起局部最优解的产生。采用麻雀搜

索算法（sparrow search algorithm，简称 SSA）对 DBN
进行优化，通过寻求 DBN学习速率和 RBM 各层隐藏

神经元数目的最优值，实现在全局样本空间中获得更

高的诊断精度，SSA的原理可参考文献［20］。

图 1　RBM 结构图

Fig.1　RBM structure
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萤 火 虫 改 进 麻 雀 搜 索 算 法（firefly improved 
sparrow search algorithm，简称 FISSA）是将所有麻

雀与最优麻雀利用萤火虫扰动方式进行位置更新，

提高搜索性，把扰动后的麻雀与扰动前的麻雀进行

对比，如果更优则更新麻雀位置［21］。

萤火虫的相对荧光亮度为

I = I0 e-γr 2
i，j （11）

其中：I0为萤火虫的最大荧光亮度，与目标函数值相

关，目标函数值越优自身亮度越高；γ 为光强吸收系

数，荧光会随着距离的增加和传播媒介的吸收逐渐

减弱；ri，j为萤火虫 i与 j之间的空间距离［22］。

萤火虫的吸引度为

P = P 0 e-γr 2
i，j （12）

其中：P0为最大吸引度。

萤火虫 i 被吸引向萤火虫 j 移动的位置更新公

式为

xi = xi + P ( xj - xi )+ q ( rand - 1/2 ) （13）
其中：q∈［0，1］为步长因子；rand 为［0，1］上服从均

匀分布的随机数。

采用 FISSA 算法优化 DBN 模型，DBN 模型设

置 2 个隐藏层，根据式（13）得到最佳适应度位置 x，
对 DBN 模型的 2 个隐藏层神经元数目及学习率进

行优化，即

min f ( α，β，λ )= x ( 1，2，3 )
s.t. α ∈ x ( 1 )

β ∈ x ( 2 )
λ ∈ x ( 3 ) （14）

其中：x（k）为优化之后得到的最佳适应度值（k=1，
2，3）；α 为 RBM 第 1 个隐藏层优化之后的神经元数

目；β 为 RBM 第 2 个隐藏层优化之后的神经元数目；

λ 为优化之后得到的学习率。

图 2 为 DBN 的 FISSA 优 化 流 程 ，具 体 步 骤

如下。

1） 设置 FISSA 的参数。根据多次实验选取迭

代次数为 10，种群规模为 40 只，捕食者的比例为

20%，安全阈值 T 取 0.8，加入者的比例为 30%，意识

到危险的麻雀数量为 5 只。

2） 优化参数设置。随机初始化麻雀种群的位

置，设置 α ，β 和 λ 的参数范围。

3） 计算适应度值。根据目标函数计算麻雀的

适应度值，更新捕食者位置、加入者位置和警戒者位

置，计算适应度并更新麻雀位置，保存最佳位置个

体，表达式为

Best_pos( t )= xi = Function ( α，β，λ ) （15）

4） 萤火虫扰动。利用萤火虫扰动更新麻雀位

置，计算适应度值并更新麻雀位置，保存最佳位置

个体。

5） 优化结束。根据定义的最大迭代次数判断

是否满足停止条件，满足则退出，输出最佳参数向

量；否则，返回执行步骤 2，重复上述步骤直到得到

最优参数。

1.3　基于 FISSA⁃DBN 的风电机组运行状态监测模

型建立　

采用 FISSA 寻找 DBN 的最优参数，并应用到

已经建好的 DBN 中，实现过程如下。

1） 数据选择：根据风电机组运行记录，从 SCA⁃
DA 数据中提取风电机组的原始运行数据。

2） 数据预处理：基于专家领域知识，从原始

SCADA 数据中选取总的预测模型条件参数，根据

风场事故几率进一步处理数据信息，删除原始数据

中的错误数据和不必要数据。

3） 预测模型参数确定：根据数据样本选择风电

机组状态监测模型的输入输出参数，把步骤 2 得到

的预处理数据组利用皮尔逊相关系数分析，得到各

参数与输出参数之间的相关性，选取相关性大的参

数作为模型的输入。

图 2　DBN 的 FISSA 优化流程

Fig.2　FISSA optimization flow chart of DBN
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4） 数据处理：对选取的数据进行标准化处理，

将值归化到［0， 1］区间，利用该数据样本进行预测

模型训练或测试。选取每种状态下 20 000 组历史

正常数据作为样本，80% 的随机数据作为训练数

据，20% 作为测试数据。

5） 模型拓扑结构：设置麻雀的种群规模、迭代

次数、生产者比例和 DBN 结构等相关参数。

6） DBN 参数优化：通过 FISSA 来优化 RBM 层

的学习率和隐藏层的神经元数目，得到 DBN 模型的

最优初始向量。

7） 模型训练：根据风电机组运行状态监测研究

对象，对模型进行训练和测试，得到 EWMA 控制图

的上下限阈值。

8） 预测模型应用：将实际风场 SCADA 数据用

预测模型进行验证，并与实际运行记录对比。

2 异常状态检测方法

DBN 对输入数据进行编码和解码后输出，输入

变量和输出具有相同的物理意义，通过 FISSA 对

DBN 参数调优，使模型更好地拟合输入数据。计算

预测模型的预测值与实际值的重构误差 δE，将其作

为风电机组运行状态是否异常的判断依据。风电机

组正常运行时，SCADA 监测变量数据满足稳定的

内部关系；当出现故障时，重构误差趋势会发生明显

变化，其重构误差表达式为

δE = | x ( i )- x̂ ( i ) | （16）
其中：x ( i )为实际值；x̂ ( i )为预测值。

通过分析 δE的变化趋势或突变程度，实现对风

电机组运行状态的监测。采用指数加权移动平均值

法设置阈值线，检测出均值小漂移，适合连续监测

δE 的变化趋势。

EWMA 控制图的统计量 Zt为

Zt = λδEt +( 1 - λ ) Zt - 1 （17）
其中：λ 为权重因子，表示历史 δE 对当前 EWMA 的

影响，λ∈（0，1］，参照参考文献［9］，取值为 0.2；t 为
时间；δEt为独立的随机变量。

EWMA 统计量的均值为

μZt
= μδE （18）

其中：μδE 为同一类型风电机组对应设备的 δE均值。

EWMA 统计量的方差为

σ 2
Zt

=
σ 2

δE

n
( λ

2 - λ
) [ 1 -( 1 - λ )2t ] （19）

其中：n 为采样长度；σ 2
δE
为 δE标准差的平方。

基于时间的风电机组运行状态监测的 EWMA
控制图的上下限函数定义为

U c ( t )= γμδE + κσδE

λ [ 1 -( 1 - λ )2t

( 2 - λ )
（20）

U L ( t )= γμδE - κσδE

λ [ 1 -( 1 - λ )2t

( 2 - λ )
（21）

其中：γ 为告警系数，经过反复验证取值为 4，表示

预测重构误差为均值的 4 倍时，会发出故障告警；

κ 通常设置为 2 或 3，当取 2 时，表示为故障预警阈

值 的 界 限 ；当 取 3 时 ，表 示 为 故 障 告 警 阈 值 的

界限。

从式（20），（21）可知，Uc（t）和 UL（t）为一组随时

间变化的数据。随着 t 的增加，这 2 个值趋向于常

数，因此阈值线取最后的常数值。

当风电机组运行正常或停机时，δE 的值维持在

EWMA 阈值线以下，并能长期稳定运行，但当 δE 的

变化趋势超过阈值线时，并保持在阈值线上，表示实

际值与重构值出现较大偏差，原有平衡状态发生变

化，运行状态出现异常［9］。

3 算例分析

3.1　数据预处理及参数确定　

数据来源华东某风电公司提供的同一风场

SCADA 系统数据，单机容量均为 2 MW，选取从

2013⁃01⁃01~2017⁃12⁃30 共 5 年 内 采 样 间 隔 为

10 min 的数据进行分析。剔除掉 SCADA 中的状态

异常数据，风速与功率曲线如图 3 所示。选取建模

训练和测试的 SCADA 数据，风速在 3.5~20 m/s 之
间，并把停机状态下功率为 0 的数据剔除，保证是正

常运行的健康数据。

风电机组运行的时候，由于各个部件之间存在

关联特性，状态参数会相互影响，因此要选择合适的

输入参数以避免信息冗余，提高故障诊断的准确

图 3　风速与功率曲线图

Fig.3　Curve of wind speed and power
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度。笔者研究状态为风电机组运行、主轴承异常和

发电机定子异常 3 种情况，经过专家系统判断和皮

尔逊相关性计算， 皮尔逊相关性评判标准取值为

0.8，得到 3 种情况下的输入状态参数。表 1 为风电

机组状态评估模型参数表。风电机组状态监测模型

参数间相关性如图 4 所示。为了验证 FISSA⁃DBN
模型对风电机组故障监测的性能，与 SSA⁃DBN 模

型 、鲸 鱼 算 法（whale optimization algorithm， 简 称

WOA）优化的 WOA⁃DBN 模型和 DBN 模型进行了

对比分析。

图 4　风电机组运行状态监测模型参数间相关性

Fig.4　Correlation between parameters of wind turbine opera⁃
tion monitoring model

3.2　风电机组运行状态监测　

采用历史正常数据建立训练和测试样本集并进

行归一化处理，设置模型初始化参数，运用 FISSA
寻找最佳适应度值，按照式（14）分别得到 α，β 和 λ 的

值为 82，90 和 0.066 8。利用最优值设置模型参数，

训练 DBN 模型，通过训练好的模型对测试样本集进

行测试，根据式（17）~（21）得到 EWMA 控制图的上

下限值，阈值线取告警上限值。

对 2013 年 5 号风电机组进行实例验证，选取数

据为 2013⁃06⁃25T18：05~2013⁃06⁃26T10：45，即数

据点 25 310~25 410。经过 FISSA⁃DBN 模型预测，

风电机组运行状态预测结果如图 5 所示。图 6 为风

电机组状态监测 δE曲线图。图 6（a）中，在 25 333 点

即 2013⁃06⁃25T21：55 之前，δE值在告警阈值上限之

下，此后，δE 值持续超过告警阈值上限，表明风电机

组出现异常。通过与实际情况对比发现，风电机组

表 1　风电机组状态评估模型参数表

Tab.1　Parameters of wind turbine condition assessment model

序号

1
2
3
4
5
6
7
8
9

10

参数

输出参数

输入参数

风电机组运行模型

变频器电网侧有功功率

轮毂转速

变桨电机 3 电流

超速传感器转速监测值

机舱气象站风速

变频器电网侧电流

变频器发电机侧功率

发电机运行频率

发电机电流

—

主轴承异常模型

主轴承温度 1
轮毂转速

超速传感器转速监测值

机舱气象站风速

发电机运行频率

发电机电流

发电机定子温度 1
机舱温度

控制柜温度

—

发电机定子异常模型

定子温度 2
轮毂转速

机舱气象站风速

变频器网侧有功功率

发电机侧功率

发电机运行频率

发电机电流

发电机定子温度 6
主轴承温度 1
机舱温度

图 5　风电机组运行状态预测结果

Fig.5　Prediction results of wind turbine operation state

图 6　风电机组状态监测 δE曲线图

Fig.6　Wind turbine condition monitoring δE curve
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从 23：25 min 开始，风速仪出现异常状况，该模型预

测结果比实际情况提前 90 min。图 6（b）中，SSA ⁃
DBN 模型虽然在 25 333 点 δE值超过告警阈值上限，

但后面曲线回落，超过告警阈值上限值不多，容易造

成忽视。图 6（c）中，WOA⁃DBN 模型在 25 333 点时

超过告警阈值上限，但后面曲线回落在告警阈值上

限值的下面，从而检测不出实际异常情况。图 6（d）
中，模型在 25 334 点时超过告警阈值上限值，比

FISSA⁃DBN 模型晚 10 min 预测出来，且 δE 值比较

大，表明未优化的 DBN 模型误差较大。

3.3　主轴承异常状态监测　

直驱风力发电机组采用双主轴承结构形式，分

析主轴承异常状态以主轴承温度 1 为研究对象。运

用 FISSA 寻找最佳适应度值，得到式（14）中 α，β 和

λ 的值分别为 30，15 和 0.035 2。
对 2015 年 2 号风电机组 SCADA 数据进行验

证，选取数据为 2015⁃12⁃23T03：05~19：45，即数据

点 50 650~50 750。经过 FISSA⁃DBN 模型预测，主

轴承异常状态预测结果如图 7 所示，图 8 为主轴承异

常状态监测 δE 曲线图。图 8（a）中，在 50 714 点即

2015⁃12⁃23T13：45 之前，δE值在告警阈值上限之下，

此后，δE值持续超过告警阈值上限，温度值开始超过

告警温度，之后 δE 值不断上升且速度加快，表示故

障越来越严重。运行记录显示在 2015⁃12⁃24T01：
05 时，出现故障导致停机，模型检测结果比实际停

机时间提前近 11 h。可见，检测结果可以实现早期

异常监测和预警，为风电机组主轴承检修提供充足

的时间。图 8（b）和 8（c）模型都在 50 714 点超过告

警 阈 值 。 图 8（d）模 型 在 50 724 点 ，即 2015 ⁃ 12 ⁃
23T15：25 检测出故障，比采用优化模型的检测晚

100 min。经停机检测发现，由于主轴承润滑脂缺

少，导致主轴承温度过高，损坏了主轴承，从而导致

停机时间长达 43 d，造成较大的经济损失。

3.4　发电机定子异常状态监测　

发电机定子有 6 个绕组温度传感器，笔者以发

电机定子温度 2 作为研究对象，其输入输出参数如

表 1 所示。运用 FISSA 寻找最佳适应度值，得到

式（14）中 α，β 和 λ 的值分别为 4，82 和 0.021 5。
对 2013 年 19 号风电机组 SCADA 数据进行验

证，选取数据为 2013⁃10⁃02T14：55~2013⁃10⁃07T11：
35，即数据点 39 400~40 100。经过 FISSA⁃DBN 模

型预测，发电机定子异常状态预测结果如图 9 所

示，图 10 为定子异常状态监测 δE 曲线图。图 10（a）
中，在 39 409 点第 1 次出现 δE 在告警阈值上限之

上，预示定子绕组温度出现异常，后面曲线在告警

阈值上下波动，一直到 39 704 点时，δE 开始直线上

升，表明定子绕组 2 异常状态已经明显。在 40 002

点，即 2013⁃10⁃06T19：15，δE 下降到告警阈值下面。

通过查阅记录，风电机组在该时刻停机，可以看出，

最开始报警信号出现比实际停机时间提前 4 d 多。

图 10（b）中最开始出现告警点为 39 412，比图 10（a）
模型晚 30 min，而图 10（c）最开始出现告警点为

39 418，比图 10（a）模型晚 90 min。图 10（d）中，模

型在 39 705 点，定子绕组温度异常明显时才检测

图 7　主轴承异常状态预测结果

Fig.7　Prediction results of abnormal state of main bearing

图 8　主轴承异常状态监测 δE曲线图

Fig.8　Abnormal condition monitoring of main bearing δE

图 9　发电机定子异常状态预测结果

Fig.9　Prediction results of abnormal state of generator stator
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出，比采用 FISSA 优化模型预测晚近 50 h。

3.5　模型性能对比　

采用均方根误差（root mean square error，简称

RMSE）、平均绝对百分误差（mean absolute percent⁃
age error，简称 MAPE）和平均绝对误差（mean abso⁃
lute error，简称 MAE）对 4 种预测模型的性能进行对

比分析，3 种状态下 4 000 组测试数据为评价数据。

表 2 为 3 种状态下各模型性能对比结果。可以看

出，优化后的 DBN 模型误差比未优化的 DBN 小，有

利于提高诊断的准确度。

表 2　3种状态下各模型性能对比

Tab.2　Performance comparison of each model un⁃
der three states

监测状态

风电机组

运行状态

主轴承异

常状态

定子异常

状态

模型

FISSA⁃DBN
SSA⁃DBN
WOA⁃DBN
DBN
FISSA⁃DBN
SSA⁃DBN
WOA⁃DBN
DBN
FISSA⁃DBN
SSA⁃DBN
WOA⁃DBN
DBN

RMSE
1.885
1.924
1.931
3.407
1.608
1.716
1.630
2.853
0.975
1.556
1.399
2.509

MAPE/%
0.039 8
0.041 3
0.045 4
0.082 5
0.026 1
0.040 8
0.026 8
0.043 5
0.016 1
0.024 2
0.027 9
0.067 4

MAE
1.215
1.255
1.393
2.453
1.088
1.519
1.093
1.976
0.641
0.941
1.173
2.431

4 结束语

针对风电机组通常工作在环境复杂多变、条件

恶劣等维护不便的问题，笔者结合专家系统和皮尔

逊相关分析法，建立基于 FISSA⁃DBN 风电机组运

行状态监测模型。利用重构误差和 EWMA 阈值监

测风电机组部件的运行状态。通过华东某风电场的

实际 SCADA 数据分析发现，FISSA⁃DBN 模型的预

测结果与风电机组实际运行记录相吻合，预测模型

发现状态异常的时间早于记录时间，有利于工作人

员尽早做出判断。对比 SSA⁃DBN，WOA⁃DBN 和

DBN 模型的综合结果表明，FISSA⁃DBN 性能更佳，

能有效监测风电机组部件的运行状态，实现早期故

障预警。
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