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摘要  针对列车超速防护（automatic train protection，简称 ATP）系统车载设备故障诊断主要依靠人工经验以及效

率低的问题，提出了深度置信网络⁃汉明距离（deep belief network⁃Hamming distance，简称 DBN⁃HD）车载故障诊断

模型。首先，利用 DBN 无监督地提取车载故障数据的抽象特征，获得原始数据的低维表示形式，将其输入附加在顶

层的分类器输出诊断结果；其次，比较实际输出与期望输出之间的 HD，将 HD 作为误差采用反向传播（back 
propagation，简称 BP）算法自顶向下地微调 DBN 权值，完成模型训练；最后，利用某局集团公司电务段车载故障数

据分析和验证模型参数对模型性能的影响。研究结果表明，与支持向量机（support vector machine，简称 SVM）、反

向传播神经网络（back propagation neural network，简称 BPNN）和 DBN 进行对比，本研究提出的 DBN⁃HD 模型具有

更高的正确率和运行效率，适用于实际车载设备故障诊断。
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引  言

随着铁路行业的高速发展，高速铁路运行的安

全性备受社会关注，ATP 车载设备作为列车运行控

制系统的重要组成部分，控制列车运行的速度、距离

等要素，一旦发生故障将会严重影响列车的行车安

全及运行效率［1⁃2］。为满足现代化高速铁路的发展

需求，建立精确有效的车载故障诊断系统具有重要

的意义。

近年来，对 ATP 车载设备建模诊断主要包括贝

叶斯网络、文本挖掘和神经网络等方法。梁潇等［3］

收集现场历史故障数据，融合粗糙集理论优化了贝

叶斯网络结构，实现故障识别。贝叶斯网络多依赖

先验知识，以分布独立假设为前提，当数据属性之间

相关度较高时，预测效果不佳。赵阳等［4］利用概率

隐语义分析（probabilistic latent semantic analysis，简
称 pLSA）提取车载安全计算机文本数据特征，用贝

叶斯网络完成故障诊断。Wang 等［5］依据车载设备

的维护数据，结合隐狄利克雷分配（latent Dirichlet 
allocation，简称 LDA）和卡方统计，提出一种融合语

义特征的 2 级故障特征提取方法，采用 SVM 分类器

和分级策略定位车载设备故障。pLSA 和 LDA 属

于无监督模型，主题数目不易确定且主题生成具有

随机性，这些都会影响故障诊断的精度。牛宏侠

等［6］将故障诊断转换为模式识别的数学问题，利用

粗糙集和改进布谷鸟算法优化 BP 神经网络，完成

车载应答器传输模块（balise transmission module，简
称 BTM）设备的故障识别。张彩凤等［7］建立基于

BP 的多故障诊断模型，通过动态调整粒子群的参数

来优化 BP 网络，提高故障识别精度。BP 神经网络

在处理复杂的非线性问题时，容易陷入局部最小值，

从而导致网络训练失败。另外，随着网络层数的加

深，BP 神经网络的收敛速度变慢，影响故障诊断的

效率。

DBN 是由 Hinton 等［8］提出的深度学习网络，其

以随机神经网络为基础，由多层受限玻尔兹曼机

（restricted boltzmann machine，简 称 RBM）堆 叠 而

成，通过逐层特征提取，将非线性的高维数据形成更

适合模式分类的抽象特征，克服了 BPNN 和 Hop⁃
field 网络容易陷入局部最小值的问题，常被用于语

音识别、网络入侵检测等任务［9⁃10］。目前，DBN 在故

DOI:10.16450/j.cnki.issn.1004⁃6801.2023.02.022

∗ 国家自然科学基金资助项目（62263021）；甘肃省科技计划资助项目（22JR11RA141）
收稿日期：2020⁃08⁃18；修回日期：2021⁃01⁃11



振  动、 测 试 与 诊 断 第  43 卷  

障诊断中多用于滚动轴承、电力变压器等领域［11⁃13］。

笔者将 DBN 引入车载故障诊断，结合汉明距离

提出 DBN⁃HD 故障诊断模型。首先，通过 DBN 自

主学习故障现象的特征信息，发掘故障数据间的隐

含特征，完成 DBN 预训练；其次，利用汉明距离度量

实际输入与期望输出之间的误差，采用 BP 算法微

调 DBN⁃HD 网络权值，当达到设定迭代次数或误差

小于设定阈值时，停止训练；最后，以某局集团公司

电务段车载故障数据为数据集进行验证，将本研究

模型与 SVM，BPNN 和 DBN 模型进行对比分析，实

验结果表明了所提模型的有效性。

1 DBN模型

图 1 为 DBN 网络结构及训练过程。DBN 是一

个概率生成模型［8］，由多层无监督的 RBM 网络和一

层 BP 网络组成，其训练过程包括预训练和微调 2 个

阶段。

预训练采用贪婪学习的方式，无监督地训练每

一层 RBM 网络，输入数据作为 1 层 RBM 可见层的

输入 ν1，隐藏层输出 h 1 作为 2 层 RBM 可见层的输入

ν2，以此类推得到第 n 层 RBM 隐藏层输出 h n。单层

RBM 结构如图 2 所示。

图 2 中：n 为 RBM 可见层神经元个数；m 为隐藏

层的神经元个数；Wij为第 i个可见层和第 j个隐藏层

之间的权值；v=［v1，v2，…，vn］为可见层状态；h=

［h1，h2，…，hm］为隐藏层状态。当神经元为二值状

态，即 v∈｛｛0，1｝｝；h∈｛｛0，1｝｝时，RBM 能量函数为

E ( v，h|θ ij )= -∑
i = 1

n

ai vi - ∑
j = 1

m

bj hj - ∑
i = 1

n

∑
j = 1

m

vi wij hj  （1）

其中：vi 为可见层第  i 个单元的状态；hj 为隐藏层第  
j 个单元的状态；a，b 分别为可见层和隐藏层之间的

偏置值。

记 RBM 参数 θij = ( wij，ai，bj )，可得联合概率分

布为

P ( v，h|θij )= e-E ( v，h|θij )  ∑
v，h

e-E ( v，h|θij ) （2）

由于 RBM 层间全连接层内为无连接的特殊结

构，层内各神经元激活状态之间条件独立，因此已知

可见层神经元状态，第  j 个隐藏层神经元的激活概

率为

P ( hj = 1|v )= σ ( bj + ∑
i = 1

n

vi wij ) （3）

其中：σ ( )为激活函数。

同理，已知隐藏层神经元状态，第  i 个可见层神

经元的激活概率为

P ( vj = 1|h )= σ ( ai + ∑
j = 1

m

wij hj ) （4）

选取 sigmoid 函数为激活函数，即

σ ( x )= 1 ( 1 + e-x ) （5）
可见，式（5）将输入数据 v∈ [-∞，+ ∞ ] 压缩

在［0，1］的范围内，表示各个神经元激活状态的

概率。

将式（2）中隐藏层节点 h所有状态求和，得可见

层节点集合的边缘分布概率为

P ( v|θ )=∑
h

e-E ( v，h|θij )  ∑
v，h

e-E ( v，h|θij ) （6）

式（6）分母∑
v，h

e-E ( v，h|θij ) 不易计算，采用极大似然

估计方法（maximum likelihood estimate，简称 MLE）
最大概率的拟合训练数据，即

θ *
ij = arg max

θ
∑
t = 1

T

log P ( v ( t )|θij ) （7）

图 1　DBN 网络结构及训练过程

Fig.1　Structure and training process of DBN net

图 2　RBM 结构

Fig.2　Structure of RBM
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采 用 梯 度 下 降 法 ，求 解 式（7）得 参 数 θij =
( wij，ai，bj )的更新规则为

θ n + 1
ij = θ n

ij + ε ( vi hj
pdata

- vi hj
pmodel
) （8）

其中：ε 为学习效率；P data 为训练数据集的数学期

望；Pmodel为近似训练样本的模型数学期望。

Pmodel 呈指数关系，不易计算。Hinton 提出对比

散度  （contrastive divergence，简称 CD）算法［14］，根据

式（3）和式（4）条件概率分布，将式（8）中模型期望的

计算转换为重构模型的数学期望，并证明 CD 算法

迭代 1 次时就能得到很好的效果。因此，式（8）模型

参数的更新法则为

θ n + 1
ij = θ n

ij + ε ( vi hj
pdata

- vi hj
premodel

) （9）

其中：Premodel为重构模型定义的数学期望。

根据式（9）使用大量无标签的数据来逐层无监

督地训练每一层 RBM，从低至高逐层提取高维、深

层及主要的特征，确保特征向量在层内映射达到最

优，最大化保留特征原始信息。

预训练结束后，整个 DBN 的网络参数值会处于

全局最优解附近，但却不是最优解，通过 DBN 顶层

设置的某种分类器输出分类结果［15］，比较标签数据

和分类器输出数据之间的误差，利用 BP 算法将误

差自顶向下传播至每一层 RBM，有监督的微调

DBN 权值，使整个 DBM 达到最优。

2 车载故障描述

2.1　车载设备组成　

车载设备、地面设备和 GSM⁃R 网络组成了列

车运行控制系统（Chinese train control system，简称

CTCS）［16］。 车 载 设 备 主 要 包 括 CTCS3⁃300T，

CTCS3⁃300H ， CTCS3⁃300S ， CTCS2⁃200H和

CTCS2⁃200C 这 5 种型号。CTCS3 级车载设备是

具有我国自主知识产权的列车控制系统体系，适用

于 300~350 km/h 的 干 线 铁 路 。 笔 者 以

CTCS3⁃300T 型号的车载设备为例，完成车载故障

诊断。CTCS3⁃300T 型车载设备结构如图 3 所示。

300T 车载设备主要由列车超速防护控制单元

（automatic train protection control unit，简 称 ATP⁃
CU），BTM，C2 主 机 控 制 单 元（CTCS⁃2 control 
unit，简 称 C2CU）、测 距 测 速 单 元（speed and dis⁃
tance measurement unit，简称 SDU）、人机显示界面

（driver⁃machine interface，简称 DMI）、安全数字接

口 单 元（vital digital input/output unit，简 称 VDX）

和全球移动通讯铁路系统（global system for mobile 
communications⁃railway，简 称 GSM⁃R）等 组 成［17］，

广泛用于武广、沪杭、京沪及兰新等高速铁路。

2.2　车载故障数据　

300T 车载设备故障数据来源于应用程序事件

（application events，简称 AE）log 文件和电务人员记

录的故障统计表。AElog 文件由 ATPCU 生成，记

录列车某一时刻的运行信息，包括日期、时间、系统

时间戳以及运行状况，如果出现故障，会记录故障现

象；故障统计表记录了列车运行期间发生的故障现

象、处理过程、处理结果以及故障原因。本研究的数

据 来 源 于 某 局 集 团 公 司 电 务 段 2017-2019 年

CTCS3⁃300T 型 车 载 设 备 ATPCU 自 动 记 录 的

AElog 文件和人工记录故障统计表。

对比分析 AElog 文件和人工记录的故障统计

表，整理出 1 124 条有效训练数据，每条数据详细记

录了故障时间、地点、现象和电务人员或设备供应商

分析的故障原因。经研究发现，ATP 车载设备故障

呈多样性，任意一种故障可能由多个故障特征体现，

同一特征亦可能反映不同的故障类别［18］。为了更准

确地建立诊断模型，将故障数据进行归类，车载设备

故障数据分类统计如图 4 所示。

图 3　CTCS3⁃300T 型车载设备结构

Fig.3　Structure of CTCS3⁃300T on⁃board equipment

图 4　车载设备故障数据分类统计

Fig.4　Classification statistics of on⁃board equipment fault data
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虽然车载设备故障种类繁多，但主要包括车地

通信、ATPCU 相关、BTM 相关、列车接口及测距测

速等故障类型。结合多发故障，统计出车载设备常

见的 9 种故障现象和 13 种故障原因，分别如表 1，2
所示。

3 基于 DBN‑HD 的车载故障诊断模

型设计

3.1　故障现象向量与故障原因向量　

当列车运行控制系统发生故障时，故障现象可

以直接被司机观察到或者通过 DMI 显示屏显示，定

义故障现象向量为

s=[ s1，s2，…，si，…，sn ]
其中：n 为故障现象种类总数；si ∈ { 0，1 }，表示故障

现象状态，当属于此类现象时，si = 1，否则 si = 0。
例如表 2 中，“BTM 数据错误，列车停车”可以

表示为

s=[ 0，1，0，0，0，0，0，0，1 ]
同理，定义故障原因向量为

r=[ r1，r2，…，ri，…，rm ]
其中：m 为故障原因类型总数；ri ∈ { 0，1 }，表示故障

原因状态，即属于此类现象时，ri = 1，否则 ri = 0。
例如表 3 中，故障原因是“由硬件设备故障引起

BTM 端口无效”可以表示为

r=[ 0，0，1，0，0，0，0，0，0，0，0，0，1 ]
综上，一条历史故障数据可由 s，r这 2 个向量组

合而成，如“因 BTM 端口无效导致 BTM 数据错误

造成列车停车”可以表示为

[ s，r ]=
[ 0，1，0，0，0，0，0，0，1，0，0，1，0，0，0，0，0，0，0，0，0，1 ]

由此可见，车载故障诊断就是在已知故障现象

的前提下，找出最可能的故障原因，即

r * = arg max
r

P ( r|s ) （10）

从数学角度来说，属于条件概率的求解问题，以

故障现象向量 s作为 DBN 的输入样本，即 x= s，

DBN 充分提取故障现象向量的特征，并输出向量 y，

向量 y的每个元素都是一个在［0，1］范围内的非负

实值，即 yi ∈ { }0，1 ，表示某类故障原因的概率。

3.2　顶层分类器设计　

DBN 完成训练后，通过顶层附加的分类器输出，

假设使用 softmax 分类器，即概率值最大的状态输出

为 1，其他状态输出为 0，得到的向量为故障原因向量

r。通过前面的分析可以知道，实际的车载故障可能

是由一个或多个故障原因引起，而这种分类器仅得

到一个故障原因，因此需要改进顶层分类器。

设 DBN 实际输出为

y=[ y1，y2，…，yi，…，yk ]
其中：k为输出单元数，且 1 ≤ i ≤ k。

令 ri =
ì
í
î

1    ( yi ≥ Δ ) 
0    ( 其他 )

其中：Δ 为一个概率阈值。

若 yi 大 于 等 于 阈 值 Δ，则 ri = 1，否 则 ri = 0，
得到

r * =[ r *
1，r *

2，…，r *
i ，…，r *

k ]
由此，实现一个或多个故障原因的诊断。

3.3　汉明距离与评价指标　

本研究模型输入、输出向量均为 0，1 组成的二

值序列，表示故障现象与故障原因的对应关系，因此

表 1　故障现象

Tab.1　Fault phenomenon

序号

1
2
3
4
5
6
7
8
9

故障现象

ATP 失效/无法正常启动

BTM 数据错误

DMI与主机通信中断

车地通信中断/无线通信超时/无法连接 RBC
制动测试不通过

C3 切换 C2 失败/C3 异常降级 C2
应答器报文错误

无线通信超时

降速/停车

表 2　故障原因

Tab.2　Fault causes

序号

1
2
3
4
5
6
7
8
9

10
11
12
13

故障原因

启动 BSA 错误

永久 BSA 错误

BTM 端口无效

BTM 校验超时

VDX 端口无效/报文无效

SDU 模块故障/ODO 无服务

移动终端 TM 故障

RBC 相关故障

GSM⁃R 网络异常

AB 系软件代码不一致

全零应答器

继电器状态错误/反馈超时

车载软件/硬件故障
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引入汉明距离来度量故障现象向量与故障原因向量

之间的差异。汉明距离又称为信号距离，是一种基

于统计理论度量二值化序列相似程度的判别标

准［19］，常用于信号编码一致性的测试，其按位运算，

计算速度快且内存消耗小。

设 2 个二值向量 c和 d，则汉明距离为两向量逐

位做异或运算，并求和，即

D ( c，d )= ∑
i = 1

n

ci ⊕di （11）

例 如 ，某 故 障 现 象 为 列 车 DMI 显 示 屏 报 告

“BTM 数据错误”，由表 2 知，该故障现象向量为

s=[ 0，1，0，0，0，0，0，0，0 ]
该故障原因为“车载设备硬件故障引起 BTM

端口无效”，由表 3 知，该故障原因向量为

r=[ 0，0，1，0，0，0，0，0，0，0，0，0，1 ]
若车载故障诊断模型输出为

r* =[ 0，0，1，0，0，0，0，0，0，0，0，0，0 ]
由式（11）可得

D ( r，r* )= ∑
i = 1

k

ri ⊕r* i = 1 （12）

r与 r* 汉明距离为 1，表示一个故障原因诊断错

误，比较分析可知，未诊断出 BTM 硬件故障这一引

发原因；同理，r与 r* 汉明距离为 0，说明实际输出与

期望输出一致，故障原因诊断全面且正确。因此，定

义模型诊断准确率（Accuracy）为

Accuracy = N * N （13）
其中：N*为汉明距离为 0 的测试样本个数；N 为测试

样本总数。

3.4　故障诊断实现过程　

笔者提出的 DBN⁃HD 车载故障诊断流程如图 5
所示，主要包括以下 5 个方面。

3.4.1　数据预处理　

收集数据，定义故障现象向量和故障原因向量，

划分为训练集和测试集。

3.4.2　预训练　

RBM 预 训 练 采 用 CD⁃1 算 法 求 解 参 数 θij =
( wij，ai，bj )， CD⁃1 学习算法为先输入故障现象向量

s=[ s1，s2，…，si，…，sn ]，设置学习效率 ε 和迭代次数

l，并将参数 θij = ( wij，ai，bj )置为 0，然后通过运算输

出 θ=(W，a，b )。其训练步骤如下：

1） 将故障现象向量 s=[ s1，s2，…，si，…，sn ] 赋
值给可见层 vi；

2）由 式（3）计 算 隐 藏 层 的 特 征 向 量

hj
( t ) ~p ( hj |v ( t ) )；

3）由 式（4）计 算 可 见 层 的 特 征 向 量

vi
( t + 1 ) ~p ( vi |h( t ) )；

4） 由式（8）求得参数 θij = ( wij，ai，bj )的更新梯

度，并由式（9）进行参数更新，得到

ì

í

î

ï
ïï
ï

ï
ïï
ï

wij = w t
ij + [ ]p ( hj |v ( 0 ) ) v ( 0 )

i - p ( hj |v ( k ) ) v ( k )
i

a ( t + 1 )
i = a ( t )

i + v ( 0 )
i - vk

i

b ( t + 1 )
j = b ( t )

j + [ ]p ( hj |v ( 0 ) )- p ( hj |v ( k ) )
      （14）

5） 若 t < k，则 t = t + 1，转至步骤 2；否则保存

参数，结束。

3.4.3　权值微调　

比较模型输出故障原因与实际故障原因向量的

汉明距离，采用 BP 算法回传误差，微调模型参数。

BP 反 向 微 调 算 法 为 先 输 入 故 障 现 象 向 量 s=
[ s1，s2，…，si，…，sn ]，设置学习效率 ε 和迭代次数 l，

并设置参数 θ=(W，a，b )，然后通过运算输出最优

参数 θ *=(W *，a*，b* )。其训练步骤如下。

1） 计算故障原因向量 r=[ r1，r2，…，rk ]。
2） 比较输出故障原因向量 r=[ r1，r2，…，rk ]与

实际故障原因向量 r * =[ r *
1，r *

2，…，r *
k ] 的汉明距离

D ( r，r* )，若 D ( r，r* )不等于 0，计算误差

δk ← r *
k ( 1 - r *

k ) ( rk - r *
k ) （15）

3） 由输出误差 δk 计算 DBN 的每个隐藏单元 h

的输出误差

图 5　DBN⁃HD 车载故障诊断流程

Fig.5　Process of DBN⁃HD on⁃board fault diagnosis
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δh ← r *
h ( 1 - r *

h ) ∑
k

θkh δk （16）

其中：r *
h 为隐藏层的实际输出。

4） 更新模型参数 θij

θij ← θij + Δθij （17）
其中：θij = εδi sj，ε为学习效率。

5） 若 t < k，则 t = t + 1，转至步骤 2；否则保存

参数，结束。

3.4.4　故障诊断　

将测试数据输入到训练完成的 DBN⁃HD 模型

中，获得每条测试数据的故障原因向量。

3.4.5　准确率分析　

比较输出故障原因与实际故障原因的汉明距

离，判断模型性能。

4 车载故障诊断仿真分析

4.1　仿真环境及数据预处理　

笔者在 Windows10 64 位的系统下，利用  Mat⁃
lab R2019a 对常见车载故障进行诊断实验，以某局

集团公司电务段 2017-2019 年车载设备故障实例

和测试数据为原始数据，预处理生成 1 124 条样本

数据，其中 824 条用于网络训练，300 条用于模型

测试。

4.2　网络参数设置　

故障现象向量和故障原因向量的维数分别确定

网络输入、输出节点个数为 9 和 13 个，初始参数

θij = ( wij，ai，bj )为 0。文献［20］讨论了 DBN 参数设

置原则，笔者结合特定故障诊断任务，采用变量替换

法，综合考虑故障诊断正确率和运行效率，最终确定

DBN 训练学习效率为 0.1，BP 微调学习效率为 0.1，
批量大小设置为 100，网络输出阈值为 0.4，即概率

大于等于 40% 判定为输出。设置 4 层隐藏层，每层

神经元个数分别取 20，30，30 和 20，DBN 模型参数

设置如表 3 所示。

4.3　网络深度、RBM 训练次数与仿真结果的关系

DBN⁃HD 模型诊断精度易受到网络深度和训

练次数的影响，本节讨论两者之间的关系。首先统

一其他参数，然后设置不同 RBM 层数，得到 6 种不

同 的 DBN 网 络 ，不 同 RBM 层 数 的 DBN 如 表 4
所示。

隐藏层层数与模型性能的关系见图 6。由图 6
（a）可知，随着隐藏层层数的增加，模型诊断准确率

逐步增高，当 RBM 层数达到 4 层以上时，准确率提

高幅度不再明显，并且网络深度越深，模型训练时间

越多，考虑时间成本，笔者选取 4 层 RBM 网络结构。

图 6（b）为网络 3 和网络 4 的均方差随训练次数的变

化曲线。由图可见，其具有以下特征：①网络 4 比网

络 3 的初始均方差更低；②随着 BP 网络微调训练次

表 3　DBN模型参数

Tab.3　Parameters of DBN

DBN 参数

DBN 训练学习率

BP 反向微调学习率

CD 算法迭代次数

输入节点数

隐藏层 h1节点数

隐藏层 h2节点数

隐藏层 h3节点数

隐藏层 h4节点数

输出节点数

网络输出阈值

RBM 训练次数

BP 微调训练次数

数值

0.1
0.1
1
9

20
30
30
20
13
0.4
500
100

表 4　不同 RBM 层数的 DBN
Tab.4　DBN with different RBM layers

DBN
网络 1
网络 2
网络 3
网络 4
网络 5
网络 6

隐藏层层数

1
2
3
4
5
6

网络结构

9⁃30⁃13
9⁃20⁃30⁃13

9⁃20⁃30⁃20⁃13
9⁃20⁃30⁃30⁃20⁃13

9⁃20⁃30⁃30⁃30⁃20⁃13
9⁃20⁃30⁃30⁃30⁃30⁃20⁃13

图 6 网络层数与模型性能的关系

Fig.6　Relationship between network layers and model perfor⁃
mance
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数的增加，网络 4 比网络 3 均方差小 0.4 左右。这说

明深层网络预训练后的各权重值更接近全局最优

解，且深层网络的特征提取能力比浅层网络更强。

以网络 4 为例，控制 RBM 训练次数反复实验。

RBM 训练次数对模型性能的影响如图 7 所示。由

图可知，随着 RBM 训练次数的增加，诊断准确率不

断上升，当训练次数在 500 次时，准确率最高为

96.3%，随后准确率出现下降，出现过拟合现象。因

此，RBM 训练次数取 500 次为最优。

4.4　实验对比　

为了证明笔者提出 DBN⁃HD 模型的有效性，筛

选出数据集中最常见的 3 种故障，即车地通信、AT⁃
PCU 相关和 BTM 相关故障，选择 SVM，BPNN 和

DBN 等模型和本研究模型作对比分析。SVM 采用

LIVSVM［21］工具包实现，设置 C⁃SVC 类型，核函数

选取径向基函数，其控制因子 g=0.01，惩罚因子

C=10；BPNN 和 DBN 采用 4 层结构，输入层、输出

层及隐藏层神经元个数与 DBN⁃HD 相同。表 5 为

不同模型的故障诊断正确率与运行时间比较，由表

可见，DBN⁃HD 在各类型故障诊断正确率均高于其

他 3 种模型，能有效应用于车载故障的诊断。

从应用角度进一步分析，车地通信故障主要包

括 RBC 故障、GSM⁃R 网络中断和 STM 天线故障

等，多由单一原因造成，各个模型识别率都相对较

高，DBN⁃HD 达到 98.3%；ATPCU 相关故障常由

DMI 显示报告“ATP 启动失败”和“DMI 通信中断”

等，不同故障表现出相似的故障现象，故障特征不易

提取，处理这类故障时，深度学习效果优于浅层机器

学习，DBN⁃HD 模型比 SVM 模型准确率高出 16%
左右；BTM 相关故障多由 2 种故障复合而成，SVM
仅依据故障特征完成故障数据分类，无法识别 2 种

或 2 种 以 上 的 故 障 原 因 ，不 能 满 足 实 际 应 用 。

DBN⁃HD 模型改进了顶层分类器，通过设置输出阈

值，可得到 1 种或多种故障原因，从而实现多故障原

因诊断。另外，DBN⁃HD 以实际输出与期望输出之

间的汉明距离作为误差调整网络权值，降低了计算

复杂度，运行效率高于 DBN 模型。

5 结束语

本研究提出的 DBN⁃HD 车载故障诊断模型，兼

顾了无监督学习和有监督学习的优点，具有强大的

特征提取能力，通过改进网络输出方式，实现了多故

障原因诊断。同时，模型引入汉明距离度量输出误

差，增加了网络权值的微调效率，减少了运行时间。

通过分析网络深度、RBM 训练次数等参数与准确率

的关系，调优网络结构和参数设置，并与其他 3 种故

障诊断模型作对比，实验结果表明本研究模型提高

了故障诊断的精度及运行效率，可为铁路电务部门

车载设备故障诊断提供有力的技术支持。
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