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摘要  针对数据驱动融合模型存在前后模型不匹配、关键信息丢失等问题，提出了一种端对端的预测方法，即基于

特征注意力机制的对数正态分布和双向门控循环单元融合（feature attention‑lognorm‑bidirectional gated recurrent 
unit， 简称 FA‑LN‑BiGRU）的剩余寿命区间预测方法。首先，利用特征注意力机制从多维度、非线性和大规模的传

感器信号中提取出关键特征向量；其次，采用 BiGRU 网络从前向和后向 2 个方向对注意力加权特征的时变特性进

行建模学习，并通过最大似然估计损失函数来训练网络参数，获得网络隐含状态输出向量的概率分布；最后，计算出

基于对数正态分布的概率密度函数，实现设备剩余寿命（remaining useful life，简称 RUL）不确定性的衡量。分析结

果表明，对于运行条件复杂和故障模式多变的多维监测数据，所提方法能够深入挖掘性能退化信息，有效提高机械

设备剩余寿命点预测和区间预测的准确度和可靠性。
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引  言

随着机械设备的结构和功能日趋复杂，零部件

之间的非线性耦合关系和运作过程中的不确定性增

加了机械系统发生退化而导致失效的可能性。基于

传感器数据对机械设备进行 RUL 预测，能够保证重

大机械设备的安全可靠运行，为预测性维护提供技

术支撑［1‑2］。数据驱动的预测模型分为机器学习模

型［3‑5］和统计分析模型［6‑7］两大类。机器学习模型通过

学习时间序列蕴含的信息实现 RUL 预测，但只能提

供 RUL 的点估计而非区间估计，难以量化 RUL 预测

过程中的不确定性；统计分析模型通过对历史数据

进行随机过程建模，利用参数估计构造 RUL 的概率

密 度 分 布 函 数（probability density function， 简 称

PDF），然后对实时传感器数据进行统计分析来实现

RUL 预测，但难以描述多维数据的耦合关系，存在监

测数据退化信息利用不充分的问题。理论上，融合

机器学习和统计分析的 RUL 预测方法［8‑10］可综合两

者优势，但存在随机退化关键信息丢失的风险和迭

代计算资源消耗过大的实际问题。为此，笔者提出

一种端对端的 RUL 预测方法，即 FA‑LN‑BiGRU 的

机械设备剩余寿命区间预测方法。

1 模型原理

1.1　特征注意力机制　

对于工作剖面复杂的机械设备，需综合考虑多

个特征的监测数据，才能更全面地评估其健康状态

和性能退化趋势，而这些特征对 RUL 预测的贡献有

多有少。为有效反映特征与 RUL 预测的关联程度，

提高预测模型特征提取能力，运用特征注意力（fea‑
ture attention， 简称 FA）机制对原始输入数据的关

键特征进行选择，特征注意力结构如图 1 所示。

1.2　双向门限循环单元　

剩余寿命预测的主要途径是从监测数据中学习

图 1　特征注意力结构图

Fig.1　Feature attention structure map
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性能退化的时空信息，而长短期记忆（long short 
term memory， 简称 LSTM）网络可充分利用数据的

时间相关特性对时域序列数据进行处理，然而其内

部结构复杂，训练时间较长。通过 GRU 对 LSTM
进行优化改进，将遗忘门和输入门进行组合，在保证

记忆能力的同时，提升网络的训练效率。记忆单元

是 GRU 网络的核心，由更新门、重置门和候选隐藏

层构成，其网络拓扑结构如图 2 所示。为了加深对

原始时间序列特征提取的层次，进一步提高模型输

出的准确性，将 2 个方向不同且独立的 GRU 叠加在

一起构成 BiGRU 网络，其结构如图 3 所示。

1.3　对数正态分布　

对数正态分布（log‑norm，简称 LN）可将取值差

异大的寿命数据转换为标准正态分布处理，是可靠

性领域的常用寿命分布之一。假设给定一个随机变

量 Y= ln ( X )，服从均值为 μ、方差为 σ的正态分布，

则随机变量 X满足参数为 ( μ，σ 2 ) 的 LN 分布，其对

数正态分布的统计特征如表 1 所示。

LN 分布的统计特征值如图 4 所示，其中众数的

PDF 最大。LN 分布呈现出右偏态，样本主要集中

于期望值的左侧，而预测 RUL 应尽量小于真实

RUL 以保证设备的安全性要求，因此 LN 分布适合

描述退化过程中 RUL 的概率分布。

2 机械设备剩余寿命预测模型

2.1　预测模型概述　

在机械设备剩余寿命预测中，需要根据多方面

的状态信息来评估其健康状况，因此多维历史时间

序列是性能退化的主要表现，其包含了性能退化规

律的重要信息。传统信息融合方法在处理多维传感

器数据时，通常是根据单调性或趋势性人为选取与

性能退化相关的最优特征，这种方法难以全面表征

整个设备的健康状态，增加了信息丢失的风险，并且

特征提取与随机模型建立是孤立进行的，导致 RUL
的预测精度较低。因此，综合统计分析模型在预测

不确定性量化能力上的优势以及机器学习模型在数

据处理能力上的优势，构建基于 FA‑LN‑BiGRU 的

RUL 预测模型，可有效挖掘传感器数据中丰富的特

性与规律，提高 RUL 预测精度，并可对预测结果的

不确定性进行度量。

2.2　FA‑LN‑BiGRU模型结构　

构建 FA‑LN‑BiGRU 网络模型，其整体框架如

图 5 所示。该模型主要分为输入层、特征加权层、特

征学习层和输出层。

图 2　GRU 网络结构图

Fig.2　GRU network structure diagram

图 3　BiGRU 网络结构图

Fig.3　BiGRU network structure diagram

图 5　模型整体框架

Fig.5　The overall framework of the model

表 1　对数正态分布的统计特征

Tab.1　Statistical characteristics of lognormal distribution

统计特征

概率密度函数

期望值
中位数
众数

计算公式

1
xσ 2π

e
(- ( ln x- μ )2

2σ 2 )

e( μ+ σ 2 2 )

eμ
e( μ- σ 2 )

图 4　LN 分布的统计特征值

Fig.4　Statistical features of LN distribution
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2.2.1　输入层　

输入层负责将机械设备历史传感器数据输入至

预测模型中。记运行工况和不同类型传感器监测数

据为多维特征时间序列矩阵 X= ( x 1，x 2，⋯，xF )=
( x 1，x 2，⋯，xT )T，展开可表示为

X=

é

ë

ê

ê

ê

ê
êê
ê

ê

ê

ê ù

û

ú

ú

ú
úú
ú

ú

úx1
1 x2

1 ⋯ xF1
x1

2 x2
2 ⋯ xF2

⋮ ⋮ ⋮
x1
T x2

T ⋯ xFT

∈ RT× F （1）

其中：x t =[ x 1
t，x 2

t，⋯，x Ft ] ( 1 ≤ t≤ T )为在 t时刻的

F个特征数值序列；x f =[ x f1，x f2，⋯，x fT ] ( 1 ≤ f≤ N )
为第 f个多维特征在 T个历史时刻的数值序列。

2.2.2　特征加权层　

特征加权层负责提取输入时间序列的注意力权

重，从而获得注意力加权特征。利用 FA 机制自动提

取输入数据与目标建模参数之间的关联关系，通过不

断循环迭代对所有时刻各个特征分别分配注意力权

重，逐步提取出对 RUL预测贡献率较大的关键特征。

注意力权重可表示为

e= σ (W 2δ (W 1 ( 1
T ∑

t= 1

T

x t )+ b1 )+ b2 ) （2）

其中：e=[ e1，e2，⋯，eF ]∈ RF× 1。

注意力加权特征为

X ′= e⊙X=[ e1 x 1，e2 x 2，⋯，eF xF ] （3）
其中：X ′可记为 [ x F1，x F2，⋯，x Ft ，⋯，x FT ]T；F为注意

力加权特征的维度；T为时间长度。

2.2.3　特征学习层　

特征加权层可以对多维特征赋予不同的权重，

但难以学习具有明显时间相关性的序列信息。因

此，在特征加权层后搭建 BiGRU 网络构成特征学习

层，使得预测模型能够捕获数据的时序依赖关系。

因时间序列长度为 T，输入特征共 F个，故 BiG‑
RU 层由 T个顺序串联的记忆单元组成，每个 GRU
单元的输入维度为 F。如图 5 所示，序列数据将分

时刻输入至前向层和反向层，得到 t时刻前向输出

h ft 和 后 向 输 出 h bt，最 终 计 算 出 单 元 的 输 出

h t ，t∈ [ 1，T ]，而 BiGRU 总 输 出 H 可 记 为

[ h1，h 2，⋯，h t，⋯，hT ]。
2.2.4　输出层　

将特征学习层的输出作为输出层的输入，通过

全连接层计算出设备 RUL 的 PDF 参数预测值Y ′=
[ μ1，μ2，⋯，μt，⋯，μT；σ1，σ2，⋯，σt，⋯，σT ]T，即

y ′t =[ μt，σt ]=w outh t + bout （4）
其中：y ′t为第 t时刻模型的预测值；w out 为权重矩阵；

bout 为偏置系数。

2.2.5　损失函数　

为准确拟合设备退化过程中 RUL 的概率分布，

首先，定义 RUL 预测的统计参数模型，即 LN 分布，

从而对不确定性分布进行假设；其次，通过模型预测

每个时刻特定分布的参数（对数均值 μ和对数方差

σ）；最后，利用最大似然估计 L ( μ，σ|y )来训练网络

参数。最大似然估计计算公式为

L ( μ，σ|y )= 1
yσ 2π

e
(- ( ln y- μ )2

2σ2 )
（5）

其中：y为 RUL 的实测值。

将损失函数定义为

EL = -∑
t= t1

T

ln L ( μ，σ|y ) （6）

对数均值 μt由模型输出的映射函数直接求得，即

 μt = w μ yt （7）
其中：w μ为与 μ相关的输出权重；μt为 t时刻的对数

均值。

对于预测不确定性的衡量，对数方差 σt应该是一

个正值，因此由激活函数 softplus得出，其计算公式为

σt = ln ( 1 + e(w σ yt ) ) （8）
其中：w σ为与 σ相关的输出权重；yt为 t时刻 RUL 的

实测值；σt为 t时刻的对数方差。

3 验证与分析

3.1　数据集介绍　

采用 NASA 提供的航空发动机仿真状态监测

公开数据集——C‑MAPSS［11］对方法进行验证，该

数据集包含了不同故障模式和工作条件下涡扇发动

机从正常运行到故障失效的 4 组传感器监测数据

（FD001~FD004），并且将 21 种传感器作为能够表

征发动机运行状况的典型指标。

3.2　数据预处理　

3.2.1　特征选择　

以 FD001 监测数据为例展示特征选择的过程，

这里仅展示训练集 4 个传感器数据特征的分布。

FD001 前 12 个特征分布见图 6，其中：深蓝色点表示

退化数据；红色点表示最终失效点；横坐标为发动机

的全寿命周期内运行的时间，单位为周期；纵坐标为

不同传感器的测量值。由图 6 可知，T2 传感器的方

差为 0，表明传感器的监测数据在整个生命周期中并

未产生显著变化，应予以剔除。本研究最终选取 14
个传感器数据作为输入特征的数据集，分别为： 
T24，T30，T50，P30，Nf，Nc，Ps30，Phi，NRf，NRc，
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BPR，htBleed，W31和 W32。
3.2.2　数据归一化及 RUL 标签设置　

由于多维监测数据具有不同的量纲，所以在模型构

建前须进行归一化预处理以消除特征之间的影响。选

用最小‑最大标准化方法将数据统一至［0，1］范围内，即

x͂ ji = ( xji - xjmin ) ( xjmax - xjmin ) （9）
其中：x͂ ji为归一化后的数据；xjmax 和 xjmin 分别为第 j个

传感器监测数据的最大值和最小值。

考虑到发动机在运行初期状态良好，性能退化

量可忽略不计，但使用末期其性能会随着时间的延

长而急剧下降。如果将发动机性能迅速劣化之前监

测数据的标签设置为总运行周期减去当前运行周期

数，会增加 RUL 预测结果的滞后性。因此，可认为

发动机开始急速退化之前的 RUL 保持不变，即为训

练集的 RUL 标签设置阈值，使之成为分段线性函

数。RUL 标签设置如图 7 所示。

3.2.3　滑动窗口处理　

为利用有限的时间序列深入挖掘性能退化规

律，同时将时间序列转化成 BiGRU 网络擅长处理的

3 维输入格式，采用滑动时间窗分割方法对归一化

后的数据进行处理，这样既可以充分保留相邻序列

之间的时间相关性，又可以提高训练集样本的数量，

使模型具有更高的鲁棒性和泛化能力。记发动机原

始时间序列长度为 T，特征维度为 N，利用窗宽为 S

的滑动窗沿着时间序列滑动，将每滑动一个步长所

截 取 的 时 间 序 列 叠 加 至 第 3 个 维 度 ，形 成

(T‑S，S，N )的 3 维张量。其计算过程为

X 1：T- S = x1：1 + S⊕x2：2 + S⊕⋯xi：i+ S⋯⊕xT- S：T  （10）
其中：X 1：T- S 为转换后的 3 维张量；xi：i+ S为从第 i个
时间周期开始长度为 S的序列；⊕ 表示窗口内数据

在第 3 个维度的连接，从而形成 3 维张量。

3.3　评价指标　

从点预测评价指标、区间预测评价指标两方面

来量化预测模型的性能。其中：前者用于评估模型

的准确度和泛化能力；后者用于衡量预测区间的质

量和覆盖率。

3.3.1　点预测评价指标　

1） 均方根误差（root mean square error， 简称

RMSE）。其用于衡量预测值与真实值间的偏差，即

RMSE = 1
m ∑

i= 1

m

( yi - ŷ i )2 （11）

其中：yi为第 i个发动机的实际 RUL 值；ŷ i为第 i个

发动机的 RUL 预测值；m为发动机总数。

2） 评分函数（scoring function， 简称 SF）。从安

全性角度考虑，早期预测比滞后预测更可取，SF 对

RUL 滞后预测情况施加更高的惩罚，即

Score =

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

∑
i= 1

m

e
-( ŷ i - yi

a1
)
- 1   ( ŷ i - yi < 0 )

∑
i= 1

m

e
( ŷ i - yi

a2
)
- 1     ( ŷ i - yi ≥ 0 )

（12）

其中：a1 = 13；a2 = 10。
a1 和 a2 控制 SF 对预测滞后性的惩罚程度，从

而实现非对称预测偏好。SF 分数越低，表明模型的

预测性能越好。

3.3.2　区间预测评价指标　

1） 预测区间覆盖率（predict interval coverage 
probability，简称 PICP）。PICP 反映实际 RUL 值 yi
落入预测值 ŷ i 波动区间 [ Lα ( ŷ i )，Uα ( ŷ i ) ] 的概率，

可用于评估预测区间的可靠性，即

κ ( yi )=
ì
í
î

ïï
ïï

1    ( yi ∈ [ Lα ( ŷ i )，Uα ( ŷ i ) ] )
0    ( yi ∉ [ Lα ( ŷ i )，Uα ( ŷ i ) ] )

（13）

PICP = 1
m ∑

i= 1

m

κ ( yi )                                   （14）

其中：Lα ( ŷ i )，Uα ( ŷ i )分别为 ŷ i在额定置信水平 ( 1 -
α )下预测区间的上下边界。

PICP越大表示有越多的真实值落入预测区间内，

模型的预测结果越可靠。PICP应尽可能超过给定的

置信度，否则在实际维修决策中将被判定为预测无效。

图 6　FD001 前 12 个特征分布图

Fig.6　Distribution map of the top 12 features of FD001

图 7　RUL 标签设置

Fig.7　RUL label setting
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2） 预测区间平均带宽（predict interval normal‑
ized average width，简称 PINAW）。仅追求 PICP 会

导致预测区间过宽，难以精确获得 RUL 预测的不确

定性信息，因此还需要考虑区间宽度以提高决策价

值。PINAW 表示预测区间宽度的平均值，可以用

来评估预测区间的清晰度，即

PINAW = 1
m ( ymax - ymin ) ∑i= 1

m

(Uα ( ŷ i )- Lα ( ŷ i ) )

（15）
其中：ymax 和 ymin 为实际 RUL 的最大值和最小值。

当 PICP 一定时，越小的 PINAW 对应越窄的预

测区间，模型的预测效果越好。

3.4　模型结果　

3.4.1　可视化分析　

为验证点预测的有效性，以 FD001 数据集为

例 ，将 预 处 理 后 的 高 维 时 间 序 列 输 入 至

FA‑LN‑BiGRU 模型，RUL 预测结果如图 8 所示。

测试集的预测结果如图 8（a）所示，为比较 RUL 大小

对模型预测的影响，将 FD001 测试集中所有的发动

机根据真实 RUL 值从大到小进行重新排序，结果如

图 8（b）所示。由图 8（a）可知：RUL 的真实值和预测

值非常接近，表明本方法点预测的有效性；当 RUL
值较大时，发动机处于健康状态，表明设备运行状况

良好。由图 8（b）可知：发动机刚开始运行时，RUL
预测误差较大，同时波动较为剧烈且表现出明显的

滞后性；运行后期的 RUL 预测收敛于实际 RUL，预

测性能显著增强。因此，设备历史信息越充分，性能

退化信息越明显，模型的预测误差越小。

为了进一步研究区间预测的有效性，在数据集

中随机选取 2 个引擎在 80%~95% 置信度的 RUL
区间预测结果与各个引擎最终监测点 RUL 的 PDF
曲线，2 台发动机 RUL 区间预测结果基于表 1 中位

数求得，如图 9 所示。由图可以看出：FA 机制使得

模型专注于包含引擎关键退化信息的重要特征，即

使引擎刚开始运转时历史数据较少，难以预测 RUL
大小，模型预测值也较为接近临界值 130；区间宽度

在引擎退化引起的点估计波动期间变宽，但随着真

实 RUL 的变小逐渐变窄，且后期点预测精度较高，

这是因为随着运行周期的增加，发动机的性能退化

量逐渐积累，模型能够逐渐捕获时间序列前后的退

化信息，有效提升运行后期的预测精度。

3.4.2　对比分析　

为了研究所提方法进行发动机 RUL 点预测和

图 8　RUL 预测结果

Fig.8　RUL prediction results

图 9　2 台发动机 RUL 区间预测结果

Fig.9　Prediction results of RUL interval for 2 engines
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区间预测的性能，采用相关评价指标来评估不同模

型在测试集上的准确度和泛化能力。表 2 为不同模

型点预测结果对比：①对比了单一模式下 FD001 数

据集和多种模式下 FD004 数据集；②利用不同循环

神经网络（recurrent neural networks， 简称 RNN）的

训练效果对比了不同种类的注意力机制，即自注意

力机制（self‑attention， 简称 SA）和 FA 机制的特征

提取效果；③对比了可以进行区间预测的蒙特卡洛

模型［9］和利用 Bootstrap（BS）法改进 LSTM（LST‑
MBS）［10］模型的点预测准确度。

由表 2 可知，与其余 7 种方法相比，除了蒙特卡

洛模型之外，本研究方法的 RMSE 和 SF 指标均为最

小。对于 FD001 数据集：RMSE = 13.13，与其他方

法相比平均降低了 9%；SF = 238，平均降低了 30%。

对于 FD004 数据集：RMSE = 20.29，与其他方法相

比平均降低了 18%；SF = 3395，平均降低了 33%。

由于 LN 分布的不对称性，使用中位数、期望值和众

数来评估点预测精度时存在细微差异。相较于另外

2 个统计特征，期望值为 RMSE 提供了更好的结果，

但考虑到滞后预测的危害及综合 RMSE 值的大小，

选取 SF 值更小的中位数作为点预测的结果。进一

步分析可知：BiGRU 能够捕捉双向长时间依赖特性，

较单向网络 FD001 数据的 RMSE 和 Score 分别下降

约 4% 和 10%，FD004数据的 RMSE 和 Score下降约

7% 和 16%，达到预测精度更优的效果；由于 FA 机

制的概率权重不同于 SA 机制的加权归一化权重，可

以对不同特征进行重要性打分，而非对某一重要特

征进行筛选，进一步提升了模型预测精度。尽管本

研究方法在离线训练阶段的平均耗时为 349 s，但是

在 线 测 试 阶 段 仅 耗 时 1.3 s，与 其 他 方 法 应 用 于

FD001的平均耗时相比仅相差 0.13 s，但点预测精度

更高，可以补偿复杂模型所带来的时间损失。

为了进一步验证本研究方法进行区间预测的优

势，分别构建蒙特卡洛模型、贝叶斯模型［7］和 LST‑
MBS 模型作为对比模型，在 FD001 数据集进行 10
次试验，不同置信度下区间预测结果如图 10 所示。

对比表 2和图 10可知：蒙特卡洛模型在点预测的

效果最好，但所使用的 Dropout操作难以描述设备性

能退化的不确定性，过于追求神经网络的性能而导致

置信区间的平均宽度过窄，PICP 难以满足对应置信

度的要求；贝叶斯模型作为传统的统计分析模型，面

对高维特征时大数据的波动性和稀疏性导致 PINAW
过宽；LSTMBS 模型区间覆盖率与本研究方法相差

不大，但是平均带宽 PINAW 在置信度为 95%，90%

表 2　不同模型点预测结果对比

Tab.2　Comparison results of point forecasts of different models

模型

RNN
LSTM
GRU
BiGRU
SA+BiGRU
蒙特卡洛模型

LSTMBS 模型

FA‑LN‑BiGRU(中位数)
FA‑LN‑BiGRU(期望值)
FA‑LN‑BiGRU(众数)

FD001

RMSE

15.96
14.92
15.14
14.53
13.86
12.51
14.46
13.13
12.76
13.75

SF

382.0
342.0
356.0
321.0
291.0
219.5
481.1
238.0
249.0
254.0

训练

时间/s
261
297
265
322
343
365
334
349
349
349

测试

时间/s
1.2
1.3
0.8
1.0
1.2
1.5
1.2
1.3
1.3
1.3

FD004

RMSE

26.54
25.16
26.17
24.26
23.45
21.13
27.11
20.29
19.75
21.54

SF

6 592
5 127
5 550
4 630
4 886
3 457
5 200
3 395
3 442
3 484

训练

时间/s
784
916
803
965
983

1 096
971
996
996
996

测试

时间/s
2.5
2.4
1.9
2.2
2.5
2.9
2.6
2.6
2.6
2.6

图 10　不同置信度下区间预测结果

Fig.10　Interval prediction results under different confidence levels
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和 80% 时分别缩小 19.8%，13.9 和 16.9%，说明本研

究方法可以更准确、更稳定地量化性能退化的不确定

性，其点预测精度也优于 LSTMBS模型，具有更强大

的特征提取能力和数据处理能力。综上所述，本研究

方法能够从高维、稀疏的大数据中提取更为准确的性

能退化趋势特征，有效衡量设备退化过程中的不确定

性，实现 RUL的精准预测。

4 结  论

1） FA 机制使得端到端的预测模型更多地专注

于重要特征，无需人工干预就可以实现多维特征重

要性的动态加权。LN‑BiGRU 可以深入挖掘时间

序列前后的退化信息，同时基于 LN 分布衡量设备

退化过程中的不确定性，有效提高机械设备剩余寿

命点预测和区间预测的准确度和可靠性。

2） 利用 FA‑LN‑BiGRU 融合模型对运行条件复

杂和故障模式多变的多维机械设备监测数据进行处

理，可生成兼顾可靠性和准确性的 RUL预测区间，有

利于后续运行规划、维修决策等健康管理措施。
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