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摘要  为进一步提高变压器故障诊断精度，提出一种基于同步压缩小波变换（synchrosqueezed wavelet transform，简

称 SSWT）‑灰度共生矩阵（gray‑level co‑occurrence matrix，简称 GLCM）的变压器机械故障时频诊断方法。首先，利

用 SSWT 对变压器振动信号进行时频分析，得到能量堆叠密集的二维时频图，有效保留了变压器振动信号的主要

特征信息；其次，联合描述区域像素关系的 GLCM 提取出二维时频图的主要特征信息，为后续故障诊断模型提供有

效的特征参数；最后，通过改进鲸鱼算法优化（whale optimization algorithm，简称 WOA）对支持向量机（support 
vector machine，简称 SVM）的关键参数进行优化，建立了基于改进 WOA‑SVM 的变压器典型机械故障时频诊断模

型。实验结果表明，所构建的改进 WOA‑SVM 故障诊断模型具有较高的识别精度和运算效率，为基于振动信号的

变压器机械故障时频诊断提供了技术支撑。
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引  言

电力变压器的振动信号中包含着丰富的故障信

息，对其进行时频分析可全面揭示振动信号不同频

率分量的时变特性，是实现变压器故障诊断的有效

手段［1‑3］。传统的时频分析方法包括短时傅里叶变

换（short‑time Fourier transform，简称 STFT）［4‑5］、连

续 小 波 变 换（continuous wavelet transform，简 称

CWT）［6］以及 S 变换（S‑transformation， 简称 ST）［7］

等，但上述方法所得时频谱中的各频带能量离散分

布于中心频带附近的较宽范围内，导致频谱存在能

量泄露、信息遗失、宽频模糊和频带混叠等问题，极

大降低了变压器故障诊断精度。

相比于时频分析方法，同步压缩小波变换［8］利

用同步压缩算法将小波变换后各频带能量压缩到一

定阈值范围内，从而实现高能量堆叠密度。同时，

SSWT 可将变压器振动信号直接进行逆变换，以实

现信号的无损显示，消除频带交叉混叠等问题。然

而，仅通过 SSWT 获得的二维时频分析结果无法实

现变压器机械故障诊断、分类和预测。随着人工智

能、数字孪生等技术的快速发展，各种机器学习方法

如人工神经网络［9］、专家系统［10］和支持向量机［11‑12］等

被应用到变压器故障诊断中［13‑14］。但是，机器学习

需要大量数据训练才能达到理想的效果，而变压器

的故障数据样本较少，难以满足所需的大量数据。

SVM 在理论上适用于小样本训练，且 SVM 算

法简单，具有良好的鲁棒性和出色的泛化能力［15］，弥

补了变压器故障数据量较少的缺点，但其对初始参

数要求较高。利用算法对 SVM 的参数进行寻优，

可以显著改善 SVM 的识别精度和运算效率。传统

WOA、粒 子 群 优 化 算 法（particle swarm optimiza‑
tion，简称 PSO）和灰狼优化算法（grey wolf optimiz‑
er，简称 GWO）等被应用到变压器故障诊断中，以改

善 SVM 的识别效果［16］，但这些方法依旧存在求解

精度较低和易陷入局部最优等缺点。

针 对 上 述 问 题 ，笔 者 提 出 一 种 基 于

SSWT‑GLCM 纹理特征与改进 WOA‑SVM 的变压

器机械故障时频诊断方法。首先，利用 SSWT 算法

对处理后的数据进行同步压缩变化，将一维时频信

号映射到二维时频图，得到能量堆叠密集的二维时

频图；其次，利用 GLCM 挖掘图像的二维纹理特征；

最后，利用改进 WOA，增加准反向学习机制、非线

性收敛因子和自适应收敛策略，优化 SVM 中的惩
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罚参数 C和核函数参数 g，提高算法的收敛速度和

精度，并通过与原始 WOA，PSO 和 GWO 进行寻优

测试对比，验证了所提算法的优越性。

1 基于 SSWT⁃GLCM 的变压器振动

信号纹理特征提取

变压器内部振动信号通过机械和油两个路径传

递到机壳表面，因此通过对机壳表面的振动信号进

行分析，可以发现其中隐藏的变压器故障信息。利

用 SSWT‑GLCM 提取机壳表面振动信号的信息特

征，以实现变压器振动信号纹理特征提取。

1.1　同步压缩小波变换　

SSWT 是利用时频点附近的相位信息对时频

分布进行频率重排［17］，其相较于小波包变换（wave‑
let packet transformer，简称 WPT）和其他时频提取

方法具有时频能量堆积密集、时频线更精细等优

点。笔者采用 SSWT 算法对变压器箱体振动信号

进行分析。假设一般信号 s（t）为

s ( t )= A cos (ωt ) ψ ( t ) （1）
连续小波变换为

Ws ( a，τ )=∫
-∞

∞

s ( t ) a-1/2
- -- -- -- ----- -- --
ψ ( t- τ

a
) dt （2）

其中：ψ ( ξ )为小波母函数的傅里叶变换函数。

根据帕塞瓦尔定理，可将式（2）改为

Ws ( a，τ )= 1
2π ∫S ( ξ ) a1/2- -- ----- --

ψ ( aξ ) ejτξdξ=

A
4π ∫[ δ ( ξ- ω )+ δ ( ξ+ ω ) ] a1/2- -- ----- --

ψ ( aξ ) ejτξ ξ=

A
4π a

1/2- -- ----- --
ψ ( aξ ) ejτξ （3）

其中：S ( ξ )为信号 s（t）的傅里叶变换；Ws ( a，τ )为小

波系数。

当 ξ= ω 0 时，Ws ( a，τ ) 应聚合于 a= ω 0 /ω处，

但实际上参数会在 a= ω 0 /ω附近的区域离散，从而

导 致 时 频 线 显 示 模 糊 不 清 而 容 易 混 淆 。 尽 管

Ws ( a，τ )在尺度 a处会发生离散，但原信号频率在 τ
方向仍有保留。因此，可以利用式（3）排除时间尺度

平面上满足Ws ( a，τ )≠ 0 的所有点 ( a，τ )的频率，从

而实现同步压缩过程，即

ωs ( a，τ )= -j(Ws ( a，τ ) )-1 ∂
∂τ Ws ( a，τ ) （4）

对式（4）进行离散化计算，取离散化尺度 ak -
ak- 1 = ( Δa )k，则其同步压缩变换 Ts (ω，τ )可写为

Ts (ω，τ )=
( Δω )-1 ∑

ak： || ω ( ak，τ )- ω ℓ ≤ Δω/2

Ws ( ak，τ ) ak-3/2 ( Δa )k （5）

其 中 ：ω ℓ 为 Ts (ω，τ ) 的 中 心 频 率 ，其 位 于 区 间

é
ë
êêêê

ù
û
úúúúω ℓ - Δω

2 ，ω ℓ + Δω
2      ( Δω= ω ℓ - ω ℓ -1 )内。

同步压缩小波变换还可以重新构建信号，即

∫
0

∞

Ws ( a，τ ) a-3/2 da=

1
2π ∫

-∞

∞ ∫
0

∞

S ( ξ )- -- ----- --
ψ ( aξ ) ejτξ a-1 dadξ=

1
2π ∫

0

∞∫
0

∞

S ( ξ )- -- ----- --
ψ ( aξ ) ejτξ a-1 dadξ=

∫
0

∞- -- -----
ψ ( ξ ) dξ

ξ
1

2π ∫
0

∞

S ( ξ ) ejτξdξ （6）

考虑 s（t）为实信号情况时 S ( ξ )= - -- -- ----- --
S (-ξ )，则

s ( τ )= 1
π Re é

ë
êêêê∫

0

∞

S ( ξ )ù
û
úúúú ejτξdξ （7）

其中：Re (⋅)表示取实部的过程。

设 Cψ = 1
2 ∫

0

∞- -- -----
ψ ( ξ ) dξ

ξ
，由式（6）和式（7）可得

s ( τ )= Re é
ë
êêêêC-1

ψ ∫
0

∞

Ws ( a，τ ) a-3/2 daù
û
úúúú （8）

对于离散化尺度为 a的情况，式（8）可改写为

s ( τ )= Re é
ë
ê
êê
êC-1

ψ ∑
k

Ws ( a，τ ) a-3/2 ( Δa )k
ù

û
úúúú=

Re é
ë
ê
êê
êC-1

ψ ∑
k

Ts (ω ℓ，τ ) ( Δω )ù
û
úúúú （9）

1.2　时频图像特征提取　

基于颜色、形状或纹理提取图像特征，是图像特

征提取的 3 个常用方法。其中：颜色仅能简单描述

图像特征，无法反映图像中颜色的具体位置和局部

信息；对于基于形状特征提取的方法，必须先对图像

进行分割预处理，这会引起形状特征参数准确性的

波动。因此，笔者选取能抗干扰的纹理特征提取方

法。纹理是以计算多个像素点之间的特征而得到的

统计特征，能显示各部分之间的联系。

GLCM 是一种纹理统计方法，可以描述具有某

种空间位置关系的两个像素灰度的联合分布。假定

某图像尺寸为 LX × Ly，即由 LX × Ly个像素点组成

的图像灰度级别为 G。以 X= ( 1，2，⋯，Nx )表示水

平空间域，以 Y= ( 1，2，⋯，Ny ) 表示垂直空间域， 
N= { 1，2，⋯，G }为灰度级数域，GLCM 矩阵可表示

为 图 像 空 间 域 向 灰 度 级 数 域 的 映 射 ，即 f：X×
Y→ N。上述映射和像素点之间的分布关系蕴含着
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图像的纹理特征，GLCM 就是一种提取像素点分布

规律的统计方法。

除了灰度等级 G外，方向 θ和步长 d的选取也

是两个关键因素。若纹理较细且不规则，d比纹理

基元大，GLCM 趋向于均匀分布；反之，若纹理粗糙

且规则，d选取较小，则矩阵倾向于对角分布。不同

方向上 d的选取如表 1 所示。

通过 GLCM 可得纹理特征向量： T=［a1 b1 a2 
b2 a3 b3 a4 b4］，其中：a1~b4 分别代表能量均值、能量

标准差、熵均值、熵标准差、惯性矩均值、惯性矩标准

差、相关性均值和相关性标准差［18］。

2 改进 WOA⁃SVM 的变压器故障诊

断模型

通过 SSWT 获得的二维时频分析结果无法实

现变压器机械故障分类、诊断和预测，因此笔者采用

算法简单、具有良好鲁棒性和泛化能力的故障分类

器 SVM，并利用改进 WOA 优化其参数 C和 g，可提

高其分类速度和精度。

2.1　SVM 分类原理　

SVM 分类策略是把分类问题转变为求解一个

凸集二次优化问题，即特征空间上的间隔如何能达

到最大［19］。SVM 数据分类方法有 2 种：①利用线性

函数划分；②利用核函数实现向高维的替代映射，将

核函数应用到原输入数据上即可，计算仍在原低维

数据空间进行，避免了高维运算，该核函数的可选项

包括高斯径向基函数核函数和 S 型核函数等。由于

高斯核函数应用广泛且灵活，因此本研究采用高斯

核函数进行映射变化。其表达式为

k ( x 1，x2 )= exp (-g  x 1 - x2
2 )     ( g> 0 ) （10）

其中：g为核函数参数。

为避免某些异常值对分类效果的影响，引入松

弛变量，即

min 1
2
 ω

2 + C∑
i= 1

n

ξi

s.t.yi (ωT xi + b )≥ 1 - ξi   ( ξi ≥ 0；i= 1，2，⋯，n )
（11）

其中：C为惩罚参数；ξi为松弛变量。

由式（10）和式（11）可知，C和 g的选择将决定

SVM 分类器最终结果的优劣。C和 g的选择不同，

故障诊断精度也不同，因此引入改进鲸鱼寻优算法，

对 SVM 参数进行联合寻优。

2.2　改进 WOA算法　

传统 WOA 算法分为 3 个阶段，分别为包围捕

食、螺旋更新和搜寻猎物。鲸鱼首先获取目标信息，

通过搜寻包围和螺旋逼近的方式接近目标，实现寻

优的目的［19‑21］。传统 WOA 算法存在求解精度低和

易陷入局部最优的缺点，因此笔者从初始化种群、个

体方位更新策略以及防止陷入最优等方面对传统

WOA 算法进行改进。

1） 准反向学习初始化种群。基本鲸鱼优化算

法初始随机性大，为了克服这个缺点［20］，引入反向

学习方法对其进行改进。

假设鲸鱼种群规模为 N，搜索空间为 d维，第 i
只鲸鱼在第 d维空间中的位置可表示为

xji ∈ [ aji，bji ]    ( j= 1，2，⋯，d ) （12）
其中：aji，bji分别为 xji的上、下限。

其对应准反向解为

x̂ ji =
ì
í
î

ïï

ïïïï

rand ( avg ji，xji ) xji ≤ avg ji
rand ( xji，avg ji ) xji > avg ji

（13）

其中：avg ji =
bji - aji

2 ；( a，b )为 a，b之间的随机数。

将 N个初始个体和准反向学习求得的 N个反

向解合并，利用种群多样性最大化筛选机制，从 2N
个个体中选择种群多样性最大化的 N个个体。为

获得较好的初始化种群，对任意解和对应的准反向

解进行优化处理，这样既能保证数据的多样性，同时

又能尽快收敛到最优解［21］。

2） 非线性收敛因子。传统 WOA 算法中搜索

目标阶段数学模型为

ì
í
î

D= |CXp ( t )- X ( t ) |
X ( t+ 1 )= Xp ( t )- AD

（14）

其中：t为当前迭代次数；X（t）为个体位置；Xp（t）为

当前最优解；A，C为常数。

{A= 2ar1 - a
C= 2r2

（15）

其中：r1，r2分别为［0，1］的随机数；a为控制参数。

WOA 算法的全局搜索能力和局部开发能力不

足，对参数 | A |进行调整，可以平衡两者的搜索能

表 1　不同方向上 d的选取

Tab.1　Selection of d in different directions

θ/(°)

0
45

水平方向

距离

d
d

垂直方

向距离

0
d

θ/(°)

90
135

水平方向

距离

0
d

垂直方向

距离

-d
-d
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力。当 | A |> 1 时，算法以 0.5 的概率全局搜索；当

| A |< 1 时，算法进行局部开发［22］。

传统 WOA 算法的寻优过程极为复杂，控制参

数 a线性递减策略不能适应寻优过程的实际情况，

可能会导致收敛精度不高或易陷入局部最优。因

此，在设计收敛因子 a时，应考虑在搜索前期以较小

的值随迭代次数增大而递增，当增大到一个较大值

后，再快速递减到一个较小值，最后以较慢的速度再

递增。笔者提出一种随进化迭代次数而非线性变化

的收敛因子更新公式

a= 2 - 2sin ( μ t
max _iter π + φ ) （16）

其中： max _iter 为最大迭代次数；t为当前迭代次

数；µ和 φ为常数，分别取为 μ= 0.5，φ= 0。
3） 自适应权重策略与随机差分法变异策略。

为避免 WOA 算法陷入过拟合，引入自适应权重策

略，使权重不再取固定值，而是根据适应度的大小随

机调整权值，使鲸鱼在搜寻猎物过程中更加多样

化。其具体表达式为

ω= 1 - ( )t
lmax _iter - 1 ( )e- 1 （17）

X ( t+ 1 )= ωXp ( t )- AD= ωX p ( t )+ Debl cos ( 2πl )
（18）

为更好地解决传统 WOA 算法易陷入局部最优

的问题，引入变异操作，以增强群体的多样性并跳出

局部最优。常用的变异操作有均匀变异、多样性变

异、高斯变异和柯西变异等［23］。本研究采用一种新

的变异策略，即随机差分变异策略。利用当前鲸鱼

个体、当前最优个体和在群体中随机选择的鲸鱼个

体进行随机差分，产生新的个体。具体表达式为

X ( t+ 1 )= r1 ( Xp ( t )- X ( t ) )+ r2 ( X ′( t )- X ( t ) )
（19）

其中：r1，r2 为［0，1］的随机数；X ′( t )为种群中随机选

取的个体。

基于改进的 WOA 算法，每个个体进行第 1 阶

段和第 2 阶段时采用自适应权重策略去更新位置，

之后通过随机差分变异策略再次更新，取变换前后

的最优位置，加快收敛，有效避免了种群陷入过拟合

以及局部最优状态。

2.3　改进 WOA⁃SVM 模型　

由于 C和 g两参数的选择不同，故障诊断精度

也不同，且传统 WOA 算法存在精度低、速度慢和易

陷入局部最优等缺点，因此引入改进 WOA 算法，对

SVM 参数进行联合寻优。寻优步骤如下：

1） 设定鲸鱼数量为 20，最大迭代次数为 50，参
数 C和 g的搜索范围分别为［0，500］和［0，200］，利

用准反向学习得到优化后的初始化种群；

2） 计算每个个体的适应度值，并记录最优个体

和位置；

3） 引入非线性因子 a，根据式（16）更新 A和 C，

由 | A |控制鲸鱼进行全局搜索还是局部搜索；

4） 利用概率 p判别鲸鱼执行的更新方式，当

p≥ 0.5 时根据式（18）更新个体位置，当 p< 0.5 时

根据 | A |值进行判断，当 | A |< 1 时根据式（14）更新

个体位置，当 | A |≥ 1 时根据式（17）更新个体位置；

5） 根据式（19）对种群添加随机差分变异扰动，

判断是否到达最大迭代次数，输出优化后的 C和 g，
寻优结束。

基于改进 WOA‑SVM 的故障诊断流程见图 1。

2.4　变压器故障诊断模型　

首先，模拟变压器的 6 种典型故障，采集不同工

况下的振动信号，将所得振动信号进行预处理，包括

异常值处理、缺失值补充和归一化处理；其次，将预

处理后的数据利用 SSWT 进行二维时频分析，得到

相应的二维时频图，初步观察其特征，再利用 GL‑
CM 方法提取其对应的特征，输入 SVM 中进行故障

图 1　基于改进 WOA‑SVM 的故障诊断流程

Fig.1　Fault diagnosis process based on improved WOA‑SVM
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分类；然后，针对其他算法中存在的求解精度低、收

敛 速 度 慢 和 易 陷 入 局 部 最 优 的 缺 点 ，提 出 改 进

WOA 算 法 优 化 SVM；最 后 ，经 过 和 原 始

WOA‑SVM，PSO‑SVM，GWO‑SVM 进行对比，得

到 最 终 分 析 结 果 。 基 于 SSWT‑GLCM 与 改 进

WOA‑SVM 故障诊断流程如图 2 所示。

3 变压器各故障类型振动信号分析

采用一台电压等级为 10 kV 的单相油浸式变压

器为对象进行实验分析。在实验中，铁心由前后两

个夹片固定，绕组用垫块支撑并压紧，利用循环电流

法进行负载实验，分别采集变压器正常状态、绕组松

动、铁心松动和绕组变形 4 种工况下的振动信号。

实验所用振动传感器的型号为 AD100T，灵敏度为

100 mV/g，振动信号采集系统采用东华 DHDAS 振

动信号采集仪。变压器振动传感器位置分布图如

图 3所示，其中 x1，x2，x3分别为 3个传感器所贴位置。

实验主要研究变压器可能产生的 3 种故障类

型。为模拟故障程度，采用力矩扳手扭动螺栓，并记

录力矩值。针对绕组松动、铁心松动两种工况，采用

力矩扳手调整绕组拉杆和穿心螺栓，使其分别为额

定预紧力的 60% 和 80%。绕组松动是通过锤子敲

击的方式，使其形变位移为 0.5 cm。典型机械故障

模拟如图 4 所示。

由于变压器铁心旁厄处振动变化较为明显，因

此取 x3 测点数据进行分析。截取 x3 测点所测得的

1 s 内 6 种工况下变压器箱体振动信号时域波形，如

图 5 所示。可以发现，在不同工况下油浸式变压器

箱体振动信号存在差异，但仅凭此无法实现变压器

的故障诊断，于是将箱体振动信号映射到时频域，利

用 SSWT‑GLCM 提取其时频域上的特征，利用改

图 5　变压器箱体振动信号时域波形

Fig.5　Time domain waveform of transformer box vibration 
signal

图 2　基于 SSWT‑GLCM 与改进 WOA‑SVM 故障诊断流程

Fig.2　Fault diagnosis process based on SSWT‑GLCM and 
improved WOA‑SVM

图 4　典型机械故障模拟

Fig.4　Typical mechanical fault simulation

图 3　变压器振动传感器位置分布图

Fig.3　Transformer vibration sensor position distribution

1139



振  动、 测 试 与 诊 断 第  44 卷  

进的 WOA‑SVM 算法实现故障分类。

4 变压器故障特征提取与分类

4.1　SSWT变压器故障特征分析　

分别利用 CWT，STFT，ST 和 SSWT 对振动信

号进行时频分析，正常工况下振动信号二维时频图

如图 6 所示。由图可知：CWT 得到的变压器箱体振

动信号时频图中能量泄露较大，频带交叉混叠且各

频率频带过宽，无法得到清晰的时频分析结果； ST‑
FT 得到的结果高频部分能量较为集中，而在低频

部分依旧存在频带交叉与涂抹现象，无法清晰分辨

结果；ST 可以基本区分各频带信号，但存在端点效

应；SSWT 能量堆叠密集，各频带中心能量值高，能

够有效区别各频率分量。实验结果进一步说明，与

现有方法相比，SSWT 更适用于变压器箱体振动信

号的二维时频分析，更有利于提高变压器箱体振动

信号的故障诊断精度。

图 7 为基于 SSWT 分析的典型机械故障振动信

号时频图。正常工况时变压器基本以 100 Hz 为主

频运行；当变压器出现绕组或铁心松动时，高频分量

明显增加且一直存在；而出现绕组变形时，会出现

600，700 和 900 Hz 的高频分量，500 和 800 Hz 谐波

出现后又消失，这将导致变压器损耗增加，严重影响

变压器的运行寿命。利用变压器箱体振动信号获取

的二维时频图进行故障分类，可以获取变压器目前

的运行状态，及时做出调整，对延长变压器寿命及电

力系统稳定运行有重大意义。

4.2　GLCM 变压器故障特征提取　

GLCM 提取的 4 个特征（能量、熵、对比度和相

关性）在 θ选取不同值时是不同的，且随着距离 d的

变化而变化。因此，随着 d的变化所计算出的特征

在任何角度都不是恒定的。根据变压器振动时频图

为横纹，笔者选取 d=1，θ= 0∘ 作为主方向，最大灰

度值G设置为 16，对 GLCM 参数进行设定。

以测点 x3 处的振动信号为例，首先，采集 6 种

故障工况共计 270 个样本，采样时间为 1 s，并利用

SSWT 对样本进行时频分析，选择其中 180 个样

本作为训练集，剩余 90 个样本作为测试集；其次，

利用 GLCM 分析二维时频图的图像特征信息，产

生 8 个特征。GLCM 提取故障特征结果见图 8。
由图可知，GLCM 可以有效提取二维时频图的

图像特征信息，反映出变压器不同故障状态下相关

的动态特性，具有良好的类内聚集性和类间离散性，

可较准确地识别不同故障工况，为后续建立的变压

器故障诊断模型提供有效的特征参数。

图 6　正常工况下振动信号二维时频图

Fig.6　Two dimensional time‑frequency diagram of vibration 
signal under normal working conditions

图 7　基于 SSWT 分析的典型机械故障振动信号时频图

Fig.7　Time‑frequency diagram of analyzing vibration signal 
of typical mechanical fault based on SSWT

1140



第  6 期 杨  义，等：基于 SSWT‑GLCM 与改进 WOA‑SVM 的变压器机械故障时频诊断

4.3　变压器故障分类结果比较　

为了实现变压器多种故障状态智能识别，将利

用 SSWT‑GLCM 所提取的变压器振动信号低维特

征矩阵转化为特征向量后输入到 SVM 算法中，建

立变压器故障状态识别模型。其中，SVM 的惩罚参

数 C和核函数参数 g寻优范围为［2-10，210］，搜索路

径为 2-10 + 0.2n（n为整数）。SVM 样本数据集由变压

器 6 种不同工况下的振动信号构成，实验数据集分

类如表 2 所示。

在改进 WOA‑SVM 故障诊断识别模型的建立

过程中，特征矩阵的迭代次数不同，识别效果也不

同。为确定合理的迭代次数，寻取最优化的参数 C
和 g，设置迭代次数 G为 50。改进 WOA‑SVM 适应

度曲线如图 9 所示。由图可知：当迭代次数较小时，

识别模型具有较低的识别精度，表明该特征矩阵并

未充分保留原图像局部特征，部分特征信息丢失；随

着G逐渐增大，识别精度逐渐提高，当G为 30左右时

达到最佳，此时时频图信息被充分挖掘；当G值继续

增大，计算精度基本趋于稳定，而由于计算量和信息

冗余的大量增加，导致计算速度变慢。考虑到 SVM
识别模型的识别精度和运算效率，参数G取 30最佳。

当 G=30 时，参数 C 和 g的寻优结果分别为

1.319 5，0.001 7。 改 进 WOA‑SVM，WOA‑SVM，

PSO‑SVM 和 GWO‑SVM 的 分 类 结 果 分 别 由

图 10~13 所示。由故障分类结果可知：未改进的

WOA 算法和 PSO 算法优化的 SVM 对于 60% 绕

组、80% 绕组以及绕组变形之间的区分存在明显不

足，识别准确率仅为 82% 和 80%；GWO 算法优化

的 SVM 提高了对绕组变形的区分能力，但仍没有

解决 60% 绕组和 80% 绕组的识别准确率过低的问

题；改进 WOA 算法优化的 SVM 对 60% 绕组、80%
绕组以及绕组变形的区分准确度都有了明显的提

高，总体识别准确率可达 93%。

为进一步说明本研究所提的改进 WOA‑SVM
算法的有效性，将其分别应用于另外两测点 x1和 x2，

并与其余方法进行对比。变压器故障状态识别结果

对比如表 3 所示。由表可知：传统算法具有较高的

运算效率，但是识别精度较低；本研究所建立的故障

图10　改进WOA-SVM分类结果

Fig.10　Improved WOA-SVM 
classification results

图 11　WOA-SVM 分类结果

Fig.11　WOA-SVM classifi‑
cation results

图 12　PSO-SVM 分类结果

Fig.12　PSO-SVM classifica‑
tion results

图 13　GWO-SVM 分类结果

Fig.13　GWO-SVM classifi‑
cation results

图 9　改进 WOA‑SVM 适应度曲线

Fig.9　Improved WOA-SVM fitness curve

表 2　实验数据集分类

Tab.2　Classification of experimental data sets

运行状态

60% 绕组松动

60% 铁心松动

80% 绕组松动

80% 铁心松动

绕组变形

正常

状态编号

1
2
3
4
5
6

训练集数

30
30
30
30
30
30

测试集数

15
15
15
15
15
15

图 8　GLCM 提取故障特征结果

Fig.8　GLCM extracts fault feature results
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诊断模型可以在保证识别精度的情况下快速识别特

征参数，变压器故障识别率保持在 93% 左右，诊断

时间在 5.5 s 左右，较其他方法具有较高的识别精度

和运算效率。同时，改进 WOA‑SVM 识别率标准差

为 0.451 5，WOA‑SVM，PSO‑SVM 和 GWO‑SVM
所对应的识别率标准差分别为 1.402 5，1.049 1 和

1.361 1，可见所提出的改进 WOA‑SVM 算法具有良

好的鲁棒性，使诊断精度维持在一个较高水平。

5 结  论

1） 利用 SSWT 算法提取油浸式变压器箱体振

动信号的二维时频图，能够有效解决因信号时频分

析中能量泄露、信息遗失、宽频模糊和频带混叠等导

致的故障识别率低的问题，该方法可以有效保留其

主要特征信息，得到能量堆叠密集的二维时频图。

2） 利用 SSWT‑GLCM 纹理特征提取的方法可

有效提取二维时频图的图像特征信息，反映变压器

不同故障状态下的相关动态特性，有良好的类内聚

集性和类间离散性，可较准确地识别不同故障工况。

3） 改进 WOA‑SVM 的变压器机械故障时频诊

断模型可显著提高变压器故障诊断的效果，改善了

传统 WOA 易陷入局部最优的不足，具有良好的寻优

能力。改进 WOA‑SVM 算法较传统 WOA‑SVM，

PSO‑SVM 和 GWO‑SVM 有更好的识别效果，可以

在保证识别精度的情况下快速识别特征参数，总体

诊断准确率保持在 93% 左右，且具有良好的鲁

棒性。
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