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基于 LSTM 的脱轨系数间接测量方法研究∗
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摘要  为了对脱轨系数进行准确而高效的在线监测，基于长短时记忆（long short⁃term memory，简称 LSTM）网络算

法，对脱轨系数间接测量问题展开研究。首先，选取实测地铁车辆上易测得的物理信号作为输入，研究不同输入信

号与脱轨系数的相关性；其次，建立网络模型的样本数据集并对脱轨系数划分相应标签，通过网络训练实现标签的

准确划分；最后，筛选标签中脱轨系数临近安全限值的样本数据作为网络的输入，实现脱轨系数具体数值的间接测

量，并在另一条试验线路上验证了该方法的有效性。研究结果表明：将轴箱横、垂向振动加速度信号、车体摇头角速

度信号、一系悬挂垂向压缩位移量以及车辆运行速度全部作为网络输入信号，进行脱轨系数间接测量的效果最好；

基于 LSTM 方法可以有效地对脱轨系数标签进行分类，且能够对危险区域内脱轨系数进行精确测量，满足实际线

路上脱轨系数间接测量及评价的要求。该研究成果有助于地铁车辆长期运营时脱轨系数间接测量以及安全监

测等。
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引  言

近年来，随着轨道车辆的运行速度和运载量的

不断提升，列车运行安全性也随之受到挑战［1］，这对

于车辆安全性的实时监控十分重要。脱轨系数是评

价轨道车辆安全性的关键指标，如何准确而高效地

进行测量具有重要的研究意义和工程价值。

脱轨系数测量技术本质上是轮轨横向和垂向力

的测量方法。轮轨力测量技术可分为直接测量和间

接测量法。直接测量常用测力轮对直接测量轮轨

力，该方法需要对轮对进行打孔、贴片和封装操作。

间接测量法是通过以车辆系统中易于采集的信号作

为输入，逆向求解车辆系统轮轨力。间接测量技术

相较而言具有操作简单、安全性高、经济性、不影响

车轮和车轴使用寿命等优点。因为地铁车辆在线路

运行中必须对其安全性长期实时监控，但测力轮对

不能长期装车使用，故采用间接测量法对地铁车辆

长期跟车安全监测具有重要研究意义和前景。

国内外学者针对轮轨力以及脱轨系数间接测量

方法进行了大量研究。Nordstrom［2］通过轴箱上测

得的加速度等信号，通过脉冲响应函数计算加速度

与脱轨系数之间的内在关系。Xia 等［3］通过建立车

辆逆动力学模型，测量车体横、垂向振动加速度和车

体侧滚角速度等来计算脱轨系数。Akira［4］采用非

接触式间隙传感器测量车轮变形量，通过车轮、一系

弹簧和构架的变形量推导轮轨横、垂向力。上述测

量方法均存在精度较低等问题。孙善超［5］在时域内

推导在线轮轨力识别算法，将轴箱加速度作为输入，

利用单自由度识别模型对轮轨力进行识别，并将识

别结果与正演模型轮轨力比较，两者相关系数达到

0.82 以上。周亚波［6］应用卡尔曼滤波技术对轮轨力

反演进行了研究，建立了整车轮轨力反演模型，验证

在不同轨道线路条件下轮轨力的估计效果。

经典的脱轨系数间接测量技术通过建立动力学

方程式和物理模型计算得到。该方法大多基于仿真

计算模型进行研究，而列车实际振动响应和轮轨力

较为复杂，且传统模型轮轨力测量大多是在直线轨

道上进行的，对于列车通过曲线时的研究相对较少。

比较而言，基于神经网络的方法更能够适应实际线

路中轮轨力测量的需要。Li等［7］采用径向基函数网

络实现了间接测量轮轨力，但由于网络性能的原因，

该方法的测试精度还需进一步提高。Urda 等［8］建立

了铁路模型的试验车辆，并利用神经网络算法进行

验证，1∶10 的试验车辆模型在测试轨道上采用测力
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轮对直接得到的轮轨力数值与采用人工神经网络方

法预测的轮轨力数值差别不大，该方法简单且计算

效率较高，但未考虑各个轮对之间的内在联系。

笔者为实现脱轨系数间接测量，基于车辆上易

采集信号作为网络输入信号，以基于测力轮对方法

实际测得的脱轨系数为目标，采用 LSTM 网络的方

法，研究不同输入信号与脱轨系数之间的相干关系，

完成了通过基于输入信号对脱轨系数标签分类并对

危险区域（即脱轨系数接近限值）间接测量的工作。

这种先粗分标签、再对危险标签数据精细测量的方

法有利于提高效率和实施性，适用于地铁车辆长期

安全状态监测。

1 研究思路

图 1为现场实测传感器布置和测力轮对安装示意

图。轴箱横向和垂向振动加速度实测数据通过在测

试车辆轴箱体上安装加速度传感器得到。一系悬挂

垂向压缩位移量是指安装拉线位移传感器测量车辆

运行时轴箱与构架之间的垂向相对位移。车体摇头

角速度是在车体地板面上安装陀螺仪进行测量。车

辆运行速度计算是通过安装在构架上的光电式测速

传感器配合使用反光材料计算得到。脱轨系数测量

通过测力轮对进行采集。

轮轨力测点如图 2 所示。在测力轮对左右 2 个

车轮辐板上粘贴应变片，并对轮对进行标定工作。

应变片以惠斯通电桥方式连接，标定获得静态标定

系数，求解线性方程计算轮轨横、垂向力。按照

GB/T 5599-2019 的方法，通过轮轨横向力与轮轨

垂 向 力 之 比 计 算 得 到 车 辆 运 行 过 程 中 的 脱 轨

系数［9］。

用于 LSTM 训练的数据来源于某运营地铁车

辆线路试验。表 1 为某运营地铁车辆线路试验条

件。通过不同输入信号的组合，建立基于 LSTM 网

络的脱轨系数标签分类模型，找到最佳输入信号组

合方式，将标签分类出脱轨系数临近安全阈值的样

本数据，采用 LSTM 网络进行训练，准确测量出脱

轨系数的数值。

图 3 为脱轨系数间接测量流程图。流程包括实

测数据信号的采集过程、5 种输入信号数据和脱轨

系数数据的预处理过程（例如：低通滤波、平滑处理、

标准化、时间域与空间域的转换、样本集的切割以及

脱轨系数标签设置等）。对于 LSTM 网络，首先，确

定最佳输入信号组合；其次，进行网络模型参数设

置，将数据代入模型进行训练并实现粗略分类；最

后，将分类得到的临近脱轨系数安全性限值的数据

进行网络精细预测，在工程实际中做到较短时间内

得到脱轨系数的大小，为车辆安全运行提供判定

依据。

2 数据预处理

实测得到的不同输入输出信号时域图如图 4 所

示。由于原始的轴箱横向、垂向振动加速度，车体摇

头角速度，一系悬挂垂向压缩位移量，车辆运行速度

图 2　轮轨力测点

Fig.2　The measuring point of wheel-rail force

图 3　脱轨系数间接测量流程图

Fig.3　Flow chart of indirect measurement of derailment coef⁃
ficient

图 1　现场实测传感器布置和测力轮对安装示意图

Fig.1　Layout of sensors and installation of instrument wheelset

表 1　某运营地铁车辆线路试验条件

Tab.1　Test conditions for a metro line

试验条件

线路类型

列车载荷

试验速度/(km⋅h-1)
车辆编组

试验参数

直线、曲线

超员载荷（AW3）
40，50，60，70，80，90

6 辆编组，试验仪器安装在头车车辆
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的输入信号与脱轨系数输出信号难以直接建立相关

联系，因此需要对数据进行信号预处理。实测得到

的脱轨系数频带分布在 10 Hz 以内，而实测得到的

不同输入信号的频带达到 2 kHz，远大于脱轨系数

频带的范围。这是由于测力轮对测量轮轨垂向力和

横向力采用间断法测量，通过在车轮侧表面 0°，90°，
180°，270° 4 个方向沿圆周布置应变片组成桥路，只

能测出低频成分的轮轨力。由于在地铁车辆动力学

试验中，车辆脱轨系数等安全性评估采用低频轮轨

力足够适用，因此脱轨系数测量以及其他安全性等

评定采用间断法测量是合理的［10］。为保证不同输入

信号与脱轨系数的频域范围一致，以 10 Hz 作为截

止频率低通滤波。

滤波并提取幅值信号后输入信号与脱轨系数对

比如图 5 所示。可见，经过低通滤波的输入信号与

脱轨系数两者之间已经显示出一些相关性。

由图 5 发现，数据具有很明显的波动和毛刺，故

采用平滑和标准化操作处理。经过归一化处理后的

平滑和标准化数据对比如图 6 所示。在该线路上进

行多次试验，得到多组数据，将所有数据进行累加拼

接，同样进行上述处理操作。

地铁车辆在运行过程中速度不断变化，后期在

固定时间窗口对样本分割切片时，每段分割样本位

移不同，加大了后期脱轨系数标签识别的难度。因

此，笔者将不同输入信号和脱轨系数信号同时转化

到位移空间，便于后期样本集切割。将地铁车辆的

速度进行积分，得到位移随时间的变化关系，再将输

入信号以及脱轨系数信号由时间域转化为空间域。

图 7 为归一化试验样本数据随运行里程变化图。

图 4　不同输入输出信号时域图

Fig.4　Time domain diagram of different input and output sig⁃
nals

图 5　滤波并提取幅值信号后输入信号与脱轨系数对比

Fig.5　Comparison between input signal and derailment coef⁃
ficient after filtering and extracting amplitude signals

图 6　归一化处理后的平滑和标准化数据对比

Fig.6　Comparison after smoothing and standardization signals
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3 长短时记忆网络

实测采集的不同输入信号与脱轨系数存在相关

性，又因为车辆的输入信号以及脱轨系数都是按照

固定的采样间隔采集的序列型数据，因此非常适合

采用循环神经网络（recurrent neural network， 简称

RNN）建模。由于数据空间长度大，采用传统的

RNN 模型存在梯度消失或者梯度爆炸等问题，故采

用 LSTM 网络进行训练。LSTM 网络能够有选择

地加入新的信息，并且有选择地遗忘之前累积的信

息，可有效解决简单循环神经网络存在的上述问

题。长短时记忆网络结构［11］如图 8 所示。

长短时记忆网络正是利用遗忘门 f（t）、输入门

i（t）、输出门 o（t）和一个内部记忆单元 c（t）一系列算

法的运算，最终得到所需要的脱轨系数 ŷ（t）的值。

4 基于 LSTM 网络的脱轨系数间接

测量方法

4.1　样本集预处理　

4.1.1　样本切割　

将不同输入信号和脱轨系数信号作为试验样本

进行操作。由于不同输入信号与插值后的脱轨系数

信号采样频率均为 2 kHz，采集信号中包含的数据

点非常多，如果直接将其作为数据输入很可能造成

计算机内存不足，影响 LSTM 的检测速度，因此需

要对数据进行分割处理，将数据切分成小段样本，每

段信号作为一个样本。笔者提出了一种空间域移动

窗口分割数据的方法，重叠样本分割［12］如图 9 所示。

该方法可以扩大样本集的数量，同时防止等距采样

难以提取数据全部特征信息的问题，使 LSTM 模型

的强大学习能力更好发挥。

振动信号数据总长度为 H，样本长度为 h，振动

信号移动量为w，相邻两个样本之间重叠长度为 h−
w。其中，H=10 516 m。样本长度 h的选取是由于

轮轨力信号在车轮转动 2 周内变化不大，采用车轮 2
周的长度作为样本长度，分析 3 983 个样本数据，求

得每组样本数据脱轨系数的极差，发现样本中脱轨

系数平均极差值在 0.01 左右，变化很小，故选取 2 周

的车轮半径（5.28 m）作为样本长度是合理的，移动

量w=2.64 m。

移动窗口分割的样本数量N为

N= é
ë
êêêê
H- h
w

+ 1ù
û
úúúú （1）

数据分割之后样本集的扩充倍数 α为
α= ( h+ w ) h （2）

第 i个样本在振动信号中的位置 xi为
xi=［m（i−1）：m（i+1）］   （i∈［1，N］） （3）

其中：［∙］为向下取整；xi为分割的样本，通过设置相

应的窗口移动量w可以得到不同的样本数据集合。

将不同的输入信号和脱轨系数采用分割方法进

行处理，最终所有输入信号和脱轨系数信号均包含

3 132 个样本，每个样本中有 1 632 个数据点，即输入

输出样本量均为 3 132×1 632。
4.1.2　脱轨系数标签设置　

将采集到的 3 132 个脱轨系数样本数据进行特

征提取以及标签的设置。笔者对每一样本内所有数

图 7　归一化试验样本数据随运行里程变化图

Fig.7　Test sample data with running mileage

图 8　长短时记忆网络结构 [11]

Fig.8　LSTM network structure[11]

图 9　重叠样本分割 [12]

Fig.9　Overlapping sample segmentation[12]
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据点计算绝对均值作为特征进行提取。绝对均值是

样本信号绝对值的平均值，即

xmean = 1
N ∑

i= 1

N

|| xi （4）

其中：N为一个样本中脱轨系数数据点的个数，在本

研究中N为 1 632。
将数据样本进行绝对均值处理，可将 3 132×

1 632 的脱轨系数信号展平成 3 132×1 的信号，展平

后的脱轨系数信号如图 10 所示。

表 2 为脱轨系数样本类别标记及数量分布。将

样本进行类别标记，脱轨系数在 0~0.8 的范围内等

分为 5 个标签，每个标签的样本数量大致为 600 个，

同时样本涵盖直线段、曲线半径分别为 300，500，
700，1 000，1 200，1 500 和 2 000 m 的小半径曲线、中

等半径曲线和大半径曲线。

4.2　网络模型的搭建以及样本集的建立　

4.2.1　网络模型的搭建　

笔者通过随机搜索的方式最终确定 LSTM 网

络层数以及超参数的设置。首先，设置 3 层 LSTM
网络层，激活函数采用 tanh 函数，第 1~3 层隐含单

元数分别设为 128，64 和 32，在每个 LSTM 层后面

连接丢弃层；其次，连接全连接层，全连接层将输出

维度转化为一维，通过 Softmax 函数输出脱轨系数

标签分类结果。LSTM 模型结构如图 11 所示。

模型的训练迭代次数设置为 2 000 步，批尺寸

设置为 24，损失函数选择稀疏分类交叉熵损失函

数。LSTM 网络前向传播得到各层误差，而优化器

的作用是更新各层的网络权值参数，利用“Adam”

优化器训练模型。学习速率开始为 0.001，后期衰减

为 0.000 1，可以在后期捕捉局部特征细节，引入了

早停法机制，避免过拟合。

4.2.2　样本集的建立　

LSTM 网络的输入样本集为轴箱横向、垂向加

速度信号 ( ÿw，z̈w )、陀螺仪摇头角速度信号 ( φ̇ c )、一
系悬挂垂向压缩位移量 ( z tw )和车辆运行速度信号

( νc )之间的不同组合。3 132 个样本数据对应 3 132
个脱轨系数标签，该标签的划分作为神经网络的输

出。为增强 LSTM 网络的泛化能力，对样本集随机

选取 70% 的数据用于训练，30% 的数据用于验证。

4.3　最佳输入变量的确定以及模型的训练与验证　

输入变量从 ÿw，z̈w，φ̇ c，z tw 以及 νc 中进行选择训

练，选出最优输入组合方式用于模型的训练与验

证。表 3 为不同输入组合方式网络训练正确率和损

失值。图 12 为不同输入组合方式正确率和损失值

柱状图。可以看出，随着输入变量维度的增加，网络

模型的正确率不断提高，损失函数值不断下降，标签

分类的效果越好。其中，将 5 个输入维度全部作为

网络输入变量时，其训练效果最好。这是由于 5 个

输入变量都与脱轨系数有关系：轴箱横、垂向加速度

测量轮对振动特性，能够反映轮轨横、垂向力的变化

过程；一系悬挂垂向位移压缩量反映列车通过曲线过

程中左右轮轨力增载和减载的过程，同样对脱轨系数

有影响；车体的摇头角速度体现列车通过曲线时变化

情况，当列车通过曲线时，脱轨系数的数值通常变大，

引起摇头角速度的变化；速度信号与脱轨系数也有关

联，通常脱轨系数较大值发生在高速的情况下居多。

采用 5 个输入数据作为样本数据，迭代 1 000

图 10　脱轨系数样本绝对均值散点图

Fig.10　Scatter chart of absolute mean of derailment coefficient

表 2　脱轨系数样本类别标记及数量分布

Tab.2　Derailment coefficient sample category mark 
and quantity distribution

脱轨系数的范围

0~0.16
0.16~0.32
0.32~0.48
0.48~0.64
0.64~0.80

共计

标签

0
1
2
3
4

数量

650
624
628
629
601

3 132

图 11　LSTM 模型结构

Fig.11　LSTM model structure

61



振  动、 测 试 与 诊 断 第  45 卷  

次，LSTM 网络训练集和验证集正确率以及损失函

数曲线如图 13，14 所示。

可以看出，在 LSTM 网络训练过程中，随着迭代

次数的增加，正确率不断呈上升趋势，损失函数值总体

呈下降趋势。当迭代达到 1 000次时，训练集的正确率

达到 98.29%，验证集的正确率达到 98.04%，训练集损

失函数值在 0.058左右，验证集损失函数值在 0.098左

右。当损失函数为最小值时，保存最优模型参数到本

地，利用该模型对测试数据集测试模型性能。

4.4　测试集数据的选取以及模型训练结果　

选取另一条线路试验数据作为模型的测试数

据，该线路包含曲线半径分别为 400，600，800 和

1 700 m 以及直线等线路条件，车辆运行速度涵盖

40~120 km/h，以保证脱轨系数标签分类具有普适

性和说服性。选取 1 270 个样本数据作为测试集，

对测试数据集采用混淆矩阵的方法评价模型的训练

效果。测试集数据混淆矩阵如图 15 所示。混淆矩

阵的每一行为实际标签，每一列为网络预测标签。

可以发现，数据标签分类效果很好，分布在混淆矩阵

的对角线上，说明预测标签和实际标签吻合，极少部

分预测错误的标签也预测到相邻的标签中，其原因

是相邻 2 个标签的输入数据特征不够明显，导致网

络分类错误。

表 3　不同输入组合方式网络训练正确率和损失值

Tab.3　Accuracy and loss value of network training 
with different input combinations

序

号

1
2
3
4
5
6
7
8
9
10
11
12
13
14
15

不同组合

方式

ÿw

φ̇ c

z tw

z̈w

ÿw，φ̇ c

ÿw，z tw

ÿw，z̈w

ÿw，νc

ÿw，φ̇ c，νc

ÿw，φ̇ c，z̈w

ÿw，φ̇ c，z tw

ÿw，z tw，φ̇ c，νc

ÿw，z tw，φ̇ c，z̈w

ÿw，φ̇ c，νc，z̈w

ÿw，z̈w，φ̇ c，νc，z tw

训练集

正确

率/%
78.79
72.01
51.36
54.45
87.41
91.19
88.22
90.93
94.87
94.42
96.64
98.93
98.77
96.06
99.16

验证集

正确

率/%
81.72
72.91
52.82
51.24
85.33
89.09
82.84
89.01
94.06
92.78
94.51
96.99
96.69
94.36
98.19

训练集

损失值

0.504 4
0.712 4
1.162 6
1.041 2
0.318 6
0.244 5
0.299 3
0.264 3
0.152 5
0.150 2
0.107 2
0.049 0
0.049 3
0.125 9
0.037 3

验证集

损失值

0.496 1
0.685 4
1.130 5
1.121 4
0.380 2
0.294 2
0.446 8
0.310 0
0.215 8
0.247 0
0.203 9
0.122 5
0.171 0
0.184 8
0.085 3

图 12　不同输入组合方式正确率和损失值柱状图

Fig.12　Bar chart of accuracy and loss values of different 
input combinations

图 13　训练集和验证集正确率

Fig.13　Accuracy of training set and validation set

图 14　训练集和验证集损失函数曲线

Fig.14　Loss values of training set and validation set

图 15　测试集数据混淆矩阵

Fig.15　Confusion matrix of test set data
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除了准确率、损失函数以及混淆矩阵作为评价

模型性能的指标外，针对测试集的每一类数据采用

准确率、召回率以及 F1值对模型进行评价［13］。脱轨

系数标签分类模型精度性能指标如表 4 所示。可以

看出，脱轨系数间接测量的标签分类准确率、召回率

和 F1 值的平均值均在 99.30% 以上，满足脱轨系数

现场实时检测的精度要求。

4.5　危险标签区域脱轨系数数值间接测量　

标签为“4”的数据对应脱轨系数在 0.64~0.80
之间，该部分样本数据中脱轨系数较大且接近标准

GB/T 5599-2019 中所规定的脱轨系数限值。因

此，将此标签定义为车辆运行过程中最危险的区域，

进一步网络训练与测量。

对于数据集的构建，按照 5∶2∶3 的比例构建训

练集、验证集以及测试集。输入数据采用最佳输入

变量的组合方式，即轴箱横向、垂向加速度、车体摇

头角速度、一系悬挂垂向压缩位移量以及车辆运行

速度全部作为网络的输入变量；输出数据为实际测

得的脱轨系数。将训练集和验证集标签为“4”的输

入数据集和输出数据提取出来，其中：训练集输入和

输出变量的维度分别为 5×59 066 和 1×59 066；验
证集输入和输出变量的维度分别为 5×23 626 和

1×23 626。将输入输出数据代入 LSTM 网络进行

训练。使用随机搜索的方式寻找超参数最佳设置，

最终设置一层网络层，隐藏单元节点数为 50，初始

学习速率为 0.005，正则化系数取 0.001，当迭代达到

125 次时，学习速率降低为 0.001，添加丢弃层抑制

过拟合现象，采用回归层进行脱轨系数的预测，输出

类别为 1。同样采用“Adam”优化器进行模型训练

以及 200 次迭代训练。LSTM 模型损失函数如图 16
所示。可以看出，迭代 200 次，训练集和验证集损失

函数值不断下降，当训练到达 200 次时，训练集损失

值为 6×10-4，验证集损失值为 1×10-3 左右。选取

测试集标签为“4”的样本数据作为测试数据进行测

试，共 5×35 440 个数据点代入模型中训练。

LSTM 网络测量得到的脱轨系数测量值与实

际值对比如图 17 所示。可以看出：LSTM 网络可以

测 量 出 脱 轨 系 数 ，更 新 测 量 的 总 体 均 方 根 误 差

RMSE=0.027 5，结果接近于 0；总体相关系数 R= 
0.986 6。

脱轨系数测量值与实际值的误差和相对误差率

如图 18 所示。误差值基本在±0.04 之间，误差值和

脱轨系数均为无量纲单位。平均相对误差率在

±8% 之间，该误差满足工程实际需求。

通过先设置标签进行分类，找到最危险区域标

签范围，再间接测量危险区域范围内脱轨系数的具

体数值，可以减少网络模型的规模，提高其运行效率

和实时计算速度。初筛标签分类时，测试集的训练

时长仅为 4 ms 左右，再将危险区域的数据间接测

量，测试集的训练时间为 52 s 左右。若直接进行脱

轨系数间接测量，测试集的训练时间高达 25 min 

表 4　脱轨系数标签分类模型精度性能指标

Fig.4　Accuracy performance index of label classifica⁃
tion model for derailment coefficient %

标签

0
1
2
3
4
平均值

类别

0~0.16
0.16~0.32
0.32~0.48
0.48~0.64
0.64~0.80

准确率

99.62
100.00

99.55
98.50
99.17
99.37

召回率

100.00
99.28
98.23
99.24

100.00
99.35

F1值

99.81
99.64
98.89
98.87
99.58
99.36

图 16　LSTM 模型损失函数

Fig.16　LSTM model loss function image

图 17　脱轨系数测量值与实际值对比

Fig.17　The derailment coefficient value and actual value

图 18　脱轨系数测量值与实际值的误差和相对误差率

Fig.18　Error value and relative error rate between measured 
value and actual value of derailment coefficient
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58 s 左右。可见，间接测量脱轨系数的训练时间极

大缩短，效率大幅度提高，满足车辆长期服役过程中

实时安全性评定以及脱轨系数间接测量的要求。

5 结  论

1） 通过 LSTM 网络预测脱轨系数标签，最终实

现对脱轨系数范围精确划分。采用 5 种输入信号共

同训练的正确率最高，损失值最小，训练集正确率达

到 98.29%，训练集损失函数值达到 0.058；验证集正

确率为 98.04%，验证集损失函数值为 0.098，均满足

实际测量的精度要求。测试集选取不同实测线路、

曲线半径及速度进行分类，基于 LSTM 网络进行脱

轨系数标签分类的准确率、召回率以及 F1值的平均

值均在 99.30% 以上。

2） 筛选出脱轨系数在 0.64~0.80 范围内标签数

据，基于 LSTM 网络间接测量脱轨系数网络的训练

集和验证集损失值均在 1×10-3 以下。测试集计算

得到脱轨系数与实际数值的相关系数为 0.986 6，
RMSE为 0.027 5，有利于车辆危险区域安全性评定。

3） 本研究尚未考虑轨道磨损、车轮扁疤磨耗以

及车辆悬挂系统、车辆轴重等对模型的影响，此方法

只是对低频轮轨力进行识别。当列车在轮轨条件恶

劣的环境下运行时，将产生高频轮轨力，笔者采用的

间断法测力轮对难以实现高频轮轨力的测量。
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